
 

 

 בעה

 

 

 

 

 

Angle Source Localization using Deep-Learning 

 

Yanir Edri 

Orel Shoshani 

Supervised by Renana Opochinsky 

Academic advisor Prof. Sharon Gannot 

 

Final project in signal processing, Electrical Engineering  

Bar Ilan University  

 

 

 

 

 

 

 

 

 

 

 



 

 

 

 

  תוכן עניינים:

 תודות​י​............................................................................................................................3

 הצגת הבעיה​י​..................................................................................................................4

 סקירה על רקע התחום​י​……………………………………………………………………...….5

 רקע תיאורטי​י​…………....................................................................................................6

 רקע על למידה של מכונה​י​................................................................................................13

 יצירת מאגר המידע​י​…………………………………………………………………………....14

 בניית הרשת​י​.................................................................................................................18

  תוצאות ראשוניות​י​…………………………………………………………………………......21

  שיפור התוצאות​י​……………………………………………………………………………….24

 אוטומציות נוספות​י​……………………………………………………………..……………...26

 תוצאות על ה-Testי​………………………………………………………...………………….28

 סיכום ומסקנות…………………………………………………………………………...……30

 

 

 

 

 

 

 

 

 

 

 



 

 

 תודות:

 אנחנו רוצים להודות לכל מי שסייע לנו בלימוד, מימוש וכתיבת פרויקט זה.

 בראש ובראשונה לרננה, שהייתה קשובה לשאלות במיקרו ובמאקרו, ליוותה, דחפה והסבירה
deep-במשך כל השנה, החל מהצעדים הראשונים של ההבנה התיאורטית העקרונית ולימוד ה 

 learning ועד עזרה בכל ניואנס בדרך המימוש, בין עקרוני ובין קושי בקוד שהסתבך.

 למדנו ממך הרבה, גם קונקרטית במה שעשינו אבל גם מעבר, בתפיסה של מה זו עבודה
 מחקרית, מה זה דורש ולאילו מקומות ואופקים ניתן להגיע. תודה על הכל.

 תודה לשרון שבהירותו ואדיבותו חפפו עלינו במשך השנה וחצי האחרונות של מסלול עיבוד
 האותות בפקולטה. השילוב היפה בין עבודה מתמטית ליכולת להעביר בחן ובסבלנות רבה

 ניואנסים אינטואיטיביים בחומר לא פשוט,  גרמו לנו לחוש כיום בסיום הלימודים, בשלים יותר
 ושייכים לשפה ולעולם של עיבוד אות, גם אם כמובן עוד רבה הדרך לפנינו.

 תודה לחברים בשנתון שלנו שהרבה מההליכה בדרך וההגעה לנקודת הזמן הזה היא הודות
  להם, ורבים הם

 תודה לסגל הפקולטה, למזכירות, למרצים ולמתרגלים על השותפות והנעימות

 תודה למשפחות היקרות שלנו על מעטפת של אהבה ותמיכה

 

  



 הצגת הבעיה

 באוזנינו אנו שומעים קול ויודעים לפענח את כיוונו ולהגיב בהתאם, בזכות עיבוד הקול המגיע לשתי
 האוזניים במקביל.

 זיהוי מיקום דובר רלוונטי לאפליקציות שונות במחקר ובתעשייה בעשרות השנים האחרונות, למשל
 בעיות קלאסיות של הפרדת דוברים והנמכת רעשים (שיחת רמקול או ועידה), וכן בקידום בינה

 מלאכותית. וכן, כתוצאה מכך פיתוח בתחום יכול להביא לפתרונות בתחומים ביטחוניים ואף רפואיים.

.DOA כלומר, המטרה של פרויקט זה היא מימוש שיטה למציאת 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 



 סקירה כללית על דרכי הפתרון במחקר

 שיטות שונות פותחו במחקרים בשני העשורים האחרונים בכדי להגיע לזיהוי אופטימלי.

time difference of arrival - TDOA ,דוג' לשיטה קלאסית היא ההפרש בזמן ההגעה 
 משתמשים בקרוס הקורלציה של האותות המגיעים למיקרופונים השונים (וכן בקרוס ספקטרום

 שלהם) לשערוך הפרש זמן ההגעה (בעזרת הפרשי הפאזה) ומפענחים מהם במתודות שונות את
.​1​ Kalman filter זווית ההגעה המרחבית, כגון פיתוח של  

 הכוונה לווריאציות שונות של מסננים מסתגלים קלאסיים בלי שימוש בלמידת מכונה.

 יש בעייתיות באלגוריתמים הללו, קשה להם להתמודד עם ויברציות אקוסטיות גבוהות, ועם יחס אות
 לרעש נמוך, והם יותר מתאימים לזיהוי בחלל פתוח ויחס SNR גבוה. כמו כן לא תמיד ישנה הצלחה

 לשערוך טוב של המרחק.

 מהפרספקטיבה שלנו, אם נניח מידע מוקדם על הגיאומטריה האקוסטית (אם אנחנו נמצאים ברכב
 מסויים או בחלל קונקרטי) זה יכול לעזור לנו לפתור בעיה בתוך חלל סגור ומהדהד.

 מדובר בעצם בלוקליזציה המותנית בידע אפריורי על המרחב שעוזר לנו לבצע למידה מונחית​​2.
 שיטות אלו התפתחו בשנים האחרונות והן מתאימות לחללים סגורים (לדוגמא מכונית).

 עם התפתחות למידת המכונה בשנים האחרונות, השיטות לפתרון הנ"ל משלבות אלגוריתמים
 קלאסיים עם אימון מכונה ללימוד סט משקולות שיפיק תוצאת שערוך טובה על סיגנל קול בזמן אמת.

 כל מרחב שונה מאלץ אקוסטיקה שונה כתוצאה מגודל ורמות החזרה של קירות וחפצים, כך
 שבפשטות אימון מכונה עבור חלל מסוים לא יתאים לחלל אחר, בוודאי לא מבחינת רמת דיוק נאותה.

 יש צורך בשיטה יעילה הניתנת למימוש בכל מרחב מחדש.

 שיטות למידת מכונה שהיו בשימוש עד כתיבת המאמר שעליו אנו מתבססים, משתמשות במידע
 מונחה באופן מלא (supervised learning), וצריכות מידע רב מאוד כדי להגיע לרמת אימון ודיוק

 גבוהה, מה שמצריך עבודה מורכבת יחסית בדגימת ה- data set הנצרך לאימון מכל מרחב בכל פעם
 מחדש.

 הערה נוספת, רוב השיטות הללו עובדות על קלסיפיקציה (classification), מתן המיקום הקרוב
 ביותר להקלטת המבחן מתוך סט מוגדר של אפשרויות.

 

 

 

 

 

 

  ​לדוג' מאמר של פרופ' שרון מ12006
”,Microphone array speaker localizers using spatial-temporal information“ 

  , ישנם שיטות נוספות המוצגות במאמר של רננה אופוצ'ינסקי שעליו מבוסס הפרוייקט שלנו, אך לא כאן המקום להרחיב בכולם, ניתן לעיין
DEEP RANKING-BASED SOUND SOURCE LOCALIZATION,2019 ​  -במאמר  

 
2Semi-Supervised Sound Source Localization Based 2016למשל במבוא ממאמר נוסף מ  
 

 on Manifold Regularization  (פרופ' שרון, ברכה לאופר-גולדשיין ורונן טלמור)



  רקע תיאורטי

 

 מבחינת עקרונות למידת מכונה, האלגוריתם שלנו שונה מהמוצג לעיל בשתי נקודות:

 הוא מתבסס על weak-supervised based data - כאשר ישנם מספר עוגנים, נקודות1.
 הנמדדות עם תווית הזווית שלהם לאורך קשת הזוויות, ושאר הנקודות בלי התווית יכולות

 להימדד בקלות וברציפות, למשל בהקלטת קול בתנועה בקשת מסביב לחדר.
 כך ניתן לאמן בפשטות יחסית מחדש כל מרחב ומרחב.

 אנו נשתמש בשיטת רגרסיה (regression) כך שהרשת תתן לנו בסופו של דבר החלטה2.
  בתחום רציף של ערכים.

 

 שלבי המימוש:

 א.

 בניית פיצ'ר האימון לרשת:

 השתמשנו בסימולציית מסנן אקוסטי המדמה הדהוד בחדר לפי מידות גודל ועוצמת ההחזרה
.pythonשהתווספה ל pyrirgen תיקייה בשם ,RIR generator -הניתנות לבחירה 

 הfeature הנבחר לאימון​- חשוב לפתח פרמטר המושפע בעיקר משינוי המיקום, ולא מתנודות
 ספקטרום הדיבור כתלות בחלון הזמן ובתחום תדרי הקול של המקור (איש/אישה/מבוגר/צעיר), שכן
 במקרה כזה אימון המכונה לא בהכרח יתרכז בשינויים הנגרמים בפונקציה כתוצאה משינויי המיקום,

 אלא גם ברכיב התדרי הספציפי של הזמן והדובר.

 לכן יש צורך בלפחות שני מיקרופונים, וב-feature שיבטא את יחסיות הקליטה של שני המיקרופונים-
 כך שיתרכז בעיקר  בהשפעת האקוסטיקה כתוצאה משינויי המיקום.

RTF –   relative transfer function לשם כך  פיתחנו וקטור 

 שהוא הקרוס-ספקטרום של אות הדיבור בתוספת רעש שנכנס לשני המיקרופונים (אחרי המעבר
 באוויר החדר המסומלץ ע"י מסנן), והוא מנורמל באוטו-ספקטרום של אחד המיקרופונים- כדי שסהכ

 נקבל וקטור של רכיבי תדר המבטא את היחס האקוסטי של קליטת הקול במיקרופונים.

 מובן שאם היינו משתמשים במיקרופונים נוספים- היינו מקבלים מידע מרחבי נוסף לכל נקודה
RTF במרחב, כך שבסופו של דבר היינו מקבלים מטריצה במקום וקטור, כאשר כל רכיב הוא וקטור 
 של יחס בין 2 מיקרופונים, והדבר היה מוסיף כוח לאימון שלנו. יש כאן trade off בין דיוק התוצאה
 לבין המשאבים הנחוצים. השתמשנו ב-2 מיקרופונים כדי להראות שכבר בהם ניתן להגיע לתוצאה

 טובה. אנו מניחים שבהינתן מידע אקוסטי נוסף ממיקרופון שלישי וכן הלאה, הדיוק ישתפר.

 

 

 

 

 



 ב.

 הגרלה של זווית ייחוס ושני זוויות מיקום נוספות אליה, אחת רחוקה ואחת קרובה יותר, לצורך אימון
triplet-loss רשת 

 ג.

data-set -יצירת ה 

 שלשות של פיצ'ריי RTF בכמות כזו שתספיק לאימון יעיל של המכונה, בנייה בקוד של הרשת
 המתאימה

 ד.

.data-של ה validation-וחלק ה train-הקיים- קבלת תוצאות על חלק ה data-אימון הרשת על ה 

 ניסיון של test על הרשת המאומנת- קבלת תוצאה עם שגיאה על מידע מבחן- על כל הזוויות
 האפשריות

(RMSE תוצאות במובן פונקצית המחיר ודיוק מול שגיאה במובן) 

 בשלב זה הרשת מחזירה תוצאות שאינם מנורמלית לזווית מיקום ממשית, אלא תוצאות על מרחב חד
 מימדי כלשהו

 ה.

 נרמול התוצאות לקבלת זווית ממשית- שימוש בעוגנים

weak-supervised learning -שלב השימוש 

 כשניגשנו לבעיה, למדנו שיש מספר אפשרויות לפתרון, כמו לשלב לימוד מכונה על מספר עוגנים עם
 labels עם פונקציית מחיר קלאסית של שגיאה ריבועית, ולהשתמש בפרמטר סטטיסטי מוגרל כדי
 לאמן לסירוגין בין שתי הרשתות, ונגדיר את הפרמטר כך שרוב הפעמים נאמן את הרשת העיקרית
 שתארנו לעיל, בלי התוויות, ובהסתברות נמוכה נאמן את המשקולות לפי אימון רגיל של מכונה עם

 תוויות, ומזעור השגיאה בין תווית המיקום האמיתי למוצא המכונה.

 

 בחרנו בדרך נרמול נאיבית, פשוטה וישירה, כך שראשית חתכנו את קצוות ה- predictions כך
 שנשארו התוצאות בטווח בין 0°  ל- 180°. בשלב השני, נרמלנו את הגרף - כך שנקבל פונקציה של

. xy קו ישר y = x. כיוון שנרצה שכל ניבוי זווית תהא עם ערך true זהה, כלומר  =    

 נניח שהגרף שלנו הינו בקירוב מספיק טוב לנו מקיים משוואת ישר, על כן נרצה להעביר את הישר
mx by המקורב ולחשב את המשוואה המתקבלת  =  +   

 בשלב זה נעשה שימוש בעוגנים ובעזרתם נוכל לבצע בעזרת polyfit לבצע קירוב של הישר על כן
 בחרנו את העוגנים להיות נקודות מדגם המייצגות באופן טוב את כלל הנקודות שלנו.

,על ידי מציאת 2 הפרמטרים  נחסר את ה-bias ונחלק בשיפוע הישר, כך קיבלנו שהנקודות יהיו bm   
. xy עם רעש מסוים סביב הישר  =   

 העוגנים הגדירו נקודות שבהם אנו יודעים עבור כניסת של פיצ'ר זווית מסוימת מה המוצא שלו בדיוק.
 באמצעות מספר נקודות כאלו אנו יוצרים משוואת ישר- ומנרמלים את שאר התוצאות בהתאם



 כך אנו שומרים על שלב האימון נקי מידע קודם על הוקטורים הנכנסים לרשת, כלומר שלב האימון
 איננו מתבצע בעזרת ידיעת ה- labels של הכניסות. השימוש נעשה רק בשלב הסופי לאחר שהרשת

 מאומנת, הוצאת הגרף תוך שימוש ב-labels נעשה לשם המחשה בלבד.

  באמצעות כך , עם שיפור באמצעות אוטומציות על היפר-פרמטרים שונים- נגיע לתוצאה סופית של

 על מידע מבחן- עם רמת דיוק גבוהה ושגיאה נמוכה ככל האפשר.

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 



 פורמליסטיקה:

 במישור התדר, כניסה לכל מיקרופון מורכבת מהאות הבא-

(l, )xi,ϕ k = ai,ϕ (k) s(l, )  v (l, )k  +  i k  

,s(lכאשר אנו עוברים להצגה במישור התדר,  ​היא התמרת STFT לאות הדיבור שלנו (אחוז )k   
, stft יופיעו בשלב האופטימיזציה )   הוא רעש לבן שהוספנו- גם הוא במישור frame חפיפה וגודלvi 

  ai,ϕו-  היא ההתמרה של המסנן האקוסטי המדמה את ההדהוד במרחב ביחס למיקום ספציפי של
 מקור. אנו מניחים שאות הדיבור חסר קורלציה לרעש, ובנוסף הרעש במיקרופון האחד חס"ק עם

 הרעש השני. המסנן זהה לכל frame במישור הזמן.

, לשם פשטות אילצנו מרחק r קבוע וכן ,ϕr זווית  ניתנת להכללה למיקום שלם במרחב-  , ,   ϕ θ 
 הורדנו את מימד הגובה, כך שהאימון שלנו יתרכז במציאת הזווית ההיקפית.

  ai,ϕתיאורטית, מכיוון שב-  נמצא כל המידע האקוסטי שאנו זקוקים לו- היחס האקוסטי של ההדהוד
 במרחב כתוצאה מפוזיציה נתונה, פיצ'ר RTF אידאלי יהיה פשוט היחס בין מערכת ההדהוד הנקלטת

 במיקרופון האחד לבין המערכת הנקלטת בשני.

. TFRזה נראה כך: ​  theoretical =  a1,ϕ 

a2,ϕ   

 מובן שבפועל אנו לא מאמנים את הרשת על הפיצ'ר התיאורטי- כי חסר לנו מידע שיאפשר לנו למצוא
 המערכות במדוייק (הנתון בידינו הוא ההקלטות שהגיעו למיקרופונים לאחר המעבר במערכת).

 בהינתן רפרנס- הקלטה טהורה של הדיבור ללא המעבר בתווך- יש אפשרות עקרונית לשערך את
 ערכי המסנן האקוסטי מתוך המדידות, באמצעות מסנן מסתגל, אך לא עסקנו במקרה שכזה כאן.

 לכן- אנו משערכים את הפיצ'ר באמצעות יחס של הגעת קטע קול לשני המיקרופונים.

 המשערך בנוי בצורה כזו שעיקר המידע הטמון בו יתרכז ביחס האקוסטי- הרלוונטי למיקום המקור.

  הנוסחה שהשתמשנו בה היא יחס בין קרוס ספקטרום של שני המיקרופונים לבין אחד מהם:

       RTF   ϕ =ˆ
Sx x (ϕ)1 1

ˆ

Sx x (ϕ)1 2
ˆ

 

    

Sxכאשר  הוא שערוך לקרוס ספקטרום בין שני המיקרופונים, ו-   הוא האוטו- ספקטרום x (ϕ)1 2
ˆSx x (ϕ)1 1

ˆ 

 של אחד המיקרופונים.

  שערוך קרוס הספקטרום שלנו מתבצע בפונקציה במטלב המשתמשת במשערך הפריודוגרמה

 ובשיטת welch להחלקה שלה. מקודם הצגנו את התמרת פוריה לזמן קצר stft, המציגה
 ספקטוגרמה. אין לנו צורך במידע התדרי לנקודת זמן ספציפית, אלא רק הקלטה מספיק ארוכה

 lלקבלת מידע אקוסטי. לכן אנו לוקחים כל חלון זמן  וממצעים את רכיבי התדר שלו בספקטוגרמה.

:משערך הפריודוגרמה לכל חלון זמן   l   S(l)
x x1ϕ 2ϕ

ˆ =  1
M X[ (l)

1ϕ e( −i kM
2π )X2ϕ

 (l)* e( −i kM
2π )]   



welch ומשערך  stft תלויה באחוז החפיפה של כל התמרה, לפי הגדרת   Lכאשר הרזולוציה של 
 בעצם משתמש בעקרון זהה של stft והמשמעות שלו הוא למצע את רכיבי התדר לפי הפריימים של

 הזמן):

[n]eX (l)
1_2_ϕ /stf twelch

(l, )k =  ∑
M−1

n= 0
x1_2 n l[ + D ] v −j knM

2π  

 l ​כאשר  מבטא את הרזולוציה בזמן ביחס לגדלים M  (מספר דגימות בחלון) ו- D (מספר דגימות עד
 לחלון הבא).

 משערך welch  הסופי הוא מיצוע של התדרים על הרזולוציה L בזמן, כך:

(k)   Ŝwelch (k) = Ŝx x (ϕ)1 2
= 1

L ∑
L−1

l=0
Ŝ

(l)
x x1 2

 

RTF:​  -אוטו ספקטרום של  נבנה באותה צורה, ולבסוף וקטור הŜ
(l)
x x1 1

RTF ϕ =  ˆ
S (k)ˆ
x x (ϕ)1 1

S (k)ˆ
x x (ϕ)1 2  

 בצורה כזו אנו מקבלים פיצ'ר המתאים לאימון במכונה-רשת שלנו.

 כפי שהוסבר לעיל, ההתאמה היא באי התלות באורך הקטע (אם כי בפשטות יש חסם תחתון מעשי
  לקטע דיבור מינימלי, גם אם תיאורטית מספיק לנו פולס הלם כדי לדגום את המסנן),

 ובנוסף, ככל שמשערך הRTF  מדויק יותר גם אי תלות ברכיב התדרי המיוחד של המדבר/ת.

 בשלב הtest של הרשת ננסה להראות איך הרשת שאומנה על קטע קול מסוים עובדת טוב גם על
 קטע קול אחר.

 דוגמא לקטע דיבור במישור הזמן של כ-3 שניות, בקצב דגימה של כ-12kHz (התמונה להמחשה
(.8kHz בלבד. בפועל השתמשנו בקטע דיבור אחר של כ-2 שניות עם קצב דגימה של  

 היחידות הם דגימות לזמן (כאמור 12k דגימות בשניה) ומגניטודה של העצמה בנרמול מסויים.

  



  בחרנו חדר במידות [6.2, 6, 2.5] (של מטר) ומיקרופונים במיקום

   [3-0.05, 3-0.05, 1.5], [3+0.05, 3+0.05, 1.5] (גם במטרים) .

  זווית שנדגמה theta = 64°, כך שמיקום הדובר הינו

.[R*cos(teta),1.5), 3+R* sin(teta), 1.5-3]                                                                      

:python-ב pyrirgen package להלן גרפים לדוגמא של המסנן האקוסטי המשוערך בסימולציה של 

 

 מדובר בציר x על דגימות המסנן בזמן, ובהתאם ב- y מגניטודה של עוצמת ההחזר בנרמול מסוים
 (אין לו משמעות קריטית בשבילנו)

 קיבלנו גרף הגיוני שמראה שתוצאת הקונבולוציה תהיה קיפול בזמן- השפעת ההדהוד, יחד עם
  דעיכה כתלות בזמן.

 מצורפת להמחשה לדוגמא להמחשה גם ספקטוגרמות  stft-עבור שני המיקרופונים בנקודה שהצגנו
 לעיל. מדובר על ספקטרוגרמה של אות הדיבור הנקלט במיקרופון המדמה את הדרך האקוסטית,

 בתוספת רעש לבן כפי שהראנו בתיאוריה.

 יחידות של ציר זמן ב-x_sec ותדר ב-y_Hz, כאשר עוצמה גבוהה הינה בסרגל צבעים בהיר וכהה
 מסמל עוצמה נמוכה:

 

  



  קשה לראות כאן הבדלים, וזה מראה לנו את הצורך בעדינות ודיוק  שהרשת שלנו נדרשת להגיע
 אליה כדי לבצע בהצלחה את המשימה.

   הפיצ'ר הסופי המשמש לנו ליצירת שלשות של וקטורים לאימון הרשת הוא ה-RTF כפי שהסברנו.

 מיצוע על רזולוצית ציר הזמן של כפל בין הספקטוגרמות (עם נרמול) יתן לנו את יחס הספקטרומים
:RTF -הנדרש לשערוך ה 

 

 דוגמא להמחשה של שערוך  CSD (קרוס-ספקטרום) לעומת שערוך PSD (אוטו ספקטרום) עבור
 מיקום מקור יחיד- לנסות להראות מאפיינים של הוקטור. השערוך התבצע לפי המובא בתיאוריה

 לעיל:

 

 

 נשים לב שיש לנו כאן 513 רכיבי תדר סך הכל (וקטור ה RTF שלנו מוכפל בסופו של דבר ל-1026
 רכיבי תדר, בגלל הרכיב הקומפלקסי שלא רצינו לאבד את המידע שבו- ופרסנו אותו לאורך הוקטור
 בהמשכו. מבחינת האימון של המכונה אין כאן בעיה בפריסת הנתונים כך או אחרת, לא מדובר כאן

 בתמונה שיש הכרח בסידור של הנתונים בקרבה מסוימת.

 

 

 

 

 

 

 

 

 



 רקע קצר ברשתות נוירונים ולמידת מכונה:

 הלמידה מתרחשת על ידי בניית סט של משקולות ופרמטרים שעוברים תהליך אופטימיזציה
 באמצעות מידע הניתן על הנתונים.

  לכל מערכת לומדת יש פונקציית מחיר כלשהיא בין התוצאה המקווה הנכונה לבין השערוך הניתן על
 ידי הקלט כפונקציה של המשקולות.

 המטרה היא למזער את פונקציית המחיר (למשל שגיאה ריבועית ממוצעת). השיטה המרכזית לעשות
 זאת היא לחלק את מידע האימון שלנו לחלקים (mini-batches), לסכום את השגיאה עבור כל חלק,

 ואז לתקן את גדלי המשקולות בהתאם לפונקציה שתתקן אותנו ללכת בכיוון הנכון.

 השימוש הקלאסי הוא בשיטת gradient-descent/ascent- גוזרים את הפונקציה לפי המשקולות
 ומוצאים את הכיוון עם השיפוע הגדול ביותר (ניתן להבנה מוחשית עבור שני מימדים, ומוכלל גם
 למימדים גבוהים יותר).ככה מתקנים את המשקולות עם קבוע מסויים לכיוון החדש. ישנם שיטות

 נוספות, חלקם משתמשות בעקרון של הגרדיאנט ומוסיפות שיפורים מסויימים, כמו למשל מומנט-
  משקל שונה של תיקון בין כיוון שמשתנה לבין מה שממשיך בעדכון באותו כיוון,

 אנו נזכיר אותם ספציפית במימוש של הרשת.

 כחלק מהלימוד שלנו, שלא מתבסס על תווית לכל וקטור מידע  RTF, פונקציית המחיר שלנו היא
 triplet-loss function  כאמור. היא משמשת כבר מספר שנים לאימון רשתות לזיהוי פנים

 ואפליקציות אחרות הקשורות לעיבוד תמונה. העקרון הוא ליצור שלשות של פיצ'ריי RTF , כאשר הם
 מחולקים ל query, positive ו- negative , ז"א שיש לנו את נקודה מסויימת, ושני נקודות- כאשר אנו

 בוחרים ביודעין (ע"פ המדידות לאורך הקשת) נקודה אחרת רחוקה יותר לנקודת הייחוס מהנקודה
 השניה- ואנו מגדירים אותם N- negative- הנקודה הרחוקה יותר, ו- P- positive- הנקודה הקרובה
,(anchor) שלנו query -בפונקציה המצורפת מבטאת את נקודת ה Q יותר לנקודת הייחוס. הנקודה 

 שמנה מחשבים את המרחק באימון בין נקודה קרובה לנקודה רחוקה אליה:

 

oss  L (Q, , )P N =  

ax⁡  m ‖f (N )‖ argin  0( net (Q) − f net
2 −‖f net (Q) − f net (P )‖2 + m α , ) 

 

 הפונקציה שלנו מוגדרת להיות max בין המרחק הגדול ביותר (בתוספת bias α) לבין אפס.

 השתמשנו בספריית pytorch של python כך שמימוש הרשת הבסיסית ופונקציות האופטימיזציה
 נתונות לנו.

 

 

 

 

 



 יצירת ה- data set ובניית הרשת:

 

:data -סימולציית יצירת ה 

 כפי שהוסבר ברקע- היתרון של האימון במימוש שלנו נעוץ בכך שאין  צורך בהרבה לייבלים של מיקום
.(supervised learning) מדויק- כמו באימון מונחה מלא רגיל 

 השתמשנו כאמור, בסימולציה של ספרית pyrirgen  מסנן המדמה הדהוד אקוסטי רועש בחדר הניתן
  לוויסות ושליטה.  בחרנו חדר (הנתונים לעיל), ועוצמת החזרים מקסימלית.

 

 

 

 בנינו קשת של מיקומים בתנועה רדיאלית של קצת מעבר לחצי מעגל ברדיוס של מטר, וכך אספנו
 דגימות של קובץ השמע כאילו שודר מאותו מיקום. כפי שהסברנו במבוא- האימון מתרכז ברכיב
 האקוסטי ופחות בשוני התדרי של הקול ולכן השתמשנו ביצירת הdata באותו קטע קול ליצירת

 השלשות שלנו.

 מכל נקודה שנחשבת כזווית מסויימת, יצרנו בסימולציה וקטור RTF באמצעות קונבולוציה בין קובץ
 השמע לבין המסנן, על פי התהליך שהוסבר לעיל.

 יצירת שלשות פיצ'רים לצורך האימון-

 האימון שלנו מבוסס על weak supervised learning. כאשר הגדרנו לכל נקודה Query כ-2 נקודות
, Positive יחסיות אליה, וכחלק מהמידע החלקי שכן השתמשנו בו- המכונה יודעת איזו נקודה היא 

 ז"א מוגדרת קרובה יותר לנקודת הייחוס, ואיזו מוגדרת כ- Negative, ז"א מוגדרת כרחוקה יותר.
 במידע הזה המכונה משתמשת כדי לצמצם בכל mini batch את פונקציית המחיר.

 הוספנו אפשרות לאימון בדרגות קושי שונות (קל בינוני וקשה) לפי הפער בין מרחק הזווית הקרובה
 והזווית הרחוקה באמצעות מרווחי רנדמול שונים בהם תוגרלנה השלשות. ולבסוף כמובן ערבוב מידע

.batch האימון כך שיתפזר בכל 

 פונקציית העברת זווית וקטע קול לוקטור ה-RTF המתאים בקלט זוג המיקרופונים:



 

nr 20dBהשימוש בסימולציה האקוסטית. תוספת של רעש עם   s =   

 

 



 יצירת שלשות זוויות -

 כאן אנו מצרפים קטע קוד של יצירת ה- data set לפי רמת הקושי של האימון.

 

. RTF שלם של שלשות של זוויות המומרות לשלשות של dataset בצורה כזו יצרנו 

 הקשת הרדיאלית שלנו נוצרה החל ממינוס 50 מעלות עד 230 מעלות, כדי שבסופו של דבר נקבל
באופן רנדומלי מספיק שלשות המאמנות על אזורי הקצה של 0 ו- 180 מעלות, אימון משני צידי ה-

 Query כאשר ה-Q נמצא בקצוות.

 פונקציית הגרלת השלשות:

 

 כאשר יצרנו 10 שלשות עבור כל נקודת דגימה באיזור לקיחת השלשות, עבור כל דרגת קושי
 (בקפיצות של רבע מעלה).

 



 את ה- data sets שמרנו בקבצי h5 ותהליך ה-load התבצע תחילה לפני האימון והפיכת מטריצות
 המידע לאובייקטים מ- Dataset Class (נרחיב בהמשך בפרק האימון) כדי שהפונקציות הבנויות של

 torch תוכלנה לבנות tensors באופן טוב ומעבר נקי על המידע בשלב האימון.

pytorch -השם הניתן ב :Tensor -עבודה עם המידע ב ,pytorch כמו כן, אנו עובדים בספריית 
 לוקטור רב מימדי. דרך העבודה הקלאסית והידועה לעבודה עם רשתות נוירונים (בפרט).

 התבססנו על קטע קול 'doors'.wav, בתדר 8kHz, באורך של קצת יותר משתי שניות.

 ביצירת כל וקטור ה-RTF השתמשנו באורך קטע של 256 דגימות (0.32 שניה) ובחפיפה של 50
.welch -אחוזים, כאשר אלו הנתונים הדיפולטיביים של פונקצית ה 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 



 בניית הרשת:

fully connected layers של רשת class ברשת הבסיסית- יצרנו  

 מההנחיה הבנו שביחס למשימת האימון שלו, וגם העומס החישובי- אין צורך להשתמש ברשת
 קונבולציה (CNN), שיעילה יותר לעיבוד תמונות ופיצ'רים ממימדים גבוהים.

  ה- RTF שלנו הוא חד מימדי, כך שהספיקו לנו 3 שכבות ביניים של 100, 10 ו-1  נוירונים בהתאמה.

.(triplet loss) שלנו loss-של פונקציית ה class בנוסף הגדרנו 

 בכל פעם נכנסים לרשת RTF features 3 מאורך 1026 ובמוצא מתקבל סקלר המייצג לנו את
 "ניחוש" הרשת, כלומר לדעת הרשת באיזו זווית מדובר ממנה ה-RTF נוצר.

 השתמשנו בפונקציה השמורה של torch ​לחישוב המרחקים pairwise_distance, המחזירה את
 המרחק האוקלידי בין 2 וקטורים שווי מימד. בשלב האימון השתמשנו בפונקציה נוספת

 MarginRankingLoss המבצעת את הביטוי המתמטי הבא:

ax ( 0 , dist of  P  dist of  N  margin )  m  −  +   

.batch בהתאם לתוצאת הפונקציה המשקולות מתעדכנות בכל 

 השתמשנו באופטימיזציית SGD. שיטה זו משתמשת בפרמטר נוסף momentum כשמו כן הוא
 מנסה לתת משקל משתנה לכיוון החדש של הגרדיאנט ותיקון המשקולות ביחס לכיוון הקודם, בהתאם

 לזיכרון יעילות ההתקדמות.

  נתונים:

 אורך כל mini batch כ- 128 שלשות.

 אורך וקטור ה-RTF הינו 1026 נקודות תדר (לאחר מתיחת הרכיבים הקומפלקסיים לסוף הוקטור).

 כמות שלשות לשלב האימון - 26,904 שלשות

 כמות שלשות לשלב הוולידציה - 6,726 שלשות

 

 

 

 

 

 

 

 

 

 



 מבנה הרשת:

 

 וקטור RTF לדוג' משני מיקומים זוויתיים שונים (87 ו-110 מעלות): ציר x מבטא רכיבי תדר
(kHz 3  בעיקר עד 2.5 עד) המרוכזים בתחום תדרי הדיבור המשמעותיים 

 

 

 

 

 

 

 

 

 

 



 שלב האימון

 ראשית, בנינו מחלקה שתשמש לייצוג ה-Data Sets שלנו על מנת שפונקציות מובנות תוכלנה
.Data-להשתמש ישירות ב 

 

 לאחר העלאת ה-Data של שלב ה- train וה- test חילקנו את סט האימון ל-80% אימון ו- 20%
validation 

 הוספנו feature - פונקציה של הכנסת וקטור מידע (קטע קול שנקלט על ידי המיקרופונים) והחזרת
 ניבוי הזווית, כאן היה שימוש בחלק מן הסימולציה (במסנן האקוסטי) שכן לא היה צריך "לשגר" את

3
  קטע הקול ולהעביר אותו בחדר באופן מעשי.​

 

 

 

 

 

 

 

 

 

 

 

 

 

  לא נותר לנו זמן במסגרת הפרויקט והגעה בתקופת הסגר להגיע ולבחון את הרשת שלנו במעבדות ובחדר3
  ההקלטות בפקולטה.



:Validation,Train Set -תוצאות על ה 

.1Loss 

.2Accuracy 

.3RMSE 

margin, learning rate, ,סוג אופטימיזציה) hyper parameters-לאחר אוטומציה על ה 
:(momentum, epochs 

 יחד עם שגיאה ריבועית ממוצעת (RMSE) של 9.108°.

 

Loss-גרף ה 

 

 הערך 7 קשור ל-margin אותו בחרנו (margin = 7) ומשמש כנקודת ייחוס לכמה אנחנו "שומרים
.margin-הולך לפי ה Loss-עליו" בדיוק שלנו. שכן כפי שהראינו ה 

 

 

 

 

 

 

 



  גרף הדיוק בהחלטה מי מבין 2 הדוגמאות הינו ה-Positive ומי ה-Negative ביחס
Validation Set -על ה Query-ל 

 

 

 וכעת תוצאות "הניבוי" של וקטור RTF לזווית מרחבית:

 

 



 לאחר הרצה של הרשת, קיבלנו מוצא פורש מרחב חד מימדי אמנם של מספרים, אך לא מייצג זוויות
  של מיקום- מה שאותנו מעניין.

 ניתן לראות שיש איזשהו קו עקבי של תוצאות אך המספרים לא מכוונים למספרים הנכונים.

 ה- true degree values מכוונים כאן ל-label האמיתי של כל פיצ'ר. זה נעשה על מנת להמחיש את
 הקו הלינארי המקורב שאנו מקבלים ואין שימוש בכל ה-labels בכדי לקבל את תוצאות הרשת אותן

 נציג בהמשך.

 כדי להגיע לתוצאות המבטאות זווית, יש צורך להשתמש בחלק מהמידע על מיקום הזווית האמיתי של
,weak supervised learning -המידע שלנו, ניתן לחשוב על זה בתור כיול המערכת. זה לא פוגע ב 

 מכיוון שיש פה שימוש במספר עוגנים מסוים, בחרנו כ-8 עוגנים, עם התווית (label) שלהם.

 

 לאחר נרמול: (כפי שהוסבר במבוא התיאורטי):

 

:dataב validation-תוצאות על חלק ה 

 

 

 

 

 

 

 



 שיפור תוצאות​:

 לאחר אוטומציות רבות הגענו לפרמטרים נוספים בהם קיבלנו אף תוצאות טובות יותר:

 

Loss-להלן גרף ה

 

Accuracy-גרף ה 

 

 

 

 



 גרף פרדיקציית הרשת בעבור כניסת כל זווית:

 

 

 ולאחר חיתוך האיזורים הרלוונטיים וקירוב לגרף לינארי בעזרת העוגנים:

 

 בסך הכל קיבלנו תוצאות טובות יותר, שגיאת RMSE של כ- 4.923​°

 ניתן לראות את ערכי ה-RMSE לאורך קפיצות ה- Epochs כל 1000.

 

 

 



 האוטומציות השונות:

 בכדי להגיע לפתרון אופטימלי היינו צריכים לחפש ולנסות המון פרמטרים על הרשת שלנו ומסביבה:
 קצב הלמידה של הרשת (learning rate), מומנטום האופטימיזציה (momentum), מספר המעברים

 על סט האימון (number of epochs) ופרמטר נוסף אותו בחנו הינו מרווח המינימום שגיאה בין
.margin ושם הפרמטר אם כן negative לבין וקטור המייצג positive (וקטור) החלטת זווית 

 ובנוסף על הפרמטרים בנינו כמה Data sets הן לאימון והן לשלב ה- test, ובו סוגים שונים של
 טכניקת יצירת וקטור ה-RTF (פרמטרים של פונקציית היצירה) ומידת הרעש במידע, כמו גם

.(RTF-יצירת מטריצת ה) התמסורת המלאכותית של הסימולציה rir-פרמטרים על פונקציית ה 

 נציג אוטומציה לדוגמא על שלב האימון:

,omentum 0.89רעש גבוה ביצירת וקטורי ה-RTF  והפרמטרים: lr 10 , margin 0  m =   =  −3  = 1 

 

●epochs 2000 עבור אימון של Loss-גרף ה 

 

●Accuracy -גרף ה 

 



●label התאמה בין הזווית שהרשת "ניחשה" כנגד ערכי האמת של אותן זוויות (וקטורים להם 
 של זווית)

 

 

 פרדיקציית והתאמת זוויות לכל וקטור RTF המייצג true value של זווית ידועה (לשם●
 המחשה בלבד, לא נעשה שימוש ב-true values לצורך האימון)

 

 ניתן לראות שיש מספר נקודות בודדות שגורמות ל-RMSE להיות גבוה יותר ובניסיון אימון ארוך יותר
  מ-epochs 2000 עזר לבעיה נקודתית זו אך עקב הרעש נגרם overfitting לרעשים שבוקטורי

.RTF-ה 

 אם כן, ה-RMSE פה קיבלנו הינו כ- 20°.

 

 



:Test Set -תוצאות על ה 

 היו לנו בעיות בשלב הייצור של ה- test set ועל כן היינו צריכים להקל על ייצור ה- test בדרישת
 עוצמת רעש די זניח וזאת על מנת להוציא תוצאות סופיות סבירות גם אם לא הכי מרשימות, ככל

.RTF-הנראה הבעיה טמונה ביישום הרעש על וקטורי ה 

RMSE אך עם שגיאת validation-תוצאות דומות לשלב ה test-ניתן לראות שקיבלנו בשלב ה 
1.1861גבוהה יותר במעט כ-  ° 

 כמו כן, יש רעש גדול יותר בקצוות וכיצד הניבוי עולה מעל זווית 200 מעלות ומתחת ל 25-.

 

 

 הגרף בצהוב מייצג את ה- desired predictions ולמולו הנקודות הכחולות מראות את תוצאות
 הרשת עבור כל זווית בין 0°  ל- 180° בקפיצות של 0.25°, זאת על מנת לעמוד את מידת השגיאה

 באופן ויזואלי.
 כמו כן, באדום גבולות המערכת והוספת שוליים נוספים בכתום בכדי לראות את מקסימום השגיאה

. 13.64°21.42°שלנו:  ו-   − 3 

 לגבי המשקולות לקחנו labels 2 סביב 0, 60, 120, 180. בסך הכל 8.

  

 

 

 

 

 



  



 סיכום הפרויקט וביבליוגרפיה

 השלב התיאורטי בפרויקט דרש הבנה של המאמר עליו התבסס הפרויקט, והשלמת הבנה ממאמרים
 נוספים שהיוו רקע בתחום והיכרות עם אפשרויות שונות לפתרון הבעיה שלנו כפי שהיא במחקר נכון

 לתקופה זו.

 בשלבי המימוש- בינינו בתחילה סימולציה של המסנן האקוסטי, ודימינו קליטה שלו במיקרופונים
 שונים ושמיעת ההבדל ביניהם.

 בסמסטר השני של השנה התרכזנו במימוש הפרקטי, בתחילה העמקה תיאורטית במרחב התדר
 ומימוש של וקטור ה-RTF הנדרש לאימון.

 לאחר מכן יצירת שלשות של זוויות ושלשות פיצ'רים בהתאם, בניית רשת מכונה עם הפונקציות
 הנדרשות, ולבסוף אימון הרשת, קבלת תוצאות ביניים, נרמול התוצאות לקבלת זווית כיוון ממשית

 ושיפור האוטומציות בהרצות נוספות, במקביל לכתיבת ספר הפרויקט והשלמת פערים בהבנה.

 הדרך היתה מלמדת ומאתגרת, גם בחשיפה לעולם החדש של למידת המכונה, ובעיקר בהתמודדות
 עם בעיה שלמה דרך הבנה ועד כתיבת קוד בהתאם.

 הסיטואציה הבריאותית שנקלענו אליה (היא וגורמים נוספים) הביאה לכך שהיו שלבים נוספים של
 שכלול ודרגות חופש נוספות בבעיה (דובר בתנועה, מיקום כולל רדיוס במרחב תלת מימדי, מציאת

 אורך דיבור מינימלי) שלא הגענו אליהם, אך נפתח בפנינו פתח עקרוני להתמודדות עם בעיה
 הנדסית, חשיבה על דרכי פתרון, כולל עיון אקדמי במאמרים המתמודדים בדרכים שונות, ולאחר מכן

 ניסיון שלנו לממש פתרון, שגם אם הוא לא חדשני במובן שאנו מתבססים על מאמר, בפועל התמודדנו
  עם הבעיות בדרכנו ודרך החשיבה שלנו, ובכך שמחתנו.
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