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 תקציר
  

  . של אחד מהם ת אחר בהקלטה   שימוש עבודה זו מנסה להפריד בין שני דוברים שונים ע"י 

כאשר מקבלים הקלטה של כמה אנשים ורוצים  , למשל כך להפרדה בין דוברים יש יישומים רבים. 

  להתמקד במה שאמר אדם ספציפי, ניתן לבצע את ההפרדה בין הדוברים. 

   : ל המאמרהמערכת אותה יצרתי בפרויקט זה מבוססת ע 

"VoiceFilter: Targeted Voice Separation by Speaker-Conditioned Spectrogram Masking"   אשר
 .Q. Wang, H. Muckenhirn, K. Wilson, P. Sridhar, Z. Wu, J. R. Hershey, R. Aנכתב על ידי 

Saurous, R. J. Weiss, Y. Jia, and I. Lopez Moreno .  

ברשת קבועה אשר עושה  כן נעשה שימוש מרכזית שהיא זו שלומדת ו ברשתבמערכת יש שימוש 

  ). embedderטרנספורמציה למידע ( 

  spectrogram-maskכדי להפריד בין הדוברים. את ה  spectrogram-maskהמערכת משתמשת ב 

של אחד    reference(המשלב בין שני הדוברים) ובעזרת  mixהמערכת בונה בעזרת סיגנל ה 

  הדוברים. 
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  תודות 
  

  ביצוע פרויקט זה היה לא קל, וזו הייתה הפעם הראשונה בה ביצעתי פרויקט בסדר גודל כזה.

  את הפרויקט אמנם עשיתי לבד, אך היו הרבה אנשים בדרך שעזרו לי. 

  להודות להורים שלי שהיו איתי לכל אורך הפרויקט. בראש ובראשונה אני רוצה  

  הפרויקט אביעד איזנברג אשר עזר לי מאוד לכל אורך הפרויקט. למנחה כמו כן, חשוב לי להודות  

תודה נוספת מגיעה לצוות התמיכה הטכנית אשר עזר לי מספר פעמים עם תקלות שהיו לי בהחברות  
  למעבדים של האוניברסיטה. 

  

  וזכרים לעיל, עשיית הפרויקט הייתה קשה הרבה יותר. בלי כל האנשים המ
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  הצגת הבעיה 
  

פעמים רבות, הקלטות אודיו אינן נקיות. כלומר, קיימים כמה דוברים ולפעמים גם יש רעשי רקע  

  אחרים הנגרמים מגורמים אחרים (כגון מכוניות, וכו'...). 

כך, פעמים רבות מקבלים הקלטות אודיו בהן שומעים יותר מדובר אחד כאשר בפועל מעוניינים  

  רים בטלפון עם אדם אשר נמצא בחדר עם אנשים רבים). לשמוע רק דובר יחיד (לדוגמה, כאשר מדב

  כך, נולד הצורך להפריד בין הקלטות הדוברים השונים כדי לקבל הקלטה נקייה של הדובר הרצוי. 

  הפרויקט שלי בא לענות על צורך זה, כאשר מדובר בהקלטה של שני דוברים שונים. 
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  חלופות לפתרון 
  

  רב של מאמרים ופיתוחים העוסקים בהפרדת דוברים. קיים מספר 

  הפתרונות הבאים:  ניתן למצוא אתבין מאמרים אלו, 

  

Deep clustering: Discriminative embeddings for segmentation and separation1  

(אלגוריתם   K-meansמערכת אשר מבצעת  . במאמר מתוארת דוברים  Nהפרדה של המאמר עוסק ב
על כל  קבוצות שונות על בסיס דמיון בין החברים בכל קבוצה)  kהמבצע הפרדה של המידע ל  

100frames  .של מוצא המודל, על מנת להשיג את מספר הדוברים  
  . ההפרדה בין הדוברים לאחר מציאת מספר הדוברים, המערכת מבצעת את 

מספר הדוברים, והמערכת לא תמיד תמצא את  הבעיה בפתרון זה היא שבעולם האמיתי, לא נתון 
  , כך שההפרדה לא תהיה נכונה. מספר הדוברים הנכון 

  
 

Voice Separation with an Unknown Number of Multiple Speakers  2  
  

המערכת מורכבת מהרבה  אמר הנ"ל. ומתוארת במ דוברים  Nהמפרידה  facebookמערכת של  
ר קבוע וידוע של דוברים (לדוגמה, מודל אחד לשני דוברים, מודל  מודלים שונים המאומנים עבור מספ

  אחד לשלושה דוברים וכו'...). 
על מנת לבצע את ההפרדה, המערכת מזהה את כמות הדוברים ומתאימה את המודל המתאים על פי  

  מספר הדוברים. 
  המעביר את אות הכניסה למרחב לטנטי  encoderעל מנת לעשות זאת, המערכת משתמשת ה  

  (מרחב שיותר קל למערכת להשתמש בו) 
  
  

  שיטה בינארית 
  

אחד הוא הדובר הרצוי, ואילו   classמתייחס לבעיה כאל בעיית סיווג בינארית, בה הפתרון בשיטה זו 
  השני הוא שילוב של כל שאר הדוברים בהקלטה.  classה 

  . בלבד ר הרצויהמערכת מנסה להוציא את האות של הדוב
  שיטה זו יודעת להתמודד גם עם מספר לא ידוע של דוברים. 

  
 

visual speech enhancement-The conversation: Deep audio  3  
  

ימות מערכות אשר מבצעות את הפרדת הדוברים  יק . גם בסרטונים  המערכת במאמר משתמשת
  . בצורה טובה על ידי שימוש בסרטונים של השפתיים של הדוברים

  כך, המערכת מקבלת עוד מקור מידע לפיו היא יכולה לבצע את ההפרדה בין הדוברים. 
  לפתרון זה קיימת בעיה מכיוון שלא תמיד קיימים סרטונים של השפתיים של הדוברים. 

  
  

 עליו הפרויקט מבוסס.   כמו כן, קיימות עוד מערכות הדומות לזו שתוארה במאמר

 
  בביבליוגרפיה.  3,4. מאמרים דומים בסעיפים בביבליוגרפיה  2 ףסעי 1
  בביבליוגרפיה  5סעיף  2
  בביבליוגרפיה.  6. מאמר דומה בסעיף בביבליוגרפיה 7 ףסעי 3
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  רקע תיאורטי 
בחלק זה של הפרויקט, אסביר את הרקע התיאורטי של הפרויקט, הכולל בין היתר: הסבר על למידת  

  .. מכונה באופן כללי ועל למידה עמוקה בפרט, מושגים מעיבוד אותות וכו'. 

  

  רשת נוירונים
לצורך למידה של פתרון בעיות   רשת נוירונים הינה מודל אשר נועד למדל את הנוירונים במוח

  ומכאן שמה.   מסוימות,

  רשת הנוירונים בנויה בעזרת שכבות, אשר בכל אחת מהשכבות יש נוירונים.  

  ברשתות נוירונים, קיימים סוגים שונים של שכבות. לדוגמה: 

  מחברת בצורה לינארית בין הנוירונים בשכבה מסוימת, לנוירונים בשכבה  – שכבה לינארית

 שאחרי. 

  בין הנוירונים בשכבה מסוימת, לבין  קונבולוציה      מבצעת – שכבת קונבולוציהkernel    (קרנל)

 אותו המערכת צריכה ללמוד (ארחיב על כך בהמשך). 

  שכבתLSTM –  נועד על מנת ללמוד רצפים של מידע .  

ובהמשך ארחיב על הארכיטקטורות בהן אני עושה    קיימות ארכיטקטורות שונות של רשתות נוירונים
  שימוש בפרויקט. 

  

Data loader  
נתונים ולהתאמן, היא צריכה שהמידע יהיה מסודר בצורה  כדי שרשת הנוירונים תוכל להשתמש ב

  מסוימת. 

  ) מקבלת את הספקטרוגרמה של האות הרועש. voice filterלדוגמה, רשת הנלמדת ( 

,  data loaderהספקטרוגרמה בכל סיבוב באימון, הדבר נעשה ב  על מנת שלא נצטרך למצוא את

  אשר טוען את המידע למעבדים, כך שהוא מוכן לשימוש על ידי הרשת. 

  . tensorנשמר ברכיב שנקרא   data loaderהמידע ב 

  

Tensor  
  מימדי של מספרים. -טנזור הוא מערך רב 4

   רשתות נוירונים עובדות עם טנזורים לביצוע החישובים והאימון.

  

  

  

 
  נלקח מתוך ויקיפדיה  4
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  . STFTאני משתמש בין היתר ב  data-loaderב 

STFT  
כלומר   )."short time Fourier transform"היא "התמרת פורייה לזמן קצר" (  STFTהמשמעות של 

ן לראות באילו  מעבר של האות עליו עושים את ההתמרה ממרחב הזמן למרחב התדר. כך, נית 
  תדרים האות פעיל יותר ובאילו פחות. 

  הדבר נעשה על ידי ביצוע התמרת פורייה על חלקים קטנים מהאות בכל פעם. 

  ) היא: 𝑥(𝑡)הנוסחה המשמשת לביצוע התמרת פורייה (של האות  

𝑋(𝜔) =  න 𝑥(𝑡) ⋅ 𝑒ି௜ఠ௧𝑑𝑡
ஶ

ିஶ

 

 

  היא:   STFTלכן, הנוסחה לביצוע ה 

𝑋(𝜏, 𝜔) =  න 𝑥(𝑡) ⋅ 𝑊(𝑡 − 𝜏) ⋅ 𝑒ି௜ఠ௧𝑑𝑡
ஶ

ିஶ

 

𝑊(𝑡כאשר   − 𝜏) כך שהתמרת הפורייה מחושבת רק על חלק קטן מ  היא פונקציית חלון ,𝑥(𝑡)   כל
  פעם. 

  

  

  . d-vectorבמערכת אני משתמש גם ב 

vector-d  
  ). outputהוא השכבה האחת לפני האחרונה של הרשת (כלומר, השכבה שלפני שכבת ה  d-vectorה 

5  

  

  

  

  

  

  

  

  

  ). outputבשכבה זו, נמצא המידע על פיו מחושבת ההחלטה הסופית של הרשת (שכבת ה  

  

  

 
 נלקח מתוך מצגות שהוכנו כי ידי יעקוב גולדברגר  5

The "d-vector" 
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  (או בעברית, שכבת קונבולוציה).   CNNכמו כן, אני משתמש בשכבה שנקראת 

CNN  
  .  "convolutional neural network"היא   CNNהמשמעות של 

  ). kernelיש שכבות אשר מבצעות קונבולוציה על המידע עם פילטר מסוים (אשר נקרא    CNNב 

  נוירון מסתכל על חלק קטן מהמידע בפעם אחת.   כל הקונבולוציה גורמת לכך ש

  בצורה זו, הנוירונים יכולים לזהות דפוסי מידע ספציפיים (בעיקר בתמונות). 

  לדוגמה, ניתן לבצע קונבולוציה על תמונה: 

  

6  

  את גודל המידע לאחר מעבר בשכבת קונבולוציה ניתן לחשב על ידי: 

𝑊 − 𝐾 + 2 ⋅ 𝑃

𝑆
+ 1 

    

  ) 32זה גודל הכניסה (בדוגמה זה  Wכאשר  

K  זה גודל הkernel   5(בדוגמה זה (  

P  זה גודל הpadding  0(בדוגמה זה (  

  בהמשך)  אסביר על כך(  היא ריפוד באפסים של המידע לפני ביצוע הקונבולוציה paddingמשמעות ה 

S  זה הstride   בהמשך)   אסביר על כך( ) 1(בדוגמה זה  

  לאחר הקונבולוציה הוא   dataואכן, גודל ה 

32 − 5 + 2 ⋅ 0

1
+ 1 = 28 

מטרת שכבת הקונבולוציה היא לחלץ פיצ'רים מהספקטרוגרמה, בדומה לשימוש של רשתות  

  ה עבור תמונות. קונבולוצי

  

  

 
  נלקח מתוך מצגות שהוכנו כי ידי יעקוב גולדברגר  6
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Padding 

ריפוד ברשתות קונבולוציה, אומר הוספה של אפסים מסביב למידע, על מנת להגיע לגודל מסוים של  

  המידע לאחר ביצוע הקונבולוציה. 

  בפרויקט, אני משתמש בריפוד על מנת לשמור על גודל המידע לפני ואחרי שכבת הקונבולוציה. 

  דוגמה של ריפוד באפסים: 

7 

  

trideS  

  הינו פרמטר בשכבת קונבולוציה, אשר קובע כמה מקומות הפילטר "ידלג".  strideה 

, הפילטרים ידלגו על יותר מעמודה אחת במערך  1-מ גדול  strideכלומר, עבור ערך 

  בביצוע הקונבולוציה. 

  : stride=2עבור   לדוגמה

  

  

  

  

  

  

  

  

  

  , כלומר יש רווח של פיקסל אחד בין הפעלות של הקרנל. 1בגודל  strideבפרויקט אני משתמש ב 

 
 geeksforgeeksנלקח מתוך האתר  7

    

    

Stride 

St
rid

e
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Dialation  

  פרמטר זה קובע על כמה פיקסלים בקרנל מדלגים. 

𝑙, כך שמדלגים על  𝑙פרמטר זה מסומן באות   −   פיקסלים בקרנל.  1

  לדוגמה: 

8  

  קרנל. ב, כלומר משתמשים בכל הפיקסלים  (1,1)של    dialationבפרויקט אני משתמש ב 

  

LSTM 
  מתן משקל לדברים שקרו בעבר. כלומר,  "Long short-term memory"היא  LSTMהמשמעות של 

LSTM   זו ארכיטקטורה שלRNN )Recurrent neural network  -   משמש ללמידה של מידע המשתנה
  עם הזמן (רצף)). 

הוא כדי שהמערכת תוכל לזכור מידע לאורך זמן, כך שגם דברים שקרו לפני זמן   LSTMהשימוש ב 

  מה, עדיין משפיעים על התוצאה. 

9  

 
  geeksforgeeksנלקח מתוך האתר  8
 מתוך מצגות שהוכנו כי ידי יעקוב גולדברגר נלקח  9
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  קובע האם לרשום לתא או לא  iכאשר 

f  קובע אם למחוק תא או לא  

o   קובע כמה להשתמש בתא  

g  קובע כמה לרשום לתא  

 

  מתקיים: 

𝑐௧ = 𝑓 ⊙ 𝑐௧ିଵ + 𝑖 ⊙ 𝑔 

ℎ௧ = 𝑜 ⊙ tanh(𝑐௧) 

נעשה מכיוון שהכניסה היא אות בזמן (שנעשית עליו התמרת פורייה),   LSTMבפרויקט זה, השימוש ב 

  ולכן יש צורך לטפל ברצפים של מידע. 

  

  fully connectedשכבה 
  היא שכבה בה כל נוירון בשכבה אחת, מחובר לכל הנוירונים בשכבה הבאה.  fully connectedשכבה 

  לדוגמה: 

10  

  

  

  

  

  

  

  

  

  

  מתייחסת לשכבה לינארית.  fully connectedשכבה שהיא 

המערכת בפרויקט מוציאה ספקטוגרמה של האות הרצוי. לכן, כדי שנוכל לשמוע את הדובר הרצוי, יש  

  ).  inverse STFT )ISTFTלהשתמש ב 

  

  

 
  נלקח מתוך מצגות שהוכנו כי ידי יעקוב גולדברגר  10

Fully connected  
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Inverse STFT  
על  פורייה זו התמרת   STFT. מכיוון שה overlap-addנעשה על ידי שימוש בשיטת  ISTFTביצוע ה 

   - של התמרת פורייה  ההתמרה ההופכית  נעשה על ידי ביצוע  ISTFTחלקים קטנים מהאות, ביצוע ה 

inverse FFT  )IFFT(   .על חלקים קטנים מהאות כל פעם  

  היא:  ISTFTהנוסחה לביצוע ה 

𝑥(𝑡) =
1

2𝜋
⋅ න න 𝑋(𝜏, 𝜔) ⋅ 𝑒௝ఠ௧𝑑𝜏 𝑑𝜔

ஶ

ିஶ

ஶ

ିஶ

 

  

  lossפונקציית ה 
כדי לאמן את הרשת, כאשר המטרה היא למזער את   lossברשת נוירונים, משתמשים בפונקציית 

  . lossפונקציית ה 

  . MSEהנקראת   lossבפרויקט, אני משתמש בפונקציית ה 

  

MSE loss  

  . MSEשל   lossאני משתמש בפונקציית  פרויקט ב  ברשתכאמור, 

  . כלומר שגיאה ריבועית ממוצעת, "mean square error"היא  MSEהמשמעות של  

  הוא:  MSE, ה 𝑦, ואת הערכים האמיתיים ב  𝑦ොאם אסמן את ווקטור החיזוי  

𝑀𝑆𝐸 =  ෍൫𝑦
𝑖

− 𝑦
𝑖

ෝ ൯
2

𝑖

 

  זהו המדד אותו מנסים למזער. 

 

  פונקציית אקטיבציה 
  פונקציית האקטיבציה היא פונקציה לא לינארית אשר מפעילים על הערך היוצא מכל נוירון. 

  . ReLUוגם ב   sigmoidבפרויקט זה, נעשה שימוש גם בפונקציית ה  
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Sigmoid  

  פונקציית הסיגמואיד היא פונקציה לא לינארית, אשר מוגדרת על ידי: 

𝑆(𝑥) =
1

1 + 𝑒ି௫
 

  

  

  

  

  

  בדרך כלל, משתמשים בפונקציה הזו במוצא שכבה של רשת הנוירונים. 

  

  

 

ReLU  

  . "Rectified Linear Unit"היא  ReLUהמשמעות של 

  מוגדרת על ידי:  ReLUפונקציית ה  

𝑅𝑒𝐿𝑈(𝑥) = max (0, 𝑥) 

  

  

  

  

  

  

  בדרך כלל, משתמשים בפונקציה הזו במוצא שכבה של רשת הנוירונים. 

  

  יצירת המידע 
. על ידי  "dataset "wsjבפרויקט זה (גם לאימון וגם לבדיקה), נוצר מתוך ה המידע בו אני משתמש 

  באופן הרצוי (שילוב של שני דוברים שונים).  dataהרצת קוד שמטרתו יצירת ה  

  הקוד בוחר שני דוברים שונים, ומשלב את הסיגנלים שלהם ביחד כדי ליצור את האות המשולב. 

 דברים: ביצירת המידע יש להבטיח מספר  

  כל צמד דוברים (אשר מהם יוצרים אות משולב) יהיו אנשים שונים.  •

  . test- וב trainלא יופיעו אותן ההקלטות ב   •
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  לדוגמה: 

  אות ראשון 

  

  

  

  

  

  

  

  

  
 

  אות שני 
  

  

  

  

  

  

  

  
  

  

  

 אות משולב 
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  הרשת בפרויקט מקבלת את הספקטוגרמה של האות המשולב. 

Magnitude spectrogram 
  היא:  𝑥(𝑡)של הסיגנל   squared magnitude, ה STFTלאחר ביצוע ה  

ห𝑆𝑇𝐹𝑇൫𝑥(𝑡)൯ห
ଶ
 

  כלומר,  

ቤන 𝑥(𝑡) ⋅ 𝑊(𝑡 − 𝜏) ⋅ 𝑒ି௜ఠ௧𝑑𝑡
ஶ

ିஶ

ቤ

ଶ

 

  יכול לקבל הם חיוביים בגלל השימוש בערך מוחלט.  squared magnitudeהערכים שה 

  

 מציגה את התדירויות בהן האות פעיל כתלות בזמן.  הספקטרוגרמה

  ככל שהצבע בהיר יותר (צהוב), העוצמה חזקה יותר. 

   לדוגמה:

  

  

  

  

  

  

  

, האות פעיל בכמה תדירויות שונות, אך יותר פעיל בתדירויות  1-ל  0.5ניתן לראות כי בזמנים שבין 

  הנמוכות. 

  

. זוהי רשת מאומנת  embedderבפרויקט, יש רשת אשר אותה אני מאמן, ויש עוד רשת שהיא ה  

  מראש. 

embedder  
-generalized end  שכבות והיא מאומנת מראש בעזרת  3עם  LSTM-מורכבת מ embedderרשת ה 

to-end loss )ge2e .( 

של אחד  (אסביר על כך בהמשך)   mel log specבמערכת הוא להעביר את ה   embedderתפקיד ה 

  האותות למרחב בו המערכת תדע כיצד להשתמש בו. 

  ) שונה עבור אותות כניסה שונים. d-vectorמאומן כדי לתת תוצאה ( embedderה 
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  referenceמראש, ומטרתה להעביר את סיגנל ה (מאומנת) מגיעה מוכנה  embedderרשת ה  כאמור, 
  למרחב אחר. 

  האחרונה. האחת לפני , כלומר השכבה d- vectorמרשת זו, נלקח רק ה 

  

  SDR-SIמדד ה 
  . si-sdrבמדד ה   אני משתמש על ידי המודל,    targetכדי לבדוק את מידת טיב השיערוך של ה 

 מודד עד כמה קרוב אות אחד לאות השני, מבלי להתייחס להבדלי עוצמה ביניהם,  SI-SDRמדד ה 

  אלא רק לגדלים שלהם כאשר הם מנורמלים לאותה עוצמה. 

, בו מודדים עד כמה קרוב אות אחד לשני כאשר עוצמתם מנורמלת, קיים  SI-SDRבשונה ממדד ה 

  ם לא מנורמלים. בו מודדים את קרבת האותות אחד לשני כאשר ה  SDRמדד הנקרא 

  עבור אותות בעוצמה שונה לא יהיה גבוה.   SDRבצורה זו, מדד ה  

  לדוגמה, עבור אות המטרה:  

Tar = [3,2,4,1]  

  חיזוי (האות שרוצים שיהיה קרוב לאות המטרה): ואות ה

Pred = [9,6,11,2] 

  המתקבל הוא:  SI-SDRערך ה  

16.532  

  המתקבל הוא:  SDRערך ה  

-6.232  

מנרמלים את   SI-SDR. ב  3ניתן לראות כי בדוגמה זו, היחס בין העוצמות של האותות הוא בערך 

נמוך מערך ה   SDR, ולכן ערך ה מנרמלים  לא SDR, ואילו ב  ואז הם יותר קרובים אחד לשני  האותות 

SI-SDR .  

  לעומת זאת, עבור הערכים: 

Tar = [3,2,4,1]  

Pred =[3,2,4.3,1.1] 

יהיו   SI-SDRוה   SDR, וערך ה כך שהנרמול פחות משפיע  1העוצמות של האותות הוא בערך היחס בין 

  קרובים יחסית והם: 

  : SI-SDRערך ה  

17.817  

  : SDRערך ה  

16.668  
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  : SI-SDRשל  הנוסחה היא 

𝑆௧௔௥ =
< 𝑆௧௔௥ ⋅ 𝑆௘௦௧ >

ห|𝑆௧௔௥|ห
ଶ ⋅ 𝑆௧௔௥ 

𝑆𝐼 − 𝑆𝐷𝑅 = 10 ⋅ 𝑙𝑜𝑔ଵ଴ ൭
ห|𝑆௧௔௥|ห

ଶ

ห|𝑆௘௦௧ − 𝑆௧௔௥|ห
ଶ൱ 

  

 יכול לקבל ערכים חיוביים ושליליים. )  SDR(וה   SI-SDRמדד ה 

  ככל שהערך גבוה יותר, האותות דומים יותר. 

  

  

  

Mel spectrogram 
mel spec  נוצר בעזרת הפעלת מסננים שונים (בצורת משולשים) מתוךfilter bank את המסננים .

  מפעילים על הספקטרוגרמה של האות. 

  הוא לרוב במקומות בהם צריך לדמות שמיעה אנושית.  mel specהשימוש ב 

 :mel specניתן לראות דוגמה של  

  

  

  

  

  

  

  

  

  

 בתמונה ניתן לראות את התדירויות הפעילות של האות בזמנים השונים. 

  מראה את התדירויות כפי שהן נשמעות ע"י בני אדם.  mel-specה 
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ent descentGradi  
  . lossעל מנת לאמן את הרשת, מנסים למזער את פונקציית ה 

  . gradient descentהשיטה לעשות זאת נקראת 

על ידי ביצוע צעד קטן (שינוי קטן) בכל    (המשקולות)  בשיטה זו, מוצאים את הפרמטרים החדשים 
  פעם. 

  נוסחאות השיטה הן: 

𝑊௡ାଵ = 𝑊௡ − 𝛼 ⋅
𝜕𝐿

𝜕𝑊
(𝑊௡) 

  נקרא קבוע הלמידה, והוא זה שקובע את הקצב בו הלמידה תתרחש.  𝛼כאשר  11

  לדוגמה: 

  

  

  

  

  

  

  

יש חשיבות רבה לקביעה נכונה של קבוע זה, שכן אם הוא גבוה מדי לא נוכל להתכנס לפתרון  12

קחת זמן רב ובמקרים יותר גרועים אף להתכנס אופטימלי, ואם הוא נמוך מדי, הלמידה יכולה לה

  לפתרון הלא אופטימלי. 

  לדוגמה: 

 

  

  

  

  

  

  ניתן לראות שבגרף באדום הלמידה הכי טובה. 

  

 
  נלקח מתוך מצגות שהוכנו כי ידי יעקוב גולדברגר  11
  נלקח מתוך מצגות שהוכנו כי ידי יעקוב גולדברגר  12
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Batch norm  
Batch norm על מנת לאמן את הרשת בצורה יציבה   זו שיטה בה משתמשים באימון רשתות נוירונים

  . ומהירה יותר 

  בשיטה זו, מבצעים נרמול על המידע בכל שכבה. 

  את הנרמול, עושים בצורה הבאה: 

𝐵בצורה הבאה:   batch(המידע) המסודר ב  𝑥עבור ערכי   = {𝑥ଵ, … , 𝑥௠} .  

,𝛾הפרמטרים הנלמדים הם:   𝛽  

𝑦௜כאשר מתקיים:   = 𝐵𝑁ఊ,ఉ(𝑥௜)  

  . 𝑥௜מביצוע נרמול על   𝑦௜כלומר, מקבלים את  

  האלגוריתם לביצוע הנירמול הוא: 

𝜇஻ =
1

𝑚
෍ 𝑥௜

௠

௜ୀଵ

 

  . batchכלומר חישוב ממוצע על ערכי ה 

  

𝜎஻
ଶ =

1

𝑚
෍(𝑥௜ − 𝜇஻)ଶ

௠

௜ୀଵ

 

  .batchכלומר חישוב השונות של ה 

  

  :𝑥כעת, יש לנרמל את ערכי  

𝑥పෝ =
𝑥௜ − 𝜇஻

ඥ𝜎஻
ଶ + 𝜖

 

  

  החדשים:  𝑦וכעת, ניתן לחשב את ערכי  

  

𝑦௜ = 𝐵𝑁ఊ,ఉ(𝑥௜) = 𝛾𝑥పෝ + 𝛽 

  

  בין שכבות הקונבולוציה.   batch normבפרויקט, אני משתמש ב 

  . batch normבה ממומש ה   pytorchעל מנת לעשות זאת, אני משתמש בפונקציה של 
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  Batchת בעזרת  רשאימון ה
 

  . batchאת רשת הנוירונים מאמנים בעזרת 

  כלומר, את האימון עושים בכל פעם על קבוצה קטנה של המידע, במקום על כל דגימה בנפרד. 

על כל    ,כך האימון יותר יציב, מכיוון שהרשת מתאמנת על המידע בצורה כללית ולא בצורה יחידנית

  דגימה בכל פעם. 

נפרדים, אך בצורה זו, יכול להיות שהרשת לא   batchניתן גם לאמן על כל המידע בכל פעם, במקום ב 

  למידה על כל המידע בפעם אחת היא כללית מדי לפעמים. תצליח ללמוד מכיוון ש 

  

  לדוגמה: 

13 

 

 

 

 

 

 

 

 

 

  . batchיציב יותר מאימון על   training setניתן לראות כי בדוגמה זו, האימון על כל ה  

  

 

 

 

 

 

 

 

 

 
  נלקח מתוך מצגות שהוכנו כי ידי יעקוב גולדברגר  13
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ADAM  
Adam  .היא שיטת האופטימיזציה בה השתמשתי באימון הרשת  

, כלומר  היא שיטה אשר לוקחת בחשבון גם את מה שנלמד באימון הקודםבחרתי בשיטה זו מכיוון ש
  יותר.  , וכך הלמידה יציבהמזהה מגמה

  לדוגמה: 

14  

ניתן לראות כי תהליך הלמידה הולך פחות לצדדים (כיוון החיצים השחורים) ויותר לכיוון הפתרון הנכון  
  (באמצע). 

  רגיל, מבצעים:  gradient descentבביצוע השיטה, במקום ביצוע 

  

  

  

 
  שהוכנו כי ידי יעקוב גולדברגר נלקח מתוך מצגות  14



24 
 

Overfitting (התאמת יתר)  
Overfit   כיצד להוציא תשובה מדויקת מאוד לדוגמאות מסט האימון,   תלומדהוא מצב בו רשת נוירונים

  כך שהמודל מתאים רק לדוגמאות מסט האימון. 

בצורה זו, המודל יצליח מאוד על דוגמאות מסט האימון, אך פחות יצליח על דוגמאות חדשות אותן  
  הוא לא ראה מראש ולא התאמן עליהן. 

  

  יכול להיגרם מכמה גורמים וביניהם: מצב זה  

  בניית ארכיטקטורה מסובכת מדי עם יותר מדי משתנים 
  אימון ארוך מדי  

  לדוגמה: 

15  

כאשר הנקודות השחורות הן הנתונים, ניתן לראות כי הקו הכחול למד התאמה מדויקת מדי של  
תאים גם יותר טוב  הנתונים, ואילו הקו השחור מייצג מגמה יותר כוללת של המידע שככל הנראה ת

  למידע חדש. 

  

  

  

  

  

  

  

  

  

  

  

  

 
  https://en.wikipedia.org/wiki/Overfittingנלקח מתוך ויקיפדיה  15
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  ) underfittingתת התאמה ( 
Underfit  מצב בו הרשת לומדת מודל פשטני מדי אשר אינו מסוגל לפתור את הבעיה בצורה  הינו

  טובה מספיק. 

  מצב זה יכול להיגרם מכמה גורמים וביניהם: 

  בניית ארכיטקטורה אשר לא מתאימה לפתרון הבעיה 
  מספיק ארוך אימון לא 

  לדוגמה: 

16  

בתמונה ניתן לראות כי הקו האדום הינו פשוט מדי כדי להבדיל בין העיגולים והאיקסים, והוא אכן לא  
  מצליח להבדיל ביניהם בצורה טובה. 

  

, יש רצון להגיע למצב בו המודל מתאמן  )overfit(עבור  מקודם  י הראיתלעומת שני המצבים אותם 
  ת, כך שהוא יצליח לפעול גם על דוגמאות חדשות. בצורה טובה, אך גם כוללני

  לדוגמה: 

17    

ניתן לראות כי הקו האדם גם מפריד בין האיקסים והעיגולים בצורה טובה יחסית, וגם איננו מסובך  
  מדי כך שהוא אמור לפעול גם על דוגמאות חדשות בצורה טובה יחסית. 

  

 

 
  geeksforgeeksנלקח מתוך האתר  16
  geeksforgeeksנלקח מתוך האתר  17
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  סט ולידציה 
  . overfitting) על מנת להימנע מביצוע  validationיש להשתמש בסט ולידציה ( באימון רשת נוירונים, 

, ואילו כן משתפרת על  ה הוולידציכך נוכל לאמן את הרשת, עד שנראה שהרשת לא משתפרת על סט 
  סט האימון, ונוכל להפסיק את האימון. 

  לדוגמה: 

18  

  

  . ה הוולידציעל סט   lossעל סט האימון, ואילו באדום רואים את ה   lossבכחול רואים את ה 

על סט האימון ממשיך לרדת,   loss, כאשר ה overfitבאזור בו מסומן סימן האזהרה מתחיל להתפתח 
  עולה.  ה הוולידציעל סט   lossואילו ה 

  זה, יש  ומתאימה מידי את הפתרון אליו. במצב   יותר מדי את סט האימון ת לומדהרשת  במצב זה, 
  ה. להפסיק לאמן אות

  

tuning-Fine 
  lossלפעמים עם פונקציית . האימון נעשה  מאומנת, ומאמנים אותה שוב במצב זה, לוקחים רשת 

  קטן יותר.   learning rateשונה, אך תמיד עם 

 האימון הנוסף נועד כדי לשפר את תוצאות הרשת, ולהגיע לדיוק גדול יותר. 

  

  

  

 

  

  

  

 
  נלקח מתוך ויקיפדיה  18
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  המודל 
  המודל הראשוני אשר בניתי, זהה למודל המתואר במאמר. הערה: 

  לשפר אותו. לנסות  המטרה של הפרויקט היא תחילה להגיע למודל המתואר במאמר, ולאחר מכן  

  

 המערכת מורכבת משני מרכיבים מרכזיים: 

1 . Embedder –   (באדום) רשת סטטית שאומנה מראש  

  הרשת אותה אימנתי (בכחול)  . 2

  בשרטוט הבא: המערכת מתוארת 

19  

  

  . , ושתי שכבות לינאריותLSTMברשת אותה אימנתי, יש כמה שכבות של קונבולוציה, שכבה של 

 
itioned Cond-VoiceFilter: Targeted Voice Separation by Speakerמבנה המערכת, נלקח מהמאמר  19

Spectrogram Masking  
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  : figure2בנויות בצורה המוצגת ב   CNNשכבות ה 

  

  . CNNשכבות של   8ניתן לראות כי קיימות פה 

המספרים בסוגריים מציינים את עובי המידע. המספר  בכל שכבה, 
עובי המידע בכניסה, והמספר מימין הוא עובי המידע  משמאל הוא 

 ביציאה. 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

  

  

  

  

  

Figure2 
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  , כאשר הן בנויות לפי הטבלהCNNניתן לראות את שכבות ה 

    הבאה:

20  

  

, אשר מטרתו (כפי שהסברתי ברקע התיאורטי) היא לטפל  LSTMנכנסת ל   CNNציאה משכבות ה הי

  מידע. ברצפים של 

  : על מנת להעביר את המידע לגודל הרצוי   , המידע עובר לשתי שכבות לינאריותLSTMמה 

  

  

  

  

  

  

  

  

  

  

  

  

  

  

  

 

 
Conditioned Spectrogram -VoiceFilter: Targeted Voice Separation by Speakerנלקח מהמאמר  20

Masking  
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  embedderה 
  : embedderכעת, אסביר על מבנה ה 

אשר בו שלוש שכבות, ומשכבה לינארית אשר מביאה את מוצא ה   LSTMמורכב מ  embedderה 

embedder  את ה)d-vector 256) לגודל של .  

  : figure3נתון ב  embedderמבנה ה 

  

   

  

  

  

  

  

  

  

  

  

  

-generalized end-to  בעזרת   משקולות של מודל מאומן) י העליתמגיע מאומן מראש ( embedderה 

end loss )ge2e .( Ge2e  זו שיטה לחישובloss  21המוצגת במאמר.  

(של הדובר אותו רוצים   של אחד האותות   mel log specלהעביר את ה  היא  embedderמטרתו של ה 

  למרחב בו המערכת תדע כיצד להשתמש בו.   לקבל)

  

  

  

  

  

  

  

 
21 END LOSS FOR SPEAKER VERIFICATION-TO-GENERALIZED END  

figure3 
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  אימון המודל הראשוני 
תו בעזרת הוספת נרמול,  , כאשר בהתחלה, אימנתי אוtrain dataאת המודל שיצרתי אימנתי על ה  

  ). 6ל  2−(במקום בין    1ל  1−) תהיה בין  log(mix_spec)כך שכניסת הרשת (

  כך, קיבלתי את התוצאות הבאות: 

  

  

  . training dataעל ה   lossרועש, קיימת ירידה ב  lossניתן לראות כי למרות שה 

  .  overfit, כדי לוודא שלא אקבל  validation setכמו כן, השתמשתי גם ב  

  

  קיבלתי את התוצאות הבאות: 

  

  

, כך שה  loss, יש פחות רעש, וגם כאן, ניתן להבחין בירידה ב validation lossניתן לראות כי עבור ה  

loss  הסופי של הtrain   קרוב יחסית לloss  הסופי של הvalidation  כלומר, לא קרה ,overfit .  
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אימנתי את המודל פעם נוספת, מבלי לבצע שינוי במודל עצמו. עשיתי זאת מכיוון שקיים רכיב  כעת,  

  רנדומלי באתחול של המודל, ורציתי לקבל את המודל הטוב ביותר שיכולתי. 

  ריצת המודל הזה הופסקה לפני ריצת המודל בפעם הראשונה. אציין כי כמו כן, 

  

  קיבלתי:   trainעבור ה  

  

  

  . lossפחות רועש, ובדומה לריצה הקודמת, קיימת ירידה ב   lossהפעם, ה  ניתן לראות כי

  . validation lossאת הגרף שמתקבל עבור ה  בדקתי  , overfitכעת, על מנת לוודא שלא התקבל  

  קיבלתי: 

  

  

  יורד, והוא פחות רועש ממה שהיה בריצה הראשונה.  validationשל ה  lossכלומר, ה 

  אימון, ניתן לראות כי המודל באמת התאמן. לאורך ה  lossמהירידה ב 
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  הספקטרוגרמות של האותות ברשת 
(של   mel log spectrogramנכנס ה   embedderלרשת נכנסת הספקטרוגרמה של האות המשולב, ל 

 ותוצר המערכת הוא ספקטרום של האות הנקי. הקלטה של הדובר הרצוי)  

  

  

  

  

  

  

  

  

  

  

  

  

  

  

  

  

  

  

  

  

  

  

  

  

  

  

  

 

 אות נקי 

 אות משוערך 

 אות משולב 
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ניתן לראות כי הספקטרוגרמה של האות המשוערך ושל האות הנקי די דומות, ומכאן שהמערכת  

  הצליחה להפריד בין הדוברים בצורה טובה יחסית. 

  

SDR-SI  
  בצורה טובה).   targetכעת, אבדוק את מידת ההפרדה של המודל (עד כמה הוא מצליח לשערך את ה 

  אשר הסברתי עליו ברקע התיאורטי.   si-sdrאעשה זאת בעזרת שימוש במדד ה 

  : לפני הנוסחה (רשומה בצורה מקוצרת)  si-sdrבניתי פונקציה אשר מחשבת את ערך ה 

  

𝑆௧௔௥ =
< 𝑆௧௔௥ ⋅ 𝑆௘௦௧ >

ห|𝑆௧௔௥|ห
ଶ ⋅ 𝑆௧௔௥ 

𝑆𝐼 − 𝑆𝐷𝑅 = 10 ⋅ logଵ଴ ൭
ห|𝑆௧௔௥|ห

ଶ

ห|𝑆௘௦௧ − 𝑆௧௔௥|ห
ଶ൱ 

  

 0.13323-הוא:  test-setהממוצע של ה  si-sdrלפני מעבר האותות ברשת, ערך ה  

  . tarלבין ערך ה  mixבין ערך ה   si-sdrכלומר, חישוב ערך ה 

  הדוברים ולא רק את הרצוי.  ערך זה הוא לא גבוה, ומכאן שהאות המשולב אכן מכיל את שני 

  

 5.104319הוא:  test-setהממוצע של ה   si-sdrלאחר מעבר האותות ברשת, ערך ה 

  כלומר הרשת שיפרה את התוצאה. 
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  כיצד המערכת מסננת 
  המערכת אותה בניתי מאומנת להוציא מסנן אשר יוכל להפריד בצורה טובה את האות המשולב. 

  על מנת לעשות זאת, על המערכת להוציא מסנן בגודל של הספקטרוגרמה של האות המשולב. 

  רכיב. -לאחר מכן, יש להכפיל את המסנן בספקטרוגרמה של האות המשולב, כך שההכפלה היא רכיב

  כלומר: 

൭

𝑎 𝑏 𝑐
𝑑 𝑒 𝑓
𝑔 ℎ 𝑖

൱ ∗ ൭
1 2 3
4 5 6
7 8 9

൱ = ൭

1 ∗ 𝑎 2 ∗ 𝑏 3 ∗ 𝑐
4 ∗ 𝑑 5 ∗ 𝑒 6 ∗ 𝑓
7 ∗ 𝑔 8 ∗ ℎ 9 ∗ 𝑖

൱ 

 

  המטריצה המתקבלת לאחר ההכפלה היא הספקטרוגרמה של האות המשוערך. 

את ספקטרוגרמה זו, יש לקרב כמה שיותר לספקטרוגרמה של האות הנקי, במובן של ריבועיים  

  מזעריים. 

  כלומר: 

  

𝑀𝑆𝐸 =  ෍൫𝑦
𝑖

− 𝑦
𝑖

ෝ ൯
2

𝑖

 

  כך, המערכת לומדת לשערך את הספקטרוגרמה של האות הנקי. 
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  לולאת האימון של המערכת 
  כעת, אסביר בצורה נרחבת יותר על לולאת האימון עצמה. 

, אשר נועדה להקל על אימון  pytorch-lightningבאימון המערכת השתמשתי בספרייה בנקראת 

  הרשתות בכך שקיימות בה פונקציות מובנות לביצוע דברים נפוצים באימון הרשת. 

, אשר קיבלה את הספקטרוגרמה של האות המשולב ואת  forwardלכן, היה עלי לממש את המתודה 

  . embedderמה  d-vectorה 

לאחר מכן, העברתי את הנתונים בשכבות השונות אותן יצרתי בהגדרת הרשת (שכבת קונבולוציה,  

relu ,batchnorm   .(...'וכו  

  ודל הספקטרוגרמה של האות המשולב. , מתקבלת מטריצה בגforwardבסיום פונקציית ה 

עליו הסברתי ברקע התיאורטי, על מנת שהמערכת תוכל   ADAMמסוג  optimizerלאחר מכן, הגדרתי  

  להתאמן ולהשתפר. 

(כלומר, מה נעשה בסיבוב אחד של   לסיום, הייתי צריך לכתוב פונקציה שמגדירה צעד אימון יחיד

  . אימון המערכת)

  של אותו צעד אימון.  lossוא ה הערך החוזר מפונקציה זו ה

של כל אחד מאותות הכניסה (אני   d-vectorכדי להריץ את צעד האימון היחיד, תחילה מצאתי את ה 

  ). , ולכן היו כמה אותות כניסה batchאימנתי עם 

  השונים, כך שמתקבלת מטריצה אחת.  d-vectors, איחדתי את כל ה d-vectorבסיום חישוב ה 

-dסנן עצמו, העברתי את הספקטרוגרמה של האותות המשולבים ואת ה על מנת לחשב את המ

vector  כפרמטרים של פונקציית הforward  כך, קיבלתי את המסנן, ולאחר שהשתמשתי בו כדי .

  . mseעל ידי שימוש בפונקציית ה   lossלשערך את הספקטרוגרמה של האות הנקי, חישבתי את ה 

  ). validationקציה עבור צעד ולידציה (בצורה דומה לצעד האימון, יצרתי פונ
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  מסקנות וסיכום 
המודל אותו בניתי הצליח ללמוד כיצד להוציא שיערוך של הספקטרוגרמה של האות הנקי בצורה  

  יחסית טובה. 

אינו בעל ערך גבוה מאוד (אך כן השתפר) מכיוון   si-sdrמדד ה לעומת זאת, כמו שציפיתי מההתחלה, 

  שאני לא לומד גם את הפאזה של האות הנקי. 

על מנת לשחזר את האות הנקי, יש למצוא גם את הפאזה שלו וגם את הספקטרוגרמה שלו. כך, ניתן  

  ולקבל את האות הנקי.  inverse-stftלעשות 

  

  חסרונות המודל 
פקטרוגרמה של האות הנקי, ואילו כדי לקבל את האות עצמו  תחילה, המודל לומד להוציא רק את הס

  יש צורך גם בפאזה של האות. 

  כך, אני משתמש בפאזה של האות המשולב, למרות שאיננה הפאזה של האות הנקי. 

הספקטרוגרמה המתקבלת קרובה מאוד לספקטרוגרמה של האות הנקי,  שהדבר גורם לכך שבעוד 

  לאות הנקי. האות עצמו המתקבל קצת פחות קרוב  

אמנם עולה, אך פחות ממה שהוא היה עולה אם הייתי משתמש בפאזה של   si-sdrבצורה זו, מדד ה  

להגיע  אציין כי על מנת להשתמש בפאזה של האות הנקי, היה עלי ליצור רשת שלומדת   האות הנקי. 

  , כפי שיוסבר ברעיונות להמשך. אליה 

  

  יתרונות המודל 
בצורה כזו שהמערכת תדע את האות   d-vectorאשר מטרתו לתת  embedderבמודל יש שימוש ב  

  של איזה מהדוברים יש להוציא. 

), וכך המספרים בו  batchnormכמו כן, המודל עובד עם פרמטרים מנורמלים (אותות כניסה וביצוע 

  לא גדולים מדי והרשת יחסית יציבה. 

א בצורה יחסית טובה את הספקטרוגרמה של האות הנקי מתוך  נוסף על זאת, המודל מצליח להוצי 

  הספקטרוגרמה של האות המשולב. 
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  רעיונות להמשך 
  יש לי כמה רעיונות להמשך. 

  תחילה, יש לאמן את הרשת על מנת שתלמד להוציא גם את הפאזה של האות הנקי. 

  ניתן לעשות זאת אפילו על ידי אימון רשת נפרדת למטרה זו בלבד. 

 

  . lossרעיון נוסף להמשך הוא לא לשנות את הארכיטקטורה של הרשת, אלא לשנות את פונקציית ה 

  . si-sdrהמדד בו אני מודד את הצלחת הרשת הוא מדד ה  

  . mseלכן, אם אאמן את הרשת לפי מדד זה, התוצאות אמורות להיות טובות יותר מאשר בשימוש ב  

  היה השיפור אותו ניסיתי לעשות.  כחלק מהפרויקט ניסיתי לשפר את המערכת וזה

, ערכו של המדד אכן עלה, אך לא מספיק  si-sdrשל    lossכאשר אימנתי את המודל בעזרת פונקציית 
  והאימון עצמו היה לא יציב.  )3-(עלה בערך ל 

  לכן, שינוי זה של המודל לא הביא לשיפור. 

, ולכן השיפור  mseיכולה להיות פחות יציבה מ     si-sdrאני חושב שהדבר נובע מכיוון שפונקציית ה 
  הבא אותו אציע הוא: 

  . si-sdrשל   lossשל המודל לפי  fine-tuningואז ביצוע  mseאימון המודל עם 

ובד) ואז  כך, המודל יתאמן תחילה בצורה הרגילה (כמו המודל אותו כבר אימנתי ואני יודע שהוא ע 
  . si-sdrיתאמן במטרה לשפר את תוצאות ה 

  

כמו כן, רעיון נוסף הוא לפתח את המערכת כך שתדע להפריד דובר יחיד מהקלטה של כמה דוברים  
  שונים. 
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