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 מטרת הפרויקט:

מטרת הפרויקט היא ליצור אלגוריתם אשר יידע להפריד בין דוברים שונים בסביבה רועשת 

 ומהדהדת. הפרמטרים המבטאים את המודל הסטטיסטי ישוערכו כחלק מתהליך הלמידה.

 

 רקע תיאורטי:

Estimation ikelihoodLMaximum  (MLE) 

 

ות כך שלפי המודל הסטטיסטי המשוער שיטה לשערוך פרמטרים על ידי מיקסום פונקציית הנרא

 הנתונים הנצפים הם הכי סבירים. 

 (. MAPהשיטה שקולה למיקסום ההסתברות האפריורית ) זה שווה,תבמצב בו ההסתברות לכל היפו

 עבור סט אובזרווציות: 

𝑥 = [𝑥1, … , 𝑥𝑛] 

 פונקציית הנראות היא: 

𝐿(𝜃; 𝑥1, … , 𝑥𝑛) = 𝑓(𝑥1, … , 𝑥𝑛|𝜃) =∏𝑓(𝑥𝑖|𝜃) = 𝑓(𝑥1|𝜃) ∙∙∙∙∙ 𝑓(𝑥𝑛|𝜃)

𝑛

𝑖=1

 

 . הוא פרמטר )או פרמטרים( של המודל או של פונקציית הנראות 𝜃כאשר  

 נרצה למצוא את הערך שממקסם אותה:

𝜃𝑀𝐿 = 𝑎𝑟𝑔𝑚𝑎𝑥𝜃(𝐿(𝜃; 𝑥1, … , 𝑥𝑛)) 

 :היא מונוטונית logפונקציית ה

𝑓(𝑥1)עבור  > 𝑓(𝑥2)  נקבלlog⁡(𝑓(𝑥1)) > log⁡(𝑓(𝑥2)). 

;𝑙𝑜𝑔⁡(𝐿(𝜃זה שקול גם כן למציאת המקסימום של  לכן 𝑥1, … , 𝑥𝑛)): 

𝜃𝑀𝐿 = 𝑎𝑟𝑔𝑚𝑎𝑥𝜃(𝑙𝑜𝑔(𝐿(𝜃; 𝑥1, … , 𝑥𝑛))) 

השיטה מאוד נפוצה בבעיות שערוך, לדוגמא כאשר אנו מבצעים התאמה לינארית לפי קריטריון  

 ה משערך שמתלכד עםנקבל עבור המודל הלינארי הקלאסי , (least squaresריבועים פחותים )

MLE. אנחנו מחשבים את ה- MLE .של המודל הסטטיסטי 

אינה ניתנת לחישוב ישיר ויש להפעיל שיטות   likelihood-במרבית המקרית אולם, פונקציית ה

 .EMנומריות או אלגוריתמים חלופיים המחשבים קירוב של התוצאה כגון אלגוריתם 
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  EM ( Maximization–Expectation)אלגוריתם 

 

או בצורה שקולה מקסימום  likelihoodאלגוריתם למידה איטרטיבי למציאת מקסימום לוקאלי של ה

 הסתברות אפוסטריורית עבור שערוך של פרמטרים במודל סטטיסטי.

 האלגוריתם מתחלק לשני שלבים עיקריים: 

פריוריות של נוכחות הדובר מחושבות בשלב  -ההסתברויות הא  - E (expectation)שלב ה •

מומנטים מסדר ראשון ושני שמדובר באותות סטוכסטים מתעסקים בשערוך של ה מכיווןזה. 

 : log-likelihoodשלהם. מגדירים את פונקציית העזר )פונקציית האוקסילרי( תוך שימוש ב

𝑄(𝜃̃, 𝜃̃(ℓ)) = 𝐸 [log (𝑓(𝑍, 𝐻̃; 𝜃̃)) |𝑍; 𝜃̃(ℓ)] 

הוא סט הפרמטרים הלא  𝜃ו   hidden-dataהוא סט ה Hהוא סט האובזרבציות,  Zכאשר 

 ידועים. 

הפרמטרים מעודכן ע"י המקסימיזציה של  בשלב זה סט  –M (maximization )שלב ה •

פונקציית האוקסילרי לפי כל אחד מהאלמנטים בסט המשתנים הלא ידועים. לאחר מכן  

 . l+1-באיטרציה ה Eהפרמטרים הנ"ל מוזנים לשלב ה

 

האלגוריתם שואף למקסם את   𝜃וסט של פרמטרים לא ידועים  Zבהנתן סט של מדידות 

 ההסתברות: 

𝑝(𝑋|𝜃) 

ישירות מפתרון   MLהאלגוריתם מיושם בד"כ במקרים בהם קשה למצוא את הפרמטרים המביאים ל 

. ניתן להראות  likelihoodכלומר את התוחלת של ה Qהמשוואות. לכן האלגוריתם שואף למקסם את 

 . likelihood-מתמטית שפעולה זאת ממקסמת גם את ה

 

 .EMאתחול של הפרמטרים הינו קריטי להתכנסות נכונה של אלגוריתם הה

 כמו כן האלגוריתם אינו מבטיח מציאה של מקסימום גלובלי.

 סכמה המתארת את האלגוריתם:
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STFT   

 

 כלי בעזרתו אנו יכולים לקבל את התכולה התדרית של האות במקטעי זמן קצרים. 

את האות למקטעים כאשר יש לנו אות ארוך שהתכונות התדריות שלו משתנות בזמן נרצה לחלק 

. זה מתאים STFTולכל מקטע לבצע התמרה ולא לבצע התמרה לכל האות. זה בעצם מה שעושים ב

 לאות דיבור שהוא בעל הרכב תדרי משתנה בזמן ועל כן אינו סטציונרי. 

STFT  מספק את המידע התדרי המקומי בזמן עבור מצבים בהם מרכיבי התדר של האות משתנים

פוריה סטנדרטית מספקת את המידע התדרי הממוצע על כל אינטרוול הזמן בזמן, בעוד שהתמרת 

 של האות. 

בזמן הרציף, מכפילים את הפונקצייה שאותה רוצים להתמיר בפונקציית חלון. טרנספורמציית פורייה  

 מתקבלת כאשר מעבירים את החלון לאורך ציר הזמן. 

 באופן הבא: מתמטית ההתמרה מוגדרת

𝑆𝑇𝐹𝑇{𝑥(𝑡)}(𝑡, 𝑘) = ∫ 𝑥(𝜏)𝑤(𝜏 − 𝑡)𝑒−𝑗𝑘𝜏𝑑𝜏
∞

−∞

 

 היא פונקציית חלון כלשהי. 𝑤(𝑡)הוא אות אינסופי בזמן ו  𝑥(𝑡)כאשר  

 לחלק זה. DFTבעצם כל פעם בעזרת החלון לוקחים חלק מהאות ומבצעים 

. חלון  trade-off, ביניהם קיים  רוחב סרט החלון קובע את רזולוציית התדרים ואת רזולוציית הזמן

רזולוציה טובה בתדר אך גרועה בזמן וכן להפך, חלון צר ייתן רזולוציה טובה בזמן אך רחב ייתן 

 גרועה בתדר. 

 

 סוגי חלונות: 

 

 צורת החלון תקבע אילו תדירויות יוגברו ואילו יונחתו. 
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 נרצה שהאונה המרכזית תהיה צרה ונרצה ניחות גבוה באונות הצד.

 האיזור המרכזי בו מרוכזת רוב האנרגיה. לכן נרצה שאיזור זה יהיה רחב.  –אונה מרכזית 

 ו זולגת האנרגיה. לכן נרצה ניחות גבוה באיזור זה. יהאיזור אל –אונות הצד 

 נותן לנו תוצאה טובה: Hanningחלון 

 

 

 

 : ספקטרוגרמה

 הוא משתנה בזמן.ספקטוגרמה היא ייצוג ויזואלי של הספקטרום של התדרים של הסיגנל כאשר 

מייצג את התדירות והצבע מייצג את האמפליטודה של תדירות  yציר ה  מייצג את הזמן, xציר ה

 .הספקטוגרמה מגיעה עם מקרא שמסביר מה מתאר כל צבעמסויימת בזמן מסויים. 

 דוגמא:

 :FMספקטוגרמה של סיגנל 
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 ספקטוגרמה של דיבור: 

 

 

 התהליך:דיאגרמה המתארת את 
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 מסכה:

 

כל ערך במסכה קובע איזה . 1ל 0ין  מכילה ערכים בה מהמסכה היא מטריצה בגודל זהה לספקטרוגר

את כל הצליל מהתערובת  ריעבי 1מסוים, ערך של  TF מקטעעבור  יה המקור תורם.שיעור אנרג

 מהצליל.  דבר  יעבירלא  0ערך של ו

 

 צורת גל

 

משתנה לאורך זמן וכאשר הוא מוקלט ע"י מיקרופון, המיקרופון ממיר  חץ אוויר לצליל אקוסטי יש ל

את השינויים בלחץ האוויר למתח חשמלי. המתח הזה נדגם במרווח זמן קבוע, ומומר למערך דיגיטלי  

 במחשב. זה בעצם מה שאנו מכנים צורת גל. 

 

   מסנן וינר

 

השגיאה הריבועית של  המשערך אות אקראי מתוך דגימות של אות אקראי תוך כדי מזעור  LTIמסנן  

 . למסנן וינר ישנה גרסא סיבתית וגרסא לא סיבתית. (MMSE)השערוך 

 בצורה הכללית של המסנן הגרסא הלא סיבתי מקבלת את הצורה הבאה בתדר: 

𝐺(𝑠) =
𝑆𝑣(𝑠)

𝑆𝑥(𝑠)
 

 מסמל את הספקטרום.  Sהינו האות המורעש ו vהוא האות הרצוי ו   xכאשר
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 הדהוד 

 

או אות משתקפים פעמים רבות ואז דועכים ככל שפוגעים בעצמים בחלל   תופעה הקורית כאשר צליל

והצליל נספג במשטחים כגון קיר, ריהוט, אנשים ואוויר. ההדהוד תלוי בחומר, במימדי החדר וכו'..  

 בדרך כלל ההדהוד פוגע במובנות הדיבור. 

 

 

 

quaresSLeast    

 

שיטה לשערוך הפתרון של מערכות בהן יש יותר משוואות מנעלמים ע"י מינימיזציה של סכום 

 ההפרש בין הערך הנצפה לערך שסופק ע"י המודל. –מכל משוואה  הריבועים של השאריות

בגישה זו אנו מניחים כי אין מידע סטטיסטי על הפרמטרים או המדידות אך ידוע מודל המקשר 

𝑥(𝑛)ביניהם:   ≈ ℎ(𝜃, 𝑛)  .וחוסר השוויון נובע מכך שהמודל אינו מדויק או שנוסף רעש למדידות 

 נסתכל על הדיאגרמה הבאה:

 

𝑋𝑘 →⁡⁡⁡⁡𝐻𝑘 ⁡⁡⁡→ 𝑌𝑘 

 : בין הערך הנצפה לערך שסופק ע"י המודל  בריבוע ההפרשנגדיר את 

(𝑌𝑘 − 𝐻𝑘𝑋𝑘)
2 = 𝑌𝑘

2 − 2𝐻𝑘𝑋𝑘𝑌𝑘 + (𝐻𝑘𝑋𝑘)
2 

 : 0ונשווה ל 𝐻𝑘נגזור את המשוואה לפי 

−2𝑋𝑘𝑌𝑘 + 2𝐻𝑘𝑋𝑘
2 = 0 

→ 𝑋𝑘𝑌𝑘 = 𝐻𝑘𝑋𝑘
2 

→ 𝐻𝑘 =
𝑋𝑘𝑌𝑘

𝑋𝑘
2  
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Beamforming   

 

שיטה לעיבוד אות המשתמשת במערכת של מקלטים או משדרים על מנת לקלוט אות מנקודה 

 מרחבית מסוימת או לחילופין לשדר כלפיה. 

, גלי קול..( מערך המקלטים מנצל את הפאזה  RFיטה של גלים שונים )ניתן להשתמש בשיטה לקל 

 היחסית בין האותות הנקלטים על מנת לקלוט אות יותר חזק.

 

 kתדר כל הוא מסנן מרחבי. ניתן להסתכל על כך שהמסנן נותן משקל שונה ל BeamFormer-ה

מסנן  מקבליםשיטה אשר פותחה במאמר אנו לפי ה המיקרופונים. J-מתקבלת מהכל דגימה עבור 

מקד את  (, מסנן מסוג זה יודע לMinimum Variance Distortionless Response) MVDRמסוג 

כל המיקרופונים לכיוון הרצוי ובצורה כזאת למזער את הרעשים אלומת גלי השמע  המגיעים מ

 המגיעים מהכיוונים השונים. 

 SWF  (Single וגם פעולה של מסנן וינר  MVDRפעולה של המייצג גם את ה uנציין כי אצלינו 

channel wiener filter.) 

 

 

 

 

 

 

T60R  – 60-מת הדיבור לרדת במוגדר להיות הזמן שלוקח לעוצdB .מערכה ההתחלתי 

 

 DUETאלגוריתם 

 

 . EMלשם אתחול אלגוריתם ה DUET-גוריתם הניתן להשתמש באל

תדר של האותות. כלומר הדואט  -הדואט מפריד את האותות המעורבבים על ידי חלוקה של ייצוג הזמן

הנחה סבירה עבור  הנחת הדלילות שזוהי  –  תדר רק דובר ספציפי פעיל-מניח כי בכל נקודת זמן

 . ההכרחית להפעלת השיטה, וזה מוביל לארתוגונליות אותות דיבור

פאזה שמופקים מיחסי  -של זוגות ניחות clusteringהשיטה מאפשרת לאמוד את הפרמטרים ע"י 

 הדואט מבצע סיווג של פאזה וניחות בין האותות תדירות של הערבוב.  -הייצוג זמן

Signal from 8-mic  
Beam-Former 

MVDR + SWF 
STFT MASK 
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(symmetric attenuation (𝛼), relative delay (𝛿))מספיק   , לשם כך חשוב שהמיקרופונים יהיו

 תדר לפרמטרים היותר קרובים לו. -קרובים אחד לשני. לאחר מכן האלגוריתם משייך כל נקודת זמן

הדואט מניח עוד מספר הנחות מקדימות על הדיבור ולכן אינו מוצלח כל כך בהפרדה שהוא מבצע אך 

 מספיק טוב עבור האתחול. 

א סטציונריים ואורתוגונליים  מספר הנחות: הדואט מניח שהמקורות בלתי תלויים סטטיסטית, ל

 סטטיסטית. את חוסר התלות והאורתוגונליות ניתן לאמת בניסוי עבור אותות דיבור. 

בד"כ נשלטים  מכילות תרומות משמעותיות לאנרגיה הממוצעת התדר -השיטה מניחה כי נקודות הזמן

מעוררים את אותה התדירות ע"י תרומה של אחד מהמקורות בלבד. בנוסף, נדיר מאוד ששני אנשים 

 באותו הזמן.

תדירות של התערובת לא תלוי ברכיבי -התצפית העיקרית של האלגוריתם היא שהיחס בין ייצוג הזמן

 המקור אלא רק בפרמטרי הערבוב.

 תדר שבעזרתה מופרדים הדוברים. -לאחר ההפרדה האלגוריתם בונה מסכת זמן

. בהרצה של הקוד נוכל לקבל גרף המתאר  תםהאלגורי שמממש אתמטלב אנחנו משתמשים בקוד 

את הפרמטרים של הניחות והפאזה ע"י מציאת הערכים של נקודות השיא בגרף והשמה שלהם 

 חזרה באלגוריתם.

 דוגמא לגרף כזה: 
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 הצגת הבעיה:

 תצפיות של אותות דיבור מסט מיקרופונים שונים. ןישנ

 אנחנו רוצים לדעת להפריד בין אותות הדיבור הרצויים לאותות הדיבור הלא רצויים.

ההפרדה של אותות הדיבור הרצויים מאותות הדיבור הלא רצויים עלולה להיות תלוייה במידע  

 מרחבי, בתלות הסטטיסטית או בשניהם.

המקור הרצוי, כמו   שלפרמטרים הכדי להשתמש באלגוריתמים שהיו ידועים, היה צורך בידע של 

ידועים ואינם נגישים ולכן יש   מטריצת הקווריאנס של האות והרעש. בדרך כלל הפרמטרים האלו אינם

 צורך לשערך אותם. 

כאשר הערבוב של האותות הוא המקור היחיד שנגיש, והפרמטרים האקוסטיים אינם ידועים, מכנים  

 (. blind source separation problem(BSS)בעיית הפרדה זו כהפרדה עיוורת של מקורות )

 פתרונות:

ד"כ ע"י יישום אלגוריתמים של ניתוח  יש שיטות שמנצלות את אי התלות הסטטיסטית של האותות, ב

, ומשתמשים בהן לצורך הפרדת דיבור. לחלופין, אפשר לנצל את  ( ICAבלתי תלויים )רכיבים 

הוא דליל ולכן אפשר להניח שרכיבי הדיבור של   TF)תדר )-העובדה שמקור הדיבור בתחום הזמן

 Blind separation of speech mixtures via"במאמר  רמקולים פעילים בו זמנית אינם חופפים.

time–frequency masking"   מראים כי אפשר להפריד באופן טוב גם כאשר יש פחות מיקרופונים

 .מאשר דוברים, וזאת בזכות התכונה הזו של הדלילות 

תדר( איזה מהדוברים פעיל ולחשב -)זמן TFלשערך בכל מקטע ובזכות התכונה הזו אפשר לבדוק 

 . פוסטריורית לנוכחות הדובר-והסתברות א  TFמסכת 

 דרך פתרון נוספת היא שערוך סימולטני של הפרמטרים האקוסטיים וסיגנלי הדיבור הנקי. 

במקרה שלנו, איננו יודעים מראש את אותות הדיבור ואת הפרמטרים האקוסטיים. במקרה כזה, ניתן 
 maximumשמתכנס למקסימום לוקאלי של שערוך מקסימום נראות ) EMלהשתמש באלגוריתם 

likelihoodבמאמר ( של הפרמטרים כפי שהוצע "Sparseness-based 2CH BSS using 
the EM algorithm in reverberant environment”האקוסטיות שוערכו ע"י   . פונקציות המעבר

משתנה  שהספק  בעלתדיפוזי הו כי מטריצת הקווריאנס של הרעש נחבלבד והנ השהייהעם מערכות 

שוערכו הספק  Mובשלב ה  MVDR beamformerשוערך תוך שימוש ב  כל מקור Eבזמן. בשלב ה

 .השהיותהרעש וה

 Multiple DOA estimation and blind source separation using“במאמר 

estimationmaximization"  הציעו טכניקה להפרדה עיוורת המבוססת על מסכה ספקטרלית 

 EM. כיווני ההגעה של המקורות השונים משוערכים תוך שימוש באלגוריתם MVDR beamformerו 

 המתאימים.  MVDR beamformerומשתמשים בהם כדי לחשב את המסכות ואת ה 

 בזמן. שמשתנותת והיו גישות נוספות שכללו גם תנודות, אלגוריתמים בזמן אמת ומערכ

  מרובה היפוטזותניתן לייחס מודל  בזכות תכונת הדלילות של אות הדיבור שהזכרנו קודם לכן,

של כמה אותות דיבור ותחת כל היפותזה רק מקור אחד פעיל. תחת מודל זה, שערוך  תערבות ל

של המקורות הנפרדים הוא ממוצע של הערכים הצפויים המותנים תחת כל השערה,   MMSEה

 .מיקרופון השייכת לדובר זה פוסטריורית לנוכחות ה-המשוקלל ע"י ההסתברות הא

עבור הפרדה   EMבמאמר עליו מבוסס פרויקט זה, פותחו שני אלגוריתמים המבוססים על אלגוריתם 

עיוורת של מקורות דיבור, תוך שימוש במודל הדלילות ומשווים שני מודלים של אותות הדיבור הנקי  

 סט אות דטרמיניסטי לא ידוע ואות גאוסי מרוכב. עבור שני המודלים מגדירים את – STFTבמישור ה
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על מנת לשערך את הפרמטרים   EMהמשתנים החבויים ומפתחים אלגוריתם המבוסס על אלגוריתם 

 .האקוסטיים ואת אות הדיבור

 :הפתרון הנבחר במאמר

קט נבחן את הבעיה של הפרדה עיוורת של אותות דיבור בנוכחות רעש תוך שימוש במהלך הפרוי

 בכמה מיקרופונים. 

. ישנם שני מודלים לאותות  EMהערכה עיוורת של פרמטרים אקוסטיים מתבצעת ע"י אלגוריתם 

מודל אות דטרמיניסטי לא ידוע ומודל אות סטוכסטי המפולג התפלגות גאוסית  –הדיבור 

 נו נתמקד במודל השני.קומפלקסית. א

 

משערכים את פונקציית התמסורת האקוסטית   Mובשלב ה Eהמשתנים החבויים משוערכים בשלב ה

 לכל מקור ואת מטריצת הקווריאנס של הרעש. 

ממודלים כאותות גאוסיים קומפלקסים   עבור המקרה שאנו מתעסקים בו, אותות הדיבור הנקי

 תוך שימוש במסנן וינר. Eבשלב הוצפיפות ההספק הספקטרלית שלהם משוערכת 

מייצג את מסגרות  Tמייצג את מספר רצועות התדרים ו Kכאשר  STFTהפיתוח נעשה במרחב ה

 הזמן.

נשלטת ע"י מקור  TFמקורות דיבור  שפועלים במקביל אבל כל רצועת  Dאנחנו מניחים כי ישנם 

 אחד.

 נגדיר:

- 𝑛𝐷 = {0,… , 𝐷} 

- 𝑛𝑇 = {1,… , 𝑇} 

- 𝑛𝐾 = {1,… , 𝐾} 

- 𝑑(𝑡, 𝑘) מייצג את הדובר שפעיל ברצועת ה(t,k) :כך ש 𝑑(𝑡, 𝑘) ∈ 𝑛𝐷 . 

,d  :𝑑(𝑡-עבור ההיפותזה ה 𝑘) = 𝑑 >  נוכח, וכאשר dוזה מייצג שרק הדובר ה 0

 𝑑(𝑡, 𝑘) =  שום דובר אינו פעיל.  0

 סט האינדיקטורים:  -

𝐷 = {𝑑(𝑡, 𝑘): 𝑡 ∈ 𝑛𝑇 , 𝑘 ∈ 𝑛𝐾} 
 

 סט אותות הדיבור הנקי:  -

𝑋 = {𝑥𝑑(𝑡, 𝑘): 𝑡 ∈ 𝑛𝑇 , 𝑘 ∈ 𝑛𝐾 , 𝑑 ∈ 𝑛𝐷} 

,𝑥0(𝑡כאשר   𝑘) = 0 . 

)פונקציית התמסורת בין מקור הקול למיקרופון( קבועה בזמן וקצרה יותר   RIRאנחנו מניחים כי ה

 .STFTממסגרת ה

- 𝒗(𝑡, 𝑘) :הוא רעש אדטיבי סטציונרי המפולג פילוג גאוסי קומפלקסי 

𝒗(𝑡, 𝑘)~𝑁𝑐{⁡𝒗(𝑡, 𝑘); 0; 𝑹𝑣(𝑘)} 

 היא מטריצת הקווריאנס של הרעש.  𝑹𝑣(𝑘)כאשר  

- 𝒉𝑑(𝑘)  מייצג את הRTF בין המקור הd .לבין מיקרופון הייחוס 
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 וקטור התצפית:  -

𝒛(𝑡, 𝑘) =

{
 
 

 
 
⁡⁡⁡⁡⁡⁡⁡⁡⁡𝒗(𝑡, 𝑘)⁡⁡⁡⁡⁡⁡⁡⁡⁡⁡⁡⁡; 𝑑(𝑡, 𝑘) = 0
𝒗(𝑡, 𝑘) + 𝒉1(𝑘)⁡⁡⁡⁡; 𝑑(𝑡, 𝑘) = 1

.

.

.
𝒗(𝑡, 𝑘) + 𝒉𝐷(𝑘)⁡⁡⁡⁡⁡⁡; 𝑑(𝑡, 𝑘) = 𝐷

 

,𝒛(𝑡כאשר   𝑘)  הוא הוא וקטור ממימדJx1  שכולל את כלJ  .סיגנלי המיקרופונים 

 סט התצפיות: -

𝑍 = {𝒛(𝑡, 𝑘): 𝑡 ∈ 𝑛𝑇 , 𝑘 ∈ 𝑛𝐾} 
 

- 𝑝𝑑(𝑘) = 𝑝𝑟{𝑑(𝑡, 𝑘) = 𝑑}  פריורית ה-הוא ההסתברות האtime-invariant   של ההיפותזה

𝑑כך שהסכימה על ההסתברויות האלה לכל   dה ∈ 𝑛𝐷  1היא. 

 במאמר מוצגים שני מודלים עבור אות הדיבור:. Zמתוך   Xאנחנו רוצים לשערך את 

- X  .הינו אות דטרמיניסטי לא ידוע 

- X  מרוכב.-הינו אות סטוכסטי גאוסי 

עבור שני המודלים מגדירים את בעיית ההפרדה כבעיה עם משתנים חבויים ומפתחים שני 

על מנת לשערך את הפרמטרים ואת המידע החבוי. עבור שני המודלים סט   EMאלגוריתמי 

אך סט המשתנים החבויים וסט הפרמטרים הלא ידועים שונה. במודל הראשון  Zהאובזרבציות הינו 

 מסט הפרמטרים בעוד שבמודל השני מתייחסים אליו כאל משתנה חבוי. כאל חלק Xמתייחסים אל 

 : הזהה בשני המודליםסט המשתנים הלא ידועים  

𝜃 = {𝑝𝑑(𝑘), 𝒉𝑑(𝑘), 𝑹𝑣(𝑘):⁡𝑘 ∈ 𝑛𝐾 , 𝑑 ∈ 𝑛𝐷} 

 המודל הראשון: 

 כסט משתנים לא ידועים. מוגדר  Xבמודל הראשון 

,𝑧(𝑡במודל זה, האובזווציות   𝑘)   שייכות לאחד מ𝐷 +  d-גאוסיאנים, כאשר הממוצע של הגאוסיאן ה 1

𝒉𝑑(𝑘)הוא  ∙ 𝑥𝑑(𝑡, 𝑘)   ומטריצת הקווריאנס שלהם היא𝑹𝑣(𝑘) . 

 סט הפרמטרים הוא: 

𝜃̅ = {𝜃, 𝑋} 

 סט המשתנים החבויים הוא:

𝐻̅ = 𝐷 

 האפשרויות.  D+1לאחד מ TFכלומר השיוך של כל אחד מקטע 

 ההסתברות של המידע היא:פונקציית צפיפות 

𝑓(𝑍, 𝐻̅; 𝜃̅) =∏∑𝕝𝑡,𝑘,𝑑 ∙ 𝑝𝑑(𝑘) ∙ 𝑓(𝒛(𝑡, 𝑘)|𝑑; 𝜃̅)

𝑑𝑡,𝑘

 

,𝑑(𝑡כאשר  1הוא משתנה אקראי אינדיקטור השווה ל 𝕝𝑡,𝑘,𝑑כאשר   𝑘) = 𝑑 אחרת.  0ול 
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𝑝𝑑(𝑘) הוא ההסתברות האפריורית של האגוסיאן ה-d  שבמקרה זה הוא פרמטר התלוי בתדירות

, d-קור ספציפי להיות פעיל. לכן בתדירויות ההרמוניות של הדובר ההמציין את ההסתברות של מ

 נצפה כי ההסתברות הזו תהיה גבוהה.

 היא:  log likelihoodפונקציית ה

log⁡(𝑓 ((𝑍, 𝐻̅; 𝜃̅)) = 𝐶 +∑𝕝𝑡,𝑘,𝑑 [log(𝑝𝑑(𝑘)) + log (𝑓(𝒛(𝑡, 𝑘)|𝑑; 𝜃̅))]

𝑑

 

 הינו קבוע שאינו תלוי בפרמטרים.  Cכאשר 

 בנוסף:

𝑓(𝒛(𝑡, 𝑘)|𝑑(𝑡, 𝑘) = 𝑑; 𝜃̅) = 𝑁𝑐{𝒛(𝑡, 𝑘); 𝒉𝑑(𝑘) ∙ 𝑥𝑑(𝑡, 𝑘), 𝑹𝑣(𝑘)} 

 

  Xהשערוך של מקורות הדיבור נעשה ע"י שערוך מקסימום הנראות של  תחת מודל זה,

 (maximum likelihood)  (ML)  שהיא תת קבוצה של𝜃̅ נוכל לקבל זאת ע"י השמה של אלגוריתם .

EM .הכללי 

 :EMשימוש באלגוריתם 

 : E-שלב ה

 ההסתברות האפוסטריורית של נוכחות הדובר. בשלב זה נחשב את 

̅̅(ℓ)(∙)נסמן ב ̅̅  .ℓ -את השערוך באיטרציה ה ̅̅

 נגדיר פונקציית עזר: 

𝑄(𝜃̅, 𝜃̅(ℓ)) = 𝐸 [log (𝑓(𝑍, 𝐻̅; 𝜃̅)) |𝑍; 𝜃̅(ℓ)] =∑𝑤̅𝑑
(ℓ)(𝑡)

𝑑,𝑡

[log(𝑝𝑑(𝑘)) + log (𝑓(𝒛(𝑡)|𝑑; 𝜃̅))] 

 כאשר: 

𝑤̅𝑑
(ℓ)(𝑡) = 𝑃𝑟{𝑑(𝑡, 𝑘) = 𝑑|𝑍; 𝜃̅

(ℓ)} =
𝑝𝑑
(ℓ)(𝑘) ∙ 𝑓(𝒛(𝑡)|𝑑; 𝜃̅)

∑ 𝑝𝑑′
(ℓ)(𝑘) ∙ 𝑓(𝒛(𝑡)|𝑑′; 𝜃̅)𝑑′∈𝑛𝐷

 

 שזה בעצם מתאר את ההסתברות האפוסטריורית.

 :M- שלב ה

 . 𝜃̅לפי כל אחד מהפרמטרים בבשלב זה מבצעים מקסימיזציה של פונקציית העזר 

𝑄(𝜃̅, 𝜃̅(ℓ)) =∑𝑤̅𝑑
(ℓ)(𝑡)

𝑑,𝑡

[log(𝑝𝑑(𝑘)) − log|𝑹𝑣| − 𝑒𝑑
𝐻(𝑡)𝑹𝑣

−1𝑒𝑑(𝑡)] 

 כאשר: 

𝑒𝑑(𝑡) = {
𝑧(𝑡)⁡⁡⁡⁡⁡⁡⁡⁡⁡⁡⁡⁡⁡⁡⁡⁡⁡⁡⁡⁡⁡⁡⁡; 𝑑 = 0
𝑧(𝑡) − ℎ𝑑 ∙ 𝑥𝑑(𝑡)⁡; 𝑑 > 0⁡

 

𝜃̅(ℓ+1) = 𝑎𝑟𝑔𝑚𝑎𝑥⏟    
𝜃̅

⁡𝑄(𝜃̅, 𝜃̅(ℓ)) 
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𝑥𝑑לפי  𝜃̅(ℓ+1)נחשב את הנגזרת של  
∗(𝑡) :ונקבל 

𝑤̅𝑑
(ℓ)(𝑡) ∙ 𝒉𝑑

𝐻 ∙ 𝑹𝑣
−1(𝒛(𝑡) − 𝒉𝑑 ∙ 𝑥𝑑(𝑡)), 𝑑 > 0 

 ונקבל: 0נשווה ל

𝑥𝑑̅̅ ̅
(ℓ+1)(𝑡) = 𝒖̅𝑑

𝐻(𝜃̅(ℓ))𝒛(𝑡), 𝑑 > 0 

 

 כאשר: 

𝒖̅𝑑
𝐻(𝜃̅) =

𝑹𝑣
−1𝒉𝑑

𝒉𝑑
𝐻𝑹𝑣−1𝒉𝑑

, 𝑑 > 0 

נותן פתרון אופטימלי שממזער את הרעש תוך  MVDRה STFTבגלל שהנחנו דלילות במישור ה

 שמירה על המקור הרצוי. 

 תחת האילוץ: 𝑝𝑑כאשר ממקסמים לפי 

∑ 𝑝𝑑
𝑑∈𝑛𝐷

= 1 

 והלגרנג'יאן:

𝐿(𝜃̅) = 𝑄(𝜃̅, 𝜃̅(ℓ)) + 𝜆 (∑𝑝𝑑
𝑑

− 1) , ∀𝑑 ∈ 𝑛𝐷 

 ונקבל: 0ונשווה ל 𝑝𝑑נחשב את הנגזרת לפי  

𝑝𝑑̅̅ ̅
(ℓ+1) =

1

𝑇
∑𝑤̅𝑑

(ℓ)(𝑡)

𝑡

, ∀𝑑 ∈ 𝑛𝐷 

𝒉𝑑הנגזרת לפי  
𝐻 :הינה 

∑𝑤̅𝑑
(ℓ)(𝑡)

𝑡

𝑥𝑑
∗(𝑡)𝑹𝑣

−1[𝒛(𝑡) − 𝒉𝑑𝑥𝑑], 𝑑 > 0 

 ונקבל: 0נשווה ל

𝒉𝑑̅̅̅̅
(ℓ+1)

(𝑡) =
∑ 𝑤̅𝑑

(ℓ)(𝑡)𝒛(𝑡)[𝑥𝑑̅̅ ̅
(ℓ+1)(𝑡)]

∗

𝑡

∑ 𝑤̅𝑑
(ℓ)(𝑡)|𝑥𝑑̅̅ ̅

(ℓ+1)(𝑡)|
2

𝑡

, 𝑑 > 0 

 

𝑥𝑑̅̅שזה שערוך ריבועים פחותים של מערכת לינארית בין  ̅
(ℓ+1)(𝑡)⁡ ו 𝒛(𝑡). 
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 ונקבל:  0ונשווה ל 𝑹𝑣נחשב את הנגזרת לפי 

𝑹𝑣̅̅̅̅
(ℓ+1)

=
1

𝑇
∑𝑤̅𝑑

(ℓ)(𝑡)𝒆̅𝑑
(ℓ+1)(𝑡)[𝒆̅𝑑

(ℓ+1)]
𝐻

𝑡

 

 כאשר: 

𝒆̅𝑑
(ℓ+1)(𝑡) = {

𝑧(𝑡)⁡⁡⁡⁡⁡⁡⁡⁡⁡⁡⁡⁡⁡⁡⁡⁡⁡⁡⁡⁡⁡⁡⁡⁡⁡⁡⁡⁡⁡⁡⁡⁡⁡⁡⁡⁡⁡; 𝑑 = 0

𝑧(𝑡) − 𝒉̅𝑑
(ℓ+1) ∙ 𝑥̅𝑑

(ℓ+1)(𝑡)⁡; 𝑑 > 0⁡
 

 

 :הנבחר בפרויקט מודל האות

הוא סט של משתנים אקראיים גאוסים קומפלקסים. האלמנטים שלו הם בלתי תלויים   Xבמודל זה 

,𝑥𝑑(𝑡סטטיסטית ומפולגים בצורה הבאה:  𝑘)~𝑁𝑐{𝑥𝑑(𝑡, 𝑘); 0, 𝜙𝑡,𝑘,𝑑}   כאשר𝜙𝑡,𝑘,𝑑  היא השונות של

 .kותדירות    tבזמן  dהדובר ה

 סט המשתנים הלא ידועים כעת:

𝜃̃ = {𝜃,Φ} 

 כך ש:

Φ = {𝜙𝑡,𝑘,𝑑: 𝑡 ∈ 𝑛𝑇 , 𝑘 ∈ 𝑛𝐾 , 𝑑 ∈ 𝑛𝐷} 

 

 סט המשתנים החבויים מכיל את סט האינדיקטורים ואת מקדמי הדיבור: 

𝐻̃ = {𝑋, 𝐷} 

 היא:  PDFפונקציית ה

𝑓(𝑍, 𝐻̃; 𝜃̃) =∏∑𝕝𝑡,𝑘,𝑑 ⁡ ∙

𝑑

𝑝𝑑(𝑘)

𝑡,𝑘

∙ 𝑓(𝒛(𝑡, 𝑘), 𝑥𝑑(𝑡, 𝑘)|𝑑; 𝜃̃) 

 כאשר: 

𝑓(𝒛(𝑡, 𝑘), 𝑥_𝑑⁡(𝑡, 𝑘)│𝑑; 𝜃 ̃⁡) =⏟
𝑏𝑎𝑦𝑒𝑠

𝑓(𝒛(𝑡, 𝑘)|𝑥𝑑(𝑡, 𝑘), 𝑑; 𝜃̃)𝑓(𝑥𝑑⁡(𝑡, 𝑘)│𝑑; 𝜃̃⁡)

= 𝑁𝑐 ⁡{𝒛(𝑡, 𝑘); 𝒉𝑑(𝑘)𝑥𝑑(𝑡, 𝑘), 𝑹𝑣⁡(𝑘)}𝑁𝑐⁡{𝑥_𝑑⁡(𝑡, 𝑘); 0, 𝜙𝑡,𝑘,𝑑} 

 

 

 : ידוע כי 

𝑁𝑐{𝑥} =
1

𝜋𝑁|𝐶𝑥|
𝑒−(𝑥−𝜇)

𝐻𝐶𝑥
−1(𝑥−𝜇) 

 לכן:

𝑁𝑐⁡{𝑥𝑑(𝑡, 𝑘); 0, 𝜙𝑡,𝑘,𝑑} =
1

𝜋𝑁|𝜙𝑡,𝑘,𝑑|
𝑒−(𝑥𝑑(𝑡,𝑘))

𝐻
𝜙𝑡,𝑘,𝑑
−1 𝑥𝑑(𝑡,𝑘) 
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⁡𝑁𝑐⁡{𝒛(𝑡, 𝑘); 𝒉𝑑(𝑘)𝑥𝑑(𝑡, 𝑘), 𝑹𝑣⁡(𝑘); 0, 𝜙𝑡,𝑘,𝑑}

=
1

𝜋𝑁|𝑹𝑣⁡(𝑘)|
𝑒−(𝒛(𝑡,𝑘)−𝒉𝑑(𝑘)𝑥𝑑(𝑡,𝑘))

𝐻
𝑹𝑣⁡(𝑘)

−𝟏(𝒛(𝑡,𝑘)−𝒉𝑑(𝑘)𝑥𝑑(𝑡,𝑘)) 

 לכן:

𝑓(𝒛(𝑡, 𝑘), 𝑥𝑑(𝑡, 𝑘)|𝑑; 𝜃̃)

=
1

𝜋2𝑁|𝜙𝑡,𝑘,𝑑||𝑹𝑣⁡(𝑘)|
𝑒−(𝑥𝑑(𝑡,𝑘))

𝐻
𝜙𝑡,𝑘,𝑑
−1 𝑥𝑑(𝑡,𝑘)−(𝒛(𝑡,𝑘)−𝒉𝑑(𝑘)𝑥𝑑(𝑡,𝑘))

𝐻
𝑹𝑣⁡(𝑘)

−𝟏(𝒛(𝑡,𝑘)−𝒉𝑑(𝑘)𝑥𝑑(𝑡,𝑘)) 

 

,𝒛(𝑡החוק השולי של  𝑘) :הוא 

𝑓(𝒛(𝑡, 𝑘)|𝑑; 𝜃̃) = 𝑁𝑐{𝒛(𝑡, 𝑘); 0, 𝜙𝑡,𝑘,𝑑𝒉𝑑(𝑘)𝒉
𝑯
𝑑(𝑘) + 𝑹𝑣(𝑘)} 

 הוא: loglikelihood-סה"כ ה 

log (𝑓(𝑍, 𝐻̃; 𝜃̃)) = 𝐶 + ∑ 𝕝𝑡,𝑘,𝑑⁡

𝑑,𝑡,𝑘

[log(𝑝𝑑(𝑘)) + log (𝑓(𝒛(𝑡, 𝑘), 𝑥𝑑(𝑡, 𝑘)|𝑑; 𝜃̃))] = 

= 𝐶 + ∑ 𝕝𝑡,𝑘,𝑑 ⁡

𝑑,𝑡,𝑘

[log(𝑝𝑑(𝑘)) − log(𝜋
2𝑁|𝜙𝑡,𝑘,𝑑||𝑹𝑣⁡(𝑘)|) − (𝑥𝑑(𝑡, 𝑘))

𝐻
𝜙𝑡,𝑘,𝑑
−1 𝑥𝑑(𝑡, 𝑘)

− (𝒛(𝑡, 𝑘) − 𝒉𝑑(𝑘)𝑥𝑑(𝑡, 𝑘))
𝐻
𝑹𝑣⁡(𝑘)

−𝟏(𝒛(𝑡, 𝑘) − 𝒉𝑑(𝑘)𝑥𝑑(𝑡, 𝑘))] 

 :EMשימוש באלגוריתם 

 : E-שלב ה

פריוריות של נוכחות הדובר מחושבות בשלב זה. בגלל שמדובר באותות סטוכסטים -ההסתברויות הא

 מתעסקים  בשערוך של המומנטים מסדר ראשון ושני שלהם.

 :  log-likelihoodנגדיר את פונקציית העזר )פונקציית האוקסילרי( תוך שימוש ב

𝑄(𝜃̃, 𝜃̃(ℓ)) = 𝐸 [log (𝑓(𝑍, 𝐻̃; 𝜃̃)) |𝑍; 𝜃̃(ℓ)]

=∑𝑤̃𝑑
(ℓ)(𝑡)

𝑑,𝑡

𝐸 [log (𝑓(𝒛(𝑡), 𝑥𝑑(𝑡)|𝑑; 𝜃̃)) |𝒛(𝑡); 𝜃̃
(ℓ)] +∑𝑤̃𝑑

(ℓ)(𝑡)

𝑑,𝑡

𝑝𝑑 

. כאשר הוא מופעל  EMBFPשל אלגוריתם ה⁡ℓ- מייצג את השערוך שחושב באיטרציה ה (ℓ)̃(∙)כאשר  

 . ℓבאיטרציה ה MMSEאקראי הוא מייצג את שערוך העל משתנה 

𝑤̃𝑑
(ℓ)(𝑡)  פוסטריורית: -היא ההסתברות הא 

𝑤̃𝑑
(ℓ)(𝑡) = 𝑃𝑟{𝑑(𝑡) = 𝑑|𝑍; 𝜃̃

(ℓ)} =
𝑝𝑑𝑓(𝒛(𝑡)|𝑑; 𝜃̃

(ℓ))

∑ ′𝑝𝑑′𝑓(𝒛(𝑡)|𝑑
′; 𝜃̃(ℓ))𝑑

 

 

 

 

 



19 
 

 :d=0כאשר 

𝐸 [log (𝑓(𝒛(𝑡), 𝑥𝑑(𝑡)|𝑑 = 0; 𝜃̃)) |𝒛(𝑡); 𝜃̃
(ℓ)]

= 𝐸 [− log(𝜋2𝑁) − 𝑙𝑜𝑔|𝜙𝑡,𝑘,0| − 𝑙𝑜𝑔|𝑹𝑣⁡(𝑘)| − (𝑥0(𝑡, 𝑘))
𝐻
𝜙𝑡,𝑘,0
−1 𝑥0(𝑡, 𝑘)

− (𝒛(𝑡, 𝑘) − 𝒉0(𝑘)𝑥0(𝑡, 𝑘))
𝐻
𝑹𝑣⁡(𝑘)

−𝟏(𝒛(𝑡, 𝑘)

− 𝒉0(𝑘)𝑥0(𝑡, 𝑘))|𝒛(𝑡); 𝜃̃
(ℓ)] =⏟

𝑥𝑑=0=0

𝐸[− log(𝜋2𝑁) − 𝑙𝑜𝑔|𝑹𝑣⁡(𝑘)|

− 𝒛(𝑡, 𝑘)𝐻𝑹𝑣⁡(𝑘)
−𝟏𝒛(𝑡, 𝑘)|𝒛(𝑡); 𝜃̃(ℓ)] =⏟

𝐸[𝑧(𝑡)|𝑧(𝑡)]=𝑧(𝑡)

𝐶 − log(|𝑹𝑣|)

− 𝒛𝐻(𝑡)𝑹𝑣
−1𝒛(𝑡) 

 

 :d>0כאשר 

𝐸 [log (𝑓(𝒛(𝑡), 𝑥𝑑(𝑡)|𝑑 > 0; 𝜃̃)) |𝒛(𝑡); 𝜃̃
(ℓ)] =

= 𝐸 [− log(𝜋2𝑁) − 𝑙𝑜𝑔|𝜙𝑡,𝑘,𝑑| − 𝑙𝑜𝑔|𝑹𝑣⁡(𝑘)| − (𝑥𝑑(𝑡, 𝑘))
𝐻
𝜙𝑡,𝑘,𝑑
−1 𝑥𝑑(𝑡, 𝑘)

− (𝒛(𝑡, 𝑘) − 𝒉𝑑(𝑘)𝑥𝑑(𝑡, 𝑘))
𝐻
𝑹𝑣⁡(𝑘)

−𝟏(𝒛(𝑡, 𝑘) − 𝒉𝑑(𝑘)𝑥𝑑(𝑡, 𝑘))|𝒛(𝑡); 𝜃̃
(ℓ)]

= 𝐶 − 𝑙𝑜𝑔|𝜙𝑡,𝑘,𝑑| − 𝑙𝑜𝑔|𝑹𝑣⁡(𝑘)| − 𝜙𝑡,𝑘,𝑑
−1 𝐸[|𝑥𝑑(𝑡, 𝑘)|

2|𝒛(𝑡); 𝜃(ℓ)] ⁡

− 𝒛𝐻(𝑡)𝑹𝑣
−1𝒛(𝑡) + 𝐸[𝒛𝐻(𝑡)𝑹𝑣

−1𝒉𝑑(𝑘)𝑥𝑑(𝑡, 𝑘)|𝒛(𝑡); 𝜃̃
(ℓ)]

− 𝐸[𝒉𝑑(𝑘)
𝐻𝑹𝑣⁡(𝑘)

−𝟏𝒉𝑑(𝑘)|𝑥𝑑(𝑡, 𝑘)|
2|𝒛(𝑡); 𝜃̃(ℓ)]

+ 𝐸[𝒉𝑑(𝑘)
𝐻𝑥𝑑(𝑡, 𝑘)

∗𝑹𝑣⁡(𝑘)
−𝟏𝒛(𝑡, 𝑘)|𝒛(𝑡); 𝜃̃(ℓ)] =⏟

[𝐸[𝑌𝑋|𝑌 = 𝑦]=𝑦𝐸[𝑋|𝑌 = 𝑦]]

 

𝐶 − 𝑙𝑜𝑔|𝜙𝑡,𝑘,𝑑| − 𝑙𝑜𝑔|𝑹𝑣⁡(𝑘)| − 𝜙𝑡,𝑘,𝑑
−1 𝐸[|𝑥𝑑(𝑡, 𝑘)|

2|𝒛(𝑡); 𝜃̃(ℓ)] ⁡− 𝒛𝐻(𝑡)𝑹𝑣
−1𝒛(𝑡)

+ 𝒛𝐻(𝑡)𝑹𝑣
−1𝒉𝑑(𝑘)𝐸[𝑥𝑑(𝑡, 𝑘)|𝒛(𝑡); 𝜃̃

(ℓ)]

− 𝒉𝑑(𝑘)
𝐻𝑹𝑣⁡(𝑘)

−𝟏𝒉𝑑(𝑘)𝐸[|𝑥𝑑(𝑡, 𝑘)|
2|𝒛(𝑡); 𝜃̃(ℓ)]

+ 𝒉𝑑(𝑘)
𝐻𝑹𝑣⁡(𝑘)

−𝟏𝒛(𝑡, 𝑘)𝐸[𝑥𝑑(𝑡, 𝑘)
∗|𝒛(𝑡); 𝜃̃(ℓ)] 

 כאשר: 

𝐸[𝑥𝑑(𝑡, 𝑘)|𝒛(𝑡); 𝜃̃
(ℓ)] = 𝐸𝑑 [𝐸[𝑥𝑑(𝑡, 𝑘)|𝒛(𝑡), 𝑑; 𝜃̃

(ℓ)]]

= 𝑤̃𝑑
(ℓ)(𝑡)𝐸[𝑥𝑑(𝑡, 𝑘) = 𝑥|𝒛(𝑡) = 𝑧, 𝑑; 𝜃̃

(ℓ)] 

,𝑥𝑑(𝑡נגדיר את השערוך של  𝑘) באיטרציה הℓ : 

𝑥̃(ℓ)𝑑(𝑡, 𝑘) = 𝑤̃𝑑
(ℓ)(𝑡)𝐸[𝑥𝑑(𝑡, 𝑘)|𝒛(𝑡), 𝑑; 𝜃̃

(ℓ)] = 𝑤̃𝑑
(ℓ)(𝑡)𝑢̃𝑑

𝐻(𝑡)𝑧(𝑡)⁡, 𝑑 > 0 
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𝑢̃𝑑כאשר  
𝐻(𝑡)  :הינו מסנן וינר 

𝑢̃𝑑(𝑡) = 𝐸
−1[𝑧(𝑡)𝑧𝐻(𝑡)|𝑑; 𝜃̃(ℓ)]𝐸[𝑧(𝑡)𝑥∗(𝑡)|𝑑; 𝜃̃(ℓ)]

=
1

𝜙𝑡,𝑘,𝑑𝒉𝑑(𝑘)𝒉𝑑
𝑯(𝑘) + 𝑅𝑣(𝑘)

( 𝐸[𝑣(𝑡, 𝑘)𝑥𝑑
∗(𝑡, 𝑘)]⏟          

0,𝑣⁡𝑎𝑛𝑑⁡𝑥⁡𝑎𝑟𝑒⁡𝑖𝑛𝑑𝑒𝑝𝑒𝑛𝑑𝑒𝑛𝑡⁡𝑎𝑛𝑑⁡𝐸[𝑣]=0

+ 𝐸[𝒉𝑑(𝑘)𝑥𝑑(𝑡, 𝑘)𝑥𝑑
∗(𝑡, 𝑘)]) =

1

𝜙𝑡,𝑘,𝑑𝒉𝑑(𝑘)𝒉𝑑
𝑯(𝑘) + 𝑅𝑣(𝑘)

𝒉𝑑(𝑘)𝜙𝑡,𝑘,𝑑

=
𝒉𝑑(𝑘)𝜙𝑡,𝑘,𝑑

𝒉𝑑(𝑘)𝒉𝑑
𝑯(𝑘) (𝜙𝑡,𝑘,𝑑 +

1
𝒉𝑑(𝑘)𝒉𝑑

𝑯(𝑘)𝑅𝑣−1(𝑘)
)

=
𝒉𝑑(𝑘)𝑅𝑣

−1(𝑘)

𝒉𝑑(𝑘)𝒉𝑑
𝑯(𝑘)𝑅𝑣−1(𝑘)⏟            
𝑢𝑑̅̅ ̅̅

𝜙𝑡,𝑘,𝑑

(𝜙𝑡,𝑘,𝑑 + (𝒉𝑑(𝑘)𝒉𝑑
𝑯(𝑘)𝑅𝑣−1(𝑘))

−1

⏟                
𝜁𝑑(𝑡)

)

= 𝒖𝑑̅̅̅̅
𝜙𝑡,𝑘,𝑑

𝜙𝑡,𝑘,𝑑 + 𝜁𝑑(𝑡)
, 𝑑 > 0 

  , סקלריכפול מסנן וינר רגילMVDR beamformer  ל MWFשניתן להפריד את ה בעצם קיבלנו

SWF. 

כיוון שבמודל זה אנו מניחים אותות דיבור סטוכטיים, אנו מקבלים את התוספת של מסנן וינר שפועל 

 . beamformerהעל הסיגנל לאחר הפעלת  

( ומקבלים מסנן וינר המתקבל כאשר דורשים ML) מרביתנשים לב כי אנו מבצעים שערוך נראות 

כיוון שאנו מניחים מודל לינארי עם . זאת MMSE פונקציית מחיר של שגיאה ריבועית ממוצעת

 . ולכן הגיוני כי קיבלנו תוצאה זו הפרעה גאוסית

משמש לצורך איתור האותות הרצויים ודיכוי האותות הלא רצויים, הוא מסנן את  beamformerה

 אותות ההפרעה ומוציא את האותות המצביעים לכיוון הרצוי. 

 MVDR  המתקבל כאשר מפתחים אתbeamformer   קריטריון המשמר את האותות הרצויים  לפי

 תוך כדי הבאה למינימום את ההספק של אותות ההפרעה.

רעש בכיוון הרצוי בעזרת פקטור מישקול. תפקידו הוא הפעלת הפרעות והת עוצמת המפחית אהוא 

  . תוהנחתת רעש כיווני תוך אילוץ של חוסר עיוו עלומה לכיוון הדובר 

. היא הנחת הדלילות שהנחנו במודל MVDRהסיבה שבפיתוח שלנו אנו מקבלים דווקא את מסנן ה

 .הוא הפתרון האופטימלי לבעיית המיקסום של יחס הנראות MVDRתחת הנחה זאת ה 

 . קל זה יעלה לנו בעיוות עוד יותר אך דבר ינחית את הדובר SWFבנוסף, ה

𝒉𝑑  מבטא את המערכת, את הכיוון, ו𝑅𝑣 מבטא את הרעש . 

𝒖𝑑̅̅̅̅  פועל על המידע המרחבי ואח"כ נשאר רק סקלר ואז
𝜙𝑡,𝑘,𝑑

𝜙𝑡,𝑘,𝑑+𝜁𝑑(𝑡)
 מנחית את הרעש.  

 .𝑤̃𝑑מי שבעיקר מבצע את ההפרדה זוהי המסכה בנוסף לכך, 
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 נמשיך את הפיתוח:

𝐸 [(𝑥̃(ℓ)𝑑(𝑡, 𝑘))
2

] = 𝑢̃𝑑(𝑡)
2𝐸[𝑧(𝑡)𝑧𝐻(𝑡)]

= 𝑢̃𝑑(𝑡)
𝒉𝑑(𝑘)𝜙𝑡,𝑘,𝑑

𝜙𝑡,𝑘,𝑑𝒉𝑑(𝑘)𝒉𝑑
𝑯(𝑘) + 𝑅𝑣(𝑘)

𝜙𝑡,𝑘,𝑑𝒉𝑑(𝑘)𝒉𝑑
𝑯(𝑘) + 𝑅𝑣(𝑘)

= 𝑢̃𝑑(𝑡)𝒉𝑑(𝑘)𝜙𝑡,𝑘,𝑑, 𝑑 > 0 

 שערוך השונות:

|𝑥𝑑(𝑡, 𝑘)|2̃ = |𝑥̃(ℓ)𝑑(𝑡, 𝑘)|
2
+ 𝐸[|𝑥𝑑(𝑡, 𝑘) − 𝑥̃𝑑(𝑡, 𝑘)|

2|𝑑; 𝜃̃(ℓ)]

= |𝑥̃(ℓ)𝑑(𝑡, 𝑘)|
2
+ 𝐸[𝑥𝑑(𝑡, 𝑘)

2] − 𝐸[𝑥𝑑(𝑡, 𝑘)𝑥̃𝑑(𝑡, 𝑘)] + 𝐸[𝑥̃𝑑(𝑡, 𝑘)
2]

= |𝑥̃(ℓ)𝑑(𝑡, 𝑘)|
2
+𝜙𝑡,𝑘,𝑑 − 𝑢̃𝑑(𝑡)𝒉𝑑(𝑘)𝜙𝑡,𝑘,𝑑 

 לכן:

𝑄(𝜃̃, 𝜃̃(ℓ)) =∑𝑤̃𝑑
(ℓ)(𝑡)

𝑑,𝑡

𝐸 [log (𝑓(𝒛(𝑡), 𝑥𝑑(𝑡)|𝑑; 𝜃̃)) |𝒛(𝑡); 𝜃̃
(ℓ)] +∑𝑤̃𝑑

(ℓ)(𝑡)

𝑑,𝑡

𝑝𝑑 =

=∑𝑤̃𝑑
(ℓ)(𝑡) (𝐶 − 𝑙𝑜𝑔|𝜙𝑡,𝑘,𝑑| − 𝑙𝑜𝑔|𝑹𝑣⁡(𝑘)| − 𝜙𝑡,𝑘,𝑑

−1 |𝑥𝑑(𝑡, 𝑘)|2̃ (ℓ)

𝑑,𝑡

− 𝒛𝐻(𝑡)𝑹𝑣
−1𝒛(𝑡) + 𝒛𝐻(𝑡)𝑹𝑣

−1𝒉𝑑(𝑘)𝑥𝑑̃
(ℓ)(𝑡, 𝑘)

− 𝒉𝑑(𝑘)
𝐻𝑹𝑣⁡(𝑘)

−𝟏𝒉𝑑(𝑘)|𝑥𝑑(𝑡, 𝑘)|2̃ (ℓ)

+ (𝑥𝑑̃
(ℓ)(𝑡, 𝑘))

∗

𝒉𝑑(𝑘)
𝐻𝑹𝑣⁡(𝑘)

−𝟏𝒛(𝑡, 𝑘)) +∑𝑤̃𝑑
(ℓ)(𝑡)

𝑑,𝑡

𝑝𝑑 

 

 :M- שלב ה

בשלב זה סט הפרמטרים מעודכן ע"י המקסימיזציה של פונקציית האוקסילרי לפי כל אחד  

 :⁡𝜃̃מהאלמנטים ב 

𝜃̃(ℓ+1) = 𝑎𝑟𝑔𝑚𝑎𝑥𝜃̃ (𝑄(𝜃̃, 𝜃̃
(ℓ))) 

 פריוריות הן:-האההסתברויות 

𝑝𝑑̃
(ℓ+1) =

1

𝑇
∑𝑤̃𝑑

(ℓ)(𝑡)

𝑡

 

 פוסטריורי. -כלומר הן סכימה של הא

,⁡𝑄(𝜃̃נגזור את  𝜃̃(ℓ))  לפי𝒉𝑑 לקבלת המקסימום: 0ונשווה ל 

𝒉𝑑̃
(ℓ+1)

=
∑ 𝑤̃𝑑

(ℓ)(𝑡)𝑡 𝒛(𝑡)𝑥𝑑
∗̃ (ℓ)(𝑡)

∑ 𝑤̃𝑑
(ℓ)(𝑡)𝑡 |𝑥(𝑡)|2̃ (ℓ)

, 𝑑 > 0 

 . ממושקל Least squaresקיבלנו את הצורה של שיערוך 
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,⁡𝑸(𝜽̃נגזור את  𝜽̃(𝓵))  לפי𝑹𝒗 לקבלת המקסימום: 0ונשווה ל 

𝑹𝒗̃
(𝓵+𝟏)

=
𝟏

𝑻
∑𝒘̃𝒅

(𝓵)(𝒕)𝒆𝒅(𝒕)𝒆𝒅
𝑯(𝒕)(𝓵)̃

𝒕,𝒅

 

 כאשר: 

⁡𝒆𝒅(𝒕)𝒆𝒅
𝑯(𝒕)(𝓵)̃ = 𝒛(𝒕)𝒛𝑯(𝒕) − 𝟐𝑹𝒆{𝒉𝒅𝒙̃𝒅

(𝓵)(𝒕)𝒛𝑯(𝒕)} + |𝒙(𝒕)|𝟐̃ (𝓵)
𝒉𝒅̃

(𝓵+𝟏)
[𝒉𝒅̃

(𝓵+𝟏)
]
𝑯

, 𝒅 > 𝟎 

𝒆𝟎(𝒕)𝒆𝟎
𝑯(𝒕)(𝓵)̃ = 𝒛(𝒕)𝒛𝑯(𝒕) 

 הוא: d-השערוך של פונקציית צפיפות ההספק הספקטרלי של הדובר ה

𝝓𝒅̃
(𝓵+𝟏)

(𝒕) = 𝒘̃𝒅
(𝓵)(𝒕)|𝒙(𝒕)|𝟐̃ (𝓵)

, 𝒅 > 𝟎 

 מערך הניסוי:

𝐽מיקרופונים כפי שהוצג במאמר, כלומר בחרנו   8נו מקרה של במהלך הניסוי בח = דוברים,   2ו 8

𝐷כלומר  = 2. 

 .𝑐𝑚{3,3,3,8,3,3,3}בחרנו את המרחקים בין המיקרופונים כפי שהוצג במאמר: 

 . 6𝑥6𝑥2.4𝑚מימדי החדר:  

 

 מהלך הניסוי

 מימשנו בעצם את האלגוריתם שפיתחנו קודם לכן .  .MATLABת האלגוריתם כתבנו בעזרת תוכנת א

,𝑥1אותות הדיבור )המסומנים  2חיברנו את  𝑥2  ודגומים בתדר𝑓𝑠 = 16𝐾𝐻𝑧 לקובץ אחד שיהווה את )

 דיפוזי. (, אותו נרצה להפריד בחזרה, והוספנו לו רעש 𝑧אות הכניסה שלנו )המסומנת כ

𝑆𝑁𝑅קבענו יחס אות לרעש  = 20𝑑𝐵  ונרמלנו את הרעש לפיSNR .זה 

 אתחול:

על מנת לקבל אתחול ראשוני של האותות שאותו נוכל להריץ כאתחול  DUETהשתמשנו באלגוריתם 

 .EMלאלגוריתם 

בחרנו  של פרופ' ישראל כהן כאשרבעזרת הקוד  STFTהתמרנו את האותות המאותחלים התמרת 

 את הפרמטרים הבאים:

 . Hanningחלון  – סוג חלון  •

 )כאשר בעצם הוא לוקח את המינימום בין זה לבין אורך הסיגנל(. 512–אורך חלון   •

 בין מקטעים.  50%וחפיפה של  •
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 כפי שהצגנו קודם:  hבנינו את האתחולים של  STFTבעזרת ה

𝒉𝑑̃ =
∑ 𝒛(𝑡)𝑥𝑑

∗̃ (𝑡)𝑡

∑ |𝑥(𝑡)|2̃
𝑡

, 𝑑 > 0. 

 .8𝑥8אתחלנו להיות מטריצת יחידה בגודל   – 𝑹𝑽  –את מטריצת הקווריאנס של הרעש 

אתחלנו להיות  𝒑𝒅פריוריות  -את ההסתברויות הא
𝟏

𝟑
 . 

 .𝒛אתחלנו כגודל  – 𝝓𝒅  –את מטריצת הקווריאנס של האות 

 

 : EMאלגוריתם 

 .Mואחת לשלב ה  Eפיצלנו את הקוד לשתי פונקציות, אחת לשלב ה

 :Eשלב ה

,𝑅𝑣:עבור שלב זה כתבנו פונקציה המקבלת כקלט את המשתנים ℎ𝑑 , 𝜙, 𝑝𝑑, 𝑍  כאשר ,Z  זוהי

 .zההתמרה של אות הכניסה  

𝑥𝑑ומוציאה כפלט את המשתנים: , |𝑥𝑑|, 𝑤𝑑 ⁡  . 

,𝑘אנחנו רצים בלולאות על המשתנים  𝑑, 𝑡. 

 כפי שהצגנו קודם: אנחנו מגדירים את מטריצת הקווריאנס 

𝜙𝑡,𝑘,𝑑𝒉𝑑(𝑘)𝒉𝑑
𝑯(𝑘) + 𝑅𝑣(𝑘) 

 :𝑤𝑑מימשנו את המשוואה לחישוב 

𝑤̃𝑑
(ℓ)(𝑡) = 𝑃𝑟{𝑑(𝑡) = 𝑑|𝑍; 𝜃̃

(ℓ)} =
𝑝𝑑𝑓(𝒛(𝑡)|𝑑; 𝜃̃

(ℓ))

∑ ′𝑝𝑑′𝑓(𝒛(𝑡)|𝑑
′; 𝜃̃(ℓ))𝑑

 

 

 כאשר: 

𝑓(𝒛(𝑡, 𝑘)|𝑑; 𝜃̃) = 𝑁𝑐{𝒛(𝑡, 𝑘); 0, 𝜙𝑡,𝑘,𝑑𝒉𝑑(𝑘)𝒉
𝑯
𝑑(𝑘) + 𝑹𝑣(𝑘)} =

=
1

𝜋2𝑁|𝜙𝑡,𝑘,𝑑𝒉𝑑(𝑘)𝒉𝑯𝑑(𝑘) + 𝑹𝑣(𝑘)|
𝑒−

(𝒛(𝑡,𝑘))
𝐻
(𝜙𝑡,𝑘,𝑑𝒉𝑑(𝑘)𝒉

𝑯
𝑑(𝑘)+𝑹𝑣(𝑘))

−1
𝒛(𝑡,𝑘)

 

 כדי להימנע משגיאה נומרית בארגומנט של האקספוננט, החלפנו את מטריצת הקווריאנס בגודל: 

 )(𝑐𝑜𝑣_𝑚𝑎𝑡⁡ +⁡10−6 ∗ 𝑡𝑟𝑎𝑐𝑒(𝑐𝑜𝑣_𝑚𝑎𝑡) ∗ 𝑒𝑦𝑒(𝐽)   הוספת רעש לאיברי האלכסון על מנת לא(
 לקבל מטריצה סינגולרית(.

 

𝑤̃𝑑בנוסף, הגדרנו כי כאשר  
(ℓ)(𝑡) < 𝑤̃𝑑נגדיר כי   0.1

(ℓ)(𝑡) = , נירמול המסיכה שלא תקבל  0.1

 ערכים נמוכים מידי וכן נירמול לפונקציית הסתברות כך ש:

𝑤1̃(𝑡) + 𝑤2̃(𝑡) + 𝑤3̃(𝑡) = 1 
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 הגדרנו את מסנן וינר כפי שהוצג קודם לכן: 

𝑢̃𝑑(𝑡) =
𝒉𝑑(𝑘)𝑅𝑣

−1(𝑘)

𝒉𝑑(𝑘)𝒉𝑑
𝑯(𝑘)𝑅𝑣−1(𝑘)⏟            
𝑢𝑑̅̅ ̅̅

𝜙𝑡,𝑘,𝑑

(𝜙𝑡,𝑘,𝑑 + (𝒉𝑑(𝑘)𝒉𝑑
𝑯(𝑘)𝑅𝑣−1(𝑘))

−1

⏟                
𝜁𝑑(𝑡)

)

 

 

,𝑥̃(ℓ)𝑑(𝑡הגדרנו את  𝑘) :כפי שהוצג קודם 

𝑥̃(ℓ)𝑑(𝑡, 𝑘) = 𝑤̃𝑑
(ℓ)(𝑡)𝑢̃𝑑

𝐻(𝑡)𝑧(𝑡) 

,𝑥𝑑(𝑡| הגדרנו את 𝑘)|2̃ :כפי שהוצג קודם 

|𝑥𝑑(𝑡, 𝑘)|2̃ = |𝑥̃(ℓ)𝑑(𝑡, 𝑘)|
2
+ 𝜙𝑡,𝑘,𝑑 − 𝑢̃𝑑(𝑡)𝒉𝑑(𝑘)𝜙𝑡,𝑘,𝑑 

 : Mשלב ה

𝑥𝑑עבור שלב זה כתבנו פונקציה המקבלת כקלט את המשתנים: , |𝑥𝑑|, 𝑤𝑑 , 𝑍  כאשר ,Z  זוהי

 .zההתמרה של אות הכניסה  

,𝑅𝑣ומוציאה כפלט את המשתנים: ℎ𝑑 , 𝜙, 𝑝𝑑⁡  . 

,𝑘אנחנו רצים בלולאות על המשתנים  𝑑, 𝑡. 

𝒉𝑑̃הגדרנו את 
(ℓ+1)

 דם לכן: ו כפי שהצגנו ק 

𝒉𝑑̃
(ℓ+1)

=
∑ 𝑤̃𝑑

(ℓ)(𝑡)𝑡 𝒛(𝑡)𝑥𝑑
∗̃ (ℓ)(𝑡)

∑ 𝑤̃𝑑
(ℓ)(𝑡)𝑡 |𝑥(𝑡)|2̃

(ℓ)
 

⁡𝒆𝒅(𝒕)𝒆𝒅הגדרנו את 
𝑯(𝒕)(𝓵)̃ דם לכן: ו כפי שהצגנו ק 

⁡𝒆𝒅(𝒕)𝒆𝒅
𝑯(𝒕)(𝓵)̃ = 𝒛(𝒕)𝒛𝑯(𝒕) − 𝟐𝑹𝒆{𝒉𝒅𝒙̃𝒅

(𝓵)(𝒕)𝒛𝑯(𝒕)} + |𝒙(𝒕)|𝟐̃ (𝓵)
𝒉𝒅̃

(𝓵+𝟏)
[𝒉𝒅̃

(𝓵+𝟏)
]
𝑯

, 𝒅 > 𝟎 

𝒆𝟎(𝒕)𝒆𝟎
𝑯(𝒕)(𝓵)̃ = 𝒛(𝒕)𝒛𝑯(𝒕) 

𝑹𝒗̃הגדרנו את 
(𝓵+𝟏)

 : כפי שהצגנו קודם לכן 

𝑹𝒗̃
(𝓵+𝟏)

=
𝟏

𝑻
∑𝒘̃𝒅

(𝓵)(𝒕)𝒆𝒅(𝒕)𝒆𝒅
𝑯(𝒕)(𝓵)̃

𝒕,𝒅

 

𝝓𝒅̃את  כמו כן, הגדרנו 
(𝓵+𝟏)

(𝒕): 

𝝓𝒅̃
(𝓵+𝟏)

(𝒕) = 𝒘̃𝒅
(𝓵)(𝒕)|𝒙(𝒕)|𝟐̃ (𝓵)

, 𝒅 > 𝟎 

𝑝𝑑̃ואת 
(ℓ+1)

: 

𝑝𝑑̃
(ℓ+1) =

1

𝑇
∑𝑤̃𝑑

(ℓ)(𝑡)

𝑡

 

 .ℓביצענו את האלגוריתם כאשר אנחנו רצים על לולאה חיצונית שרצה על  
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 תיקונים נומריים:

 על מנת לשפר את הביצועים של האלגוריתם, יישמנו מספר תיקונים נומריים.  

בצורה   (p( וגם ההסתברויות של כל אחד מן הדוברים ) wנרמול ההסתברויות של המסיכה ) .1

 .1-מסתכמות ל כזאת שההסתברויות

(  Z) ( וגם מטריצת השונות של אות הקלטRvנרמול מטריצות השונות של הרעש הגאוסי ) .2

 .Zשל  PDFבשלב בו מחשבים את ה Ncאשר מוזנת לפונקציה 

בצורה כזאת אנו  2-הנרמול מתבצע על ידי חיבור המטריצה עם הטרנספוס שלה וחלוקה ב

 מבצעים מיצוע של כל איבר עם הנגדי שלו במטריצה. 
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 :ניתוח ביצועים

 קונסטלציות שונות. בשני בדקנו את האלגוריתם 

 :1קונסטלציה 

 מעלות:  75,  15מטר בזויות של  1הדוברים ממוקמים ברדיוס של  •

 

 [s]0.360היא   RT60 ההדהודרמת  •

• SNR=20[dB] 

 : אותות הדוברים הם
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  איטרציות של האלגוריתם. 7הרצנו 

 נציג את המסיכות שקיבלנו עבור כל דובר. 

 עבור הדובר הראשון: 
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 עבור הדובר השני: 

 

 

 )תדר,זמן( של כל דובר. -שהמסיכה שקיבלנו יודעת לזהות בקירוב די טוב את זוגות ה ניתן לראות

-בסונוגרמה האחרונה ניתן לראות בבירור כי התדרים של הדובר הראשון מקבלים ניחות של כ

20dB]  ] 

 עבור התדרים שלו.  [dB]0-בעוד שהדובר השני מקבל ניחות של כ

 . [dB] 10-התדרים הגבוהים בצורה גורפת ניחות של כנציין גם כי המסכה מנחיתה את 

 נשווה כעת בין האותות המשוחזרים אל מול האותות המקוריים במשור התדר וגם במישור הזמן. 
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 במישור התדר:

 עבור הסיגנל הראשון:
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 עבור הסיגנל השני:
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 כעת, במישור הזמן:

 הראשון:עבור הסיגנל 

 

נשים לב כי הסיגנל הראשון המשוחזר הינו קטוע בסופו, וזאת כיוון שעל מנת להזין את האותות 

לכן בחרנו את האותות להיות  זהים באורכם. של שני הדוברים לאלגוריתם יש לדאוג ששני האותות

 לפי הקצר מבין שני הדוברים. במקרה זה לפי הדובר השני.
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 השני:הדובר 

 

 

במסנן וינר הפועל על  נשים לב כי ישנה השהייה זמנית בין שני האותות. וזאת כיוון שאנו משתמשים 

 . האות

משמיעה של האותות המופרדים ניתן לומר כי התקבלה הפרדה של הדוברים, אולם נוכח עיוות  

גם כי אלגוריתם זה  . נציין EMמסוים. העיוות נגרם מכך שאנו מריצים מספר סופי של איטרציות של ה

 רגיש לאופן בו הפרמטרים מאותחלים.

 

 

 

 

 



33 
 

 STOI שימוש במדד

על מנת לקבל "ציון" מספרי   stoi (short-time objective intelligibility) כעת נרצה להשתמש במדד

 לשחזור שביצענו.

STOI  מקבל את האות הנקי ואת האות לאחר שעבר עיבוד, ומחזיר מספר מהווה אינדקציה למובנות

מתעלם מאיזורים ללא דיבור כיוון שאינם תורמים למובנות  STOIהאלגוריתם המודד  הדיבור.

 הדיבור. במאמר מתואר האלגוריתם על ידי תרשים הזרימה הבא:

 

 ים של הדיבור המקורי והדיבור המעובד.חופפ  TFהאלגוריתם מחשב את הקורלציה בין 

 נו עבור הדובר הראשון: לוקיב " פייתוןשפת " המדד בהשתמשנו במימוש של 

 

d=0.67 

 ועבור הדובר השני: 

 

d=0.47 . 
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 :2קונסטלציה 

 מעלות:  300,  60מטר בזויות של  1הדוברים ממוקמים ברדיוס של  •

 

 

 0.160[s]היא   RT60ורמת ההדהוד  •

• SNR=20[dB] 

 והשתמשנו באותם אותות דיבור. 

 : והזמן  נציג את התוצאות במישור התדר
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 במישור הזמן:
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 עבור הדובר הראשון: STOIגם הפעם חישבנו את מדד ה

 

 ועבור הדובר השני: 

 

סה"כ גם משמיעה וגם לפי מדד המובנות קיבלנו שיפור משמעותי כאשר רמת ההדהוד הייתה נמוכה  

יתן היה לצפות  יע מרכזי על בעיית ההפרדה, דבר שנמכך אנו מסיקים כי הדהוד הוא משפ יותר.

 . עקב ההפרעה שהוא מוסיף לאותות הדיבור מראש
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 הקלטות נוספות:  2דוגמא נוספת עבור שימוש ב

 בדקנו את האלגוריתם תחת התנאים הבאים:

     [s] 0.360רמת הדהוד:   .1

 [dB] 20יחס אות לרעש: 

   [m] 1מרחק הדוברים מהמערך:  

 מעלות 75,  15זוויות הדוברים:  

 

 

 

 

 

 

 

   [s] 0.610רמת הדהוד:   .2

 [dB] 20יחס אות לרעש: 

 [m] 1מרחק הדוברים מהמערך:  

 מעלות  315,  60זוויות הדוברים:  

 

 האותות במישור הזמן:
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 :0.36s  בו ההדהוד הינועבור המקרה הראשון  מסיכה •

 עבור הדובר הראשון: 

 

 עבור הדובר השני: 
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• STFT :עבור המקרה הראשון 

 עבור הדובר הראשון: 

 

 

 עבור הדובר השני: 
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 : 0.61sבו ההדהוד הינו  המקרה השנימסיכה עבור  •

 עבור הדובר הראשון: 

 

 עבור הדובר השני: 
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• STFT עבור המקרה השני: 

 עבור הדובר הראשון: 

 

 עבור הדובר השני: 
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 נציג כעת תוצאות לכל סיגנל בנפרד.

 עבור הסיגנל הראשון:

 : sb=0.36מקרה א עם רמת הדהוד 

 

 זהה והצלחנו לשחזר בצורה טובה. ניתן לראות כי אכן קיבלנו סיגנל 

 . STOI: D=0.99מדד 

 קיבלנו כי מובנות הדיבור הינה גבוהה ביותר וכן יכלנו לשמוע זאת מן ההקלטה. 
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 : sb=0.61מקרה ב עם רמת הדהוד 

 

 ניתן לראות כי אכן קיבלנו סיגנל זהה והצלחנו לשחזר בצורה טובה. 

 . .STOI :57D=0מדד 
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 עבור הסיגנל השני:

 : sb=0.36מקרה א עם רמת הדהוד 

 

 ניתן לראות כי אכן קיבלנו סיגנל זהה והצלחנו לשחזר בצורה טובה. 

 . .STOI: 497D=0מדד 
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 : sb=0.61מקרה ב עם רמת הדהוד 

 

 ניתן לראות כי אכן קיבלנו סיגנל זהה והצלחנו לשחזר בצורה טובה. 

 . .STOI :537D=0מדד 

 

משמיעה של הסיגנלים היה ניתן לשמוע כי אכן קיבלנו הפרדה טובה ומובנת של כל אחד מהסיגנלים. 

 כמו כן, עבור המקרה בו ההדהוד גבוה יותר הביצועים היו פחות טובים, כצפוי. 
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 סיכום ומסקנות:

אנחנו רוצים לדעת להפריד בין אותות הדיבור  ו ישנן תצפיות של אותות דיבור מסט מיקרופונים שונים 

עלולה להיות תלוייה במידע מרחבי, בתלות  זו  הפרדהכאשר  הרצויים לאותות הדיבור הלא רצויים

 הסטטיסטית או בשניהם. 

רים של המקור הרצוי, כמו  כדי להשתמש באלגוריתמים שהיו ידועים, היה צורך בידע של הפרמט

מטריצת הקווריאנס של האות והרעש. בדרך כלל הפרמטרים האלו אינם ידועים ואינם נגישים ולכן יש  

 צורך לשערך אותם. 

כאשר הערבוב של האותות הוא המקור היחיד שנגיש, והפרמטרים האקוסטיים אינם ידועים, מכנים  

 (. blind source separation problem(BSS)בעיית הפרדה זו כהפרדה עיוורת של מקורות )

של הפרדה עיוורת של אותות דיבור בנוכחות רעש תוך שימוש  זו את בעיה בחנובמהלך הפרויקט 

 בכמה מיקרופונים. 

מודל אות תוך שימוש ב EMע"י אלגוריתם  התבצעהאקוסטיים הפרמטרים העיוורת של הערכה הה

 .קומפלקסיתסטוכסטי המפולג התפלגות גאוסית 

מקורות דיבור  שפועלים במקביל אבל כל   Dכי ישנם כאשר הנחנו  STFTהפיתוח נעשה במרחב ה

 נשלטת ע"י מקור אחד. TFרצועת 

ניתן לראות ולשמוע מהניסויים שביצענו כי הצלחנו  כן ו "MATLAB"עזרת תוכנת האלגוריתם מומש ב

גבוה יותר כך גם ההפרדה  היה ככל שההדהוד  וכן להפריד כל אחד מהדוברים בצורה טובה ומובנת 

 הייתה קשה יותר ומוצלחת פחות. 
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 (MATLABמימוש האלגוריתם )

Main.m 

 

clear all 

J = 8; % number of mic 

  

[h,Rv,p_d,phi,Z] = InitAlg(); 

for l = 1:7 

    [x_d, x_d_abs, w_d] = Estep(Rv, h, phi, p_d, Z); 

    [Rv, h, phi, p_d] = Mstep(x_d, x_d_abs, w_d, Z); 

end 

  

% reconstruct signal 

x_n_1 = real(istft_ic(x_d(:,:,1),512)); 

x_n_1 = 0.9 * (x_n_1 / max(x_n_1)); 

audiowrite('speaker1_separated.wav',x_n_1, 16000); 

  

x_n_2 = real(istft_ic(x_d(:,:,2),512)); 

x_n_2 = 0.9 * (x_n_2 / max(x_n_2)); 

audiowrite('speaker2_separated.wav',x_n_2, 16000); 
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 Estep.m 

function [x_d, x_d_abs, w_d] = Estep(Rv, h, phi, p_d, 

Z) 

     

    J = 8; 

    w_d = zeros(size(Z,1),size(Z,2),3); 

    u_d = zeros(size(Z,1),size(Z,2),3,J); 

    x_d = zeros(size(Z,1),size(Z,2),2); 

    x_d_abs = zeros(size(Z,1),size(Z,2),2); 

     

    for k = 1:size(Z,1) 

        for d = 1:3 

            for t = 1:size(Z,2) 

                denominator = 0; 

                 

                if d == 3 

                    cov_mat = Rv(:,:,k); 

                else 

                    cov_mat = ((phi(k,t,d) * 

h(k,:,d).' * conj(h(k,:,d))) + Rv(:,:,k)); 

                end 

                 

                z = reshape(Z(k,t,:),8,1); 

  

                nominator = p_d(k,d) * Nc(cov_mat, 

z); 

                 

                for d_tag = 1:3 

                    if d_tag == 3 

                        cov_mat = Rv(:,:,k); 

                    else 

                        cov_mat = ((phi(k,t,d_tag) * 

h(k,:,d_tag).' * conj(h(k,:,d_tag))) + Rv(:,:,k)); 

                    end 

  

                    denominator = denominator + 

(p_d(k,d_tag) * Nc(cov_mat, z,max([chi1 chi2 

chi3]))); 

                end 

                 

                w_d(k,t,d) = (nominator / 

(denominator + eps)); 
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                if w_d(k,t,d) < 0.1 

                    w_d(k,t,d) = 0.1; 

                end 

            end 

        end 

    end 

     

    % normalize w_d 

    total_probaility = sum(w_d,3); 

     

    w_d(:,:,1) = real(w_d(:,:,1) ./ 

total_probaility); 

    w_d(:,:,2) = real(w_d(:,:,2) ./ 

total_probaility); 

    w_d(:,:,3) = real(w_d(:,:,3) ./ 

total_probaility); 

     

    for k = 1:size(Z,1) 

        for d = 1:2 

u_nominator = (eye(J) / (Rv(:,:,k) + 10^-

6*trace(Rv(:,:,k))*eye(J))) * h(k,:,d).'; % no time 

dependent 

            zeta = 1/(conj(h(k,:,d)) * u_nominator); 

            

  

     for t = 1:size(Z,2) 

                 u_d(k,t,d,:) = (u_nominator / 

(conj(h(k,:,d)) * u_nominator)) * (phi(k,t,d) / 

(phi(k,t,d) + zeta)); 

                 x_d(k,t,d) = w_d(k,t,d) * 

reshape(u_d(k,t,d,:),J,1)' * reshape(Z(k,t,:),J,1); 

                 x_d_abs(k,t,d) = abs(x_d(k,t,d))^2 + 

(zeta * (phi(k,t,d) / (phi(k,t,d) + zeta))); 

            end 

        end 

    end 

end 
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Mstep.m 

function [Rv, h, phi, p_d] = Mstep(x_d, x_d_abs, w_d, 

Z) 

  

J = 8; 

E_d = zeros(size(Z,1),size(Z,2),3,J,J); 

phi = zeros(size(Z,1),size(Z,2),3); 

h = zeros(size(Z,1),J,2); 

Rv = zeros(J,J,size(Z,1)); 

p_d = zeros(size(Z,1),3); 

  

     for k = 1:size(Z,1) 

            for d = 1:2 

                h_nominator = 0; 

                h_denominator = 0; 

                for t = 1:size(Z,2) 

                    h_nominator = h_nominator + 

w_d(k,t,d)*Z(k,t,:)*conj(x_d(k,t,d)); 

                    h_denominator = h_denominator + 

w_d(k,t,d)*x_d_abs(k,t,d); 

                end 

                h(k,:,d) = h_nominator / 

h_denominator; 

            end 

     end 

          

    for k = 1:size(Z,1) 

        Rv_sum = zeros(J,J); 

        for d = 1:3 

            for t = 1:size(Z,2) 

                if d == 3 

                    E_d(k,t,d,:,:) = 

reshape(Z(k,t,:),J,1)*reshape(Z(k,t,:),J,1).'; 

                else 

                    E_d(k,t,d,:,:) = 

reshape(Z(k,t,:),J,1)*reshape(Z(k,t,:),J,1)' - 

2*real(h(k,:,d).'*x_d(k,t,d)*reshape(Z(k,t,:),J,1)') 

+ x_d_abs(k,t,d)*h(k,:,d).'*conj(h(k,:,d)); 

                    Rv_sum = Rv_sum + (w_d(k,t,d) * 

reshape(E_d(k,t,d,:,:),J,J)); 
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                    phi(k,t,d) = 

w_d(k,t,d)*x_d_abs(k,t,d); 

                end 

            end 

            p_d(k,d) = (1 / size(Z,2)) * 

sum(w_d(k,:,d)); 

        end 

        Rv(:,:,k) = (1 / size(Z,2)) * Rv_sum; 

        Rv(:,:,k) = (Rv(:,:,k) + Rv(:,:,k).') / 2; % 

Noralize Rv 

    end 

        total_pd = sum(p_d,2); % Normalize Pd 

        p_d(:,1) = p_d(:,1) ./ total_pd; 

        p_d(:,2) = p_d(:,2) ./ total_pd; 

        p_d(:,3) = p_d(:,3) ./ total_pd; 

end 
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InitAlg.m 

function [h,Rv,p_d,phi,Z] = InitAlg() 

  

    J =8; 

    NFFT = 512; 

    [x_1_0, fs] = audioread('sig_duet_1.wav'); 

    [x_2_0, fs] = audioread('sig_duet_2.wav'); 

    [z,~] = audioread('\sig_mix.wav'); 

  

    % least squers  

    X_1_0 = stft2(x_1_0); 

    X_2_0 = stft2(x_2_0); 

    

     

    h_1_0 = zeros(NFFT/2+1,J); 

    h_2_0 = zeros(NFFT/2+1,J); 

    Z = zeros(NFFT/2 + 1,size(X_1_0,2),J); 

     

    for i=1:J 

        Z(:,:,i) = stft2(z(:,i)); 

        h_1_0(:,i) = sum(Z(:,:,i) .* conj(X_1_0) , 2) 

./ sum(abs(X_1_0).^2 , 2); 

        h_2_0(:,i) = sum(Z(:,:,i) .* conj(X_2_0) , 2) 

./ sum(abs(X_2_0).^2 , 2); 

    end 

     

    h(:,:,1) = h_1_0; 

    h(:,:,2) = h_2_0; 

     

    Rv = repmat(eye(J),1,1,size(Z,1)); 

    p_d = repmat([1/3 1/3 1/3],size(Z,1),1); 

    phi(:,:,1) = ones(size(Z,1),size(Z,2)); 

    phi(:,:,2) = ones(size(Z,1),size(Z,2)); 

end 
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RIRSimulator.m 

function [z] = RIRSimulator() 

    clear all 

  

    % RIR from DB 

     

    h1 = load('Impulse_response_Acoustic_Lab_Bar-

Ilan_University_(Reverberation_0.160s)_3-3-3-8-3-3-

3_1m_060.mat'); 

    h1 = h1.impulse_response(1:n,:).'; 

    h2 = load('Impulse_response_Acoustic_Lab_Bar-

Ilan_University_(Reverberation_0.160s)_3-3-3-8-3-3-

3_1m_300.mat'); 

    h2 = h2.impulse_response(1:n,:).'; 

     

    [x1, fs1] = audioread('speaker6.wav'); 

    [x2, fs2] = audioread('speaker8.wav'); 

  

    % normalize signals to same lenght 

    L = min(length(x1),length(x2)); 

    x1 = x1(1:L); 

    x2 = x2(1:L); 

     

    J =8; % num of mics 

    N = L + n - 1; 

    z1 = zeros(J, N); 

    z2 = zeros(J, N); 

    z = zeros(J, N); 

    

    SNR = 20; 

  

    % adding noise  

    load('noise.mat'); 

  

    % applying RIRs to each speaker 

    for i = 1:J 

        % normalize noise 

        noise = resp(i,1:N); 

        noise = 10^(-SNR/20)*noise*sqrt(var(x1(:) + 

x2(:))/var(noise(:))); 

  

        z1(i,:) = conv(x1, h1(i,:)).'; 
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        z2(i,:) = conv(x2, h2(i,:)).'; 

         

        z(i,:) = z1(i,:) + z2(i,:) + noise; 

    end 

     

    audiowrite('sig_mix.wav', z.', fs1); 

 end 

  

 

 

 

 

Nc.m 

function [ res ] = Nc( cov_mat,z, chi_max ) 

J=8; 

cov_mat = real((cov_mat + cov_mat.') / 2); % 

Normalize cov mat 

res = (exp(-1 * z' * (eye(J) / (cov_mat + 10^-

6*trace(cov_mat)*eye(J))) * z)); 

end 
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Sonogram.m 

function [] = sonogram(S) 

     

    fs=16000; 

    R=259; 

    NFFT = 257; 

    T = (0:size(S,2))/fs*R; 

    F = (0:NFFT)*fs/2/(NFFT); 

    figure(2) 

    imagesc(T,F,20*log10(abs(S(1:NFFT,:)+eps))) 

    axis xy 

    xlabel('Time[Sec]','fontsize',14); 

    ylabel('Frequency[Hz]','fontsize',14); 

    set(gca,'fontsize',14); 

    colorbar 

  

end 
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