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 תקציר
 עמוקה למידה של מודלים  באמצעות קולי זיהוי בנושא הפרויקט ובביצוע בתכנון השלבים את מציג זה  פרויקט ספר

ונראה כי ניתן בעזרת מידע מרחבי  והדהוד.בפרויקט זה נבנה מודל למידה עמוקה לזיהוי קולי במצבים מורכבים של רעש  
  .המגיע משימוש במערך מיקרופונים לשפר את תוצאותיו

דאטה סטים מוכרים של  בשביל אימון ובדיקת המודל. השתמשנו ביצרנו דאטה    פיתוןבאמצעות קוד    בשלב הראשון,
LibrySpeech  וWHAM  קרב בנוסף כדי ל.  על מנת ליצור דאטה שמדמה ככל שניתן הקלטות רועשות מהעולם האמיתי

עוד יותר את הדאטה לעולם האמיתי הפעלנו עליו פוקציה שמדמה תגובת הלם של חדר. עבור כל אחד מהסינגלים  
  ובוצעה פעולת קונבולוציה בין הסיגנל הרועש לתגובת ההלם של החדר.   סומלץ חדר עם מימדים ופרמטרים אקראיים

יחיד  Pytorchבעזרת    למידה עמוקהשל    יםמודלשלושה  בשלב השני, בנינו   , ושניים עבור  אחד עבור בעית מיקרופון 
  ים . המודלחוזה גם את זווית ההגעה של הסיגנלמערך של ארבעה מיקרופונים שההבדל ביניהם הוא שהמודל השלישי 

  שכבות סמויות.  מספרעל רשת נוירונים עמוקה עם  יםמבוסס

. התוצאות הראו כי המודל  ראה בעברלא    דלמושה  סיגנליםעל דאטה של    יםשל המודל  טסטבשלב השלישי, ביצענו  
כמו כן הראנו שיש שיפור משמעותי כאשר המודל  ו  .אקוסטי  מבצע זיהוי קולי מדויק גם במצבים מורכבים של רעש וחלל

  לומד על דאטה מרחבי מארבעת מיקרופונים ושיפור עוד יותר גדול כאשר הוא גם חוזה את זווית ההגעה. 

,  דאטה סטים  שמגיע מאותםדאטה  ולם על  שבנינו בפרויקט , כהמודלים    שלושת של    ROCגרף    נראההפרויקט  תוצאות  ב
בנוסף המודל השלישי ידע לחזות את  מיקרופונים    ארבעההראשון עם דאטה של מיקרופון יחיד , השני והשלישי עם  

  השערת המחקר שתוספות אלו ישפרו את המודל.ניתן לראות שיפור בין המודלים ואישוש הסיגנל. ההגעה של זווית 
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  תודות 

 בנושאים חשובים כגון:  לקבל ידע נרחב זכינובפרויקט זה 

   עיבוד אותות אודיו: למדנו כיצד לאפיין את התכונות של אותות אודיו, וכיצד להשתמש בתכונות אלו כדי

  לבצע סיווגים.

   כלים לסיווג באמצעות מודלים של למידה עמוקה: למדנו על סוגי מודלים של למידה עמוקה המשמשים

  בצורה מסודרת ונכונה.  Pytorchפריימוורק ולמדנו איך להשתמש ב לסיווג, וכיצד לאמן ולשפר את המודל.

  בתחום.   עבודנחקור או  הידע שרכשנו בנושאים אלו יהיה בעל ערך רב עבורנו בעתיד, כאשר נ

הסבלנות  , על הסיוע פרופ' שרון גנות, ולאחראי האקדמי, אביעד איזנברגמר רצינו להגיד תודה למנחה שלנו, 

  הם סיפקו לנו תמיכה ועידוד רבים, ותרמו רבות להצלחתנו.. שלבי הפרויקט כל במהלך וההשקעה

אילן על האפשרות לעסוק בתחומים מאתגרים ובכלים שלא היינו מקבלים  -אנו גם רוצים להודות לאוניברסיטת בר

אמן את המודל ולייצר דאטה הייתה חיונית  בנות וללכדי ולמעבדת עיבוד אותות  גישה לשרתים הבמקום אחר. 

  להצלחת הפרויקט. 

מקווים שהיתרונות מהפרויקט הזה ימשיכו ללוות אותנו  ואנו מאמינים שהפרויקט הזה היה חוויה משמעותית עבורנו, 

  גם בעתיד. 
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 voiceהוא רכיב מרכזי ביישומים רבים בתחום עיבוד אודיו ודיבור, כולל זיהוי דיבור,  (VAD) זיהוי פעילות קולית
assistants להבחין בין קטעי דיבור לבין קטעי שקט בתוך אות  , תקשורת סלולרית ועיבוד אודיו. מטרתו העיקרית היא

  .אודיו, מה שממלא תפקיד מכריע בשיפור הדיוק והיעילות של תהליכים במורד הזרם

 :נותרה בעיה מאתגרת בשל מספר גורמים מרכזיים VAD ,עם זאת, למרות חשיבותו 

 אותות דיבור מוקלטים בסביבות אקוסטיות מגוונות, החל מחללים פנימיים  :שונות בסביבות אקוסטיות
שיכולה להתאים ולתפקד היטב   VAD . האתגר טמון בתכנון מערכת יםרועשו  פתוחים מרחבים שקטים ועד ל 

 .בתנאי רעש שונים

 כפי   יישומים רבים בעולם האמיתי כוללים אודיו שנלכד ממספר מיקרופונים או ערוצים :ערוצי-אודיו רב)
מכיוון שהיא חייבת לתת מענה למידע   VAD-ערוציות אלו מציגות מורכבות ב - . הקלטות רבשנראה בהמשך)

 .מרחבי ולאפשרות של הפרעות בין ערוצים

  מערכות :יציבות לשינויים ברמקולים VAD   צריכות להבחין בין רמקולים שונים, מבטאים ושפות. יציבות
 .לשונות הרמקולים חיונית לשימושיות אוניברסלית

 הטמעה עם חיזוי DOA :ביישומים מסוימים, הכרת כיוון ההגעה (DOA) של מקור הקול היא לא יסולא בפז. 
, לוקליזציה של קול ועיבוד שמע משופר.  (beamforming)ניתן להשתמש במידע נוסף זה בעיצוב אלומה

 .הוא אתגר מורכב הדורש גישה הוליסטית DOA עם חיזוי VAD שילוב

הקיימות על ידי מינוף ארכיטקטורה   VAD-כדי להתמודד עם אתגרים אלה, הפרויקט שלנו שואף לשפר את מערכות ה
. ארכיטקטורה זו מאפשרת למודל ללכוד  טרנספורמריםו (CNNs) חדשנית המשלבת רשתות עצביות קונבולוציוניות

 .לשונות אקוסטיתרובסטי (חסין להפרעות או שנויים)  מידע הקשרי מקומי וגלובלי באות האודיו, מה שהופך אותו ל 

אשר משפרת את התועלת של המערכת ביישומים   ,(DOA) יתרה מכך, אנו מציגים את היכולת לחזות את כיוון ההגעה
כמו מכשירים חכמים הנשלטים בקול ומערכות שיחות ועידה. תכונה נוספת זו מושגת מבלי להגדיל משמעותית את  

 .גודל הדגם, מה שהופך אותו ליעיל ביותר

 הצגת הבעיה בצורה מתמטית:

    –הממודל לפי  x(t)נניח אות כניסה של מיקרופון  

x(t) = s(t) ∗ h(t) + n(t) 

  RIR  , Room-Impulse-response-הוא תגובת ההלם של החדר הידועה כ  h(t)הוא אות לא מהודהד  s(t)כאשר  

  היא פעולת הקונבולוציה   ∗  -בין הדובר למיקרופון ו

x ∗ y = ෍ x[m]y[m − n]

ஶ

୬ୀିஶ

 

   –נציג את הקונבולוציה כעת במישור התמרת פורייה לזמן קצר כמכפלה  

x(l, f) = I(l) ∙ s(l, f) ∙ h(l, f) + n(l, f) 

 כאשר  

l ∈ {0, … , L − 1} and f ∈ {0, … , F − 1} 

 -הם מימד הפריימים ומימד התדירות ו
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הוא  VADתפקידו של העבור אותות נקיים.   קיים דיבורע את ערך הסף עבורו וקביתן ל בעזרת למת ניימן פירסון נ

 : קבוע באילו פריימים יש נוגחות דובר בהינתן אות מהודהד ומורעשל

𝑉(𝑙) = 𝑝(𝐼(𝑙) = 1|𝑥) 

למידה עמוקה. המודל במודל למידה עמוקה של זיהוי קול אנושי, האותות האלקטרוניים של הקול עוברים דרך מודל 

  . ולקבוע האם היה או לא היה דיבור לומד לזהות את האותות של קול אנושי מהאותות של רעש
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 רקע עיוני 

  יצור דאטה 

LibriSpeech Dataset 

מכונה  ומשימות למידת  (ASR) הוא משאב בסיסי בתחום של זיהוי דיבור אוטומטי LibriSpeech מערך הנתונים של
  .הוא מוכר באופן נרחב בזכות תפקידו המשמעותי בקידום טכנולוגיות עיבוד דיבור ושמע .הקשורות לדיבור

 :מקור ותכלית 

הוא   .עיבוד דיבור ותחומים קשורים ASR-נוצר במטרה העיקרית של קידום מחקר ב LibriSpeech מערך הנתונים של
מערך הנתונים נגזר מאוסף של ספרי שמע, מה   .פותח על ידי מאמץ שיתופי בתוך קהילת מחקר הדיבור והשמע

 .שהופך אותו לייחודי בתוכן הדיבור הטבעי והמגוון שלו

בנוי סביב אוסף עצום של ספרי אודיו. להלן כמה היבטים מרכזיים של המבנה   LibriSpeechמערך הנתונים של 
 שלו: 

   נתוני אודיו: מערך הנתונים מורכב מהקלטות אודיו של טקסטים באנגלית שנקראו מספרים שונים. קבצי
 אודיו אלה מסופקים במגוון קצבי דגימה, מה שהופך אותם למתאים ליישומי מחקר שונים.

 
   תמלול טקסט: כל הקלטת שמע משויכת לתמלול טקסט מתאים. תעתיקים אלה מסופקים בדרך כלל הן

       ברמת המשפט והן ברמת המילה, מה שמאפשר רמות שונות של פירוט במחקר.
                                               

  ומבחן. חלוקה זו מבטיחה שחוקרים   ולידציה, אימוןפיצול: מערך הנתונים מחולק למספר פיצולים, כולל
 יכולים לפתח, לאמת ולבדוק את המודלים שלהם בתנאים סטנדרטיים.

 
  :גודל נתוניםLibriSpeech   ידוע בגודלו המשמעותי, מה שהופך אותו למשאב רב ערך להכשרת מודלים של

 למידה עמוקה. מערך הנתונים מכיל עשרות אלפי שעות של נתוני דיבור.
 

   מידע דובר: מערך הנתונים כולל גם מידע דובר, כגון מין הדובר. ניתן להשתמש במטא נתונים נוספים אלה
 עבור חקירות מחקר ספציפיות. 

ומחקר הקשור לדיבור מסיבות   AutomaƟc Speech RecogniƟon  משמעותי מאוד בתחום LibriSpeech מאגר
 :רבות 

  המאגר יקר ערך במיוחד לאימון מודליאימון בקנה מידה גדול: אוסף הנתונים המקיף של ASR   מבוססי למידה
עמוקה. גודלו מאפשר לחוקרים לפתח ולכוון מודלים עם מיליוני פרמטרים, מה שמוביל לתוצאות הטובות  

 .ביותר בתחום

 השוואה: בשל השימוש הנרחב שלו, LibriSpeech הפך למאגר benchmark  להערכת ביצועי מערכת ASR   .
 .מול קבוצות ניסוי מובנות, המאפשרות השוואות הוגנות  מודלים חוקרים יכולים להעריך 

   דיבור בעולם האמיתי: תוכן המאגר נגזר מספרי שמע בעולם האמיתי, מה שהופך אותו מייצג של דפוסי דיבור
  .פועלים היטב ביישומים מעשיים ASR טבעיים ומשתנים. ריאליזם זה חיוני להבטחת מודלי

   VAD-והערכה של מערכת ה אימוןמשמש כמרכיב בסיסי ל  LibriSpeech מערך הנתונים של ,נו בפרויקט של 
ככל   .נווהפיצולים הסטנדרטיים שלו תורמים לחוסן ומהימנות המחקר של  גודל הדאטההתוכן העשיר שלו,  .נושל 
יישאר אבן יסוד להשגת   LibriSpeech , מערך הנתונים שלנווהניסויים של  VAD-תעמק בפרטים של מודל הנ ש

  . תוצאות מתקדמות
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WHAM Dataset  

תופס מקום מכריע בנוף של הפרדת מקור אודיו,   WHAM (WSJ0 Hipster Ambient Mixtures) מערך הנתונים של
  .לנובמיוחד בפרויקט המחקר ש

בתחום  נוצר במטרה העיקרית לקדם את המחקר  WSJ0 Hipster Ambient Mixtures (WHAM) מערך הנתונים של
  : רומז לשורשיו ב ,"WSJ0 Hipster Ambient Mixtures" ,שמו .של הפרדת מקור שמע

Wall Street Journal Zero Resource Speech Challenge (WSJ0)  

  :מבנה מערך הנתונים

  :בליבת מערך הנתונים של מיקסים של אודיו WHAM   אודיו, שהן הקלטות המכילות שילוב  מיקסיםנמצאים
תרחישים בעולם האמיתי שבהם מקורות קול מרובים חופפים,  ים מחק ואל מיקסים .של מקורות קול שונים

 .ומציגים משימה מאתגרת עבור אלגוריתמים להפרדת מקורות שמע
  אותות מקור: מה שמייחד את WHAM (WSJ0 Hipster Ambient Mixtures)   הוא שהוא כולל לא רק את

תכונה ייחודית זו הופכת אותו   .השמע המעורב אלא גם את אותות המקור הבודדים המהווים את המיקסים
  .למערך נתונים מפוקח, המאפשר הדרכה והערכה יעילה של מודלים של הפרדת מקור

  מיקסיםמגוון: WHAM  כאלה עם מקורות הרמוניים (כגון מוזיקה)   ים, הכוללמיקסיםמציעה סט מגוון של
הגיוון הזה הוא חיוני מכיוון שהוא משקף את המורכבות של אותות   .ומקורות לא הרמוניים (כגון דיבור ורעש)

  .אודיו שנתקלים ביישומים בעולם האמיתי
   קצבי דגימה: מערך הנתונים מספק הקלטות אודיו בקצבי דגימה שונים, העונים על דרישות מחקר שונות

  .ומבטיח תאימות למגוון רחב של טכניקות עיבוד
  טסט: ו אימוןפיצול WHAM ולידציה,  דבק בנוהג המקובל בחקר למידת מכונה על ידי חלוקה למערכות אימון ו

חלוקה זו מבטיחה שניתן לאמן מודלים על סט אחד ולהעריך על קבוצה אחרת, תוך מתן מדד מהימן  .טסט
  .ליכולותיהם

) יש חשיבות עצומה בתחום הפרדת מקור השמע,  WHAM WSJ0 Hipster Ambient Mixtures  (למערך הנתונים של
 מכמה סיבות:  נו וממלא תפקיד מרכזי בפרויקט המחקר של 

 Supervised Learningהכללת שני אותות אודיו ומקור מעורבים ב :-WHAM  על למידה מפוקחת,   מקלה
זה מאפשר לפתח מודלים שיכולים להפריד ביעילות בין  .גישה חיונית באימון מודלים של הפרדת מקורות
 .מקורות שמע, כמו בידוד דיבור ממוזיקה או רעש

 
 השילוב של מערך הנתונים של מקורות הרמוניים וגם לא הרמוניים בתערובות יםמציאותי מיקסים :

ריאליזם זה לא יסולא בפז שכן הוא מאפשר פיתוח ובדיקה  .ריאליסטיות משקף תרחישי אודיו בעולם האמיתי
 .של אלגוריתמים להפרדת מקורות המתפקדים היטב ביישומים מעשיים

 
 השוואת ביצועים: WHAM (WSJ0 Hipster Ambient Mixtures)   צברה את המוניטין שלה בתור מערך

זה מאפשר השוואה של ביצועי המודל מול אמות מידה  .נתונים בנצ'מרק למשימות הפרדת מקורות אודיו
 .מבוססות, ומבטיח שתוצאות המחקר מהימנות ותחרותיות

 
 יישומים מגוונים: מעבר להפרדת מקורות, מערך הנתונים של WHAM  ושיפור   סינון רעשיישומים ב ל מתאים

  .שונים בתחום הרחב יותר של עיבוד אודיוהרבגוניות הזו מספקת הזדמנויות לחקור כיווני מחקר  .דיבור

משמש כאבן יסוד לפיתוח   WHAM (WSJ0 Hipster Ambient Mixtures) , מערך הנתונים שלנובפרויקט של 
האוסף העשיר של אותות אודיו ומקור מעורבים, יחד עם התרחישים   .לזיהוי פעילות דיבורוהערכת אלגוריתמים 

  .   VADהמציאותיים שלו, מסייעים לדחיפת הגבולות של טכנולוגיית ה
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Room AcousƟcs SimulaƟon  

   דאטה. ה בשלב ייצור .כדי לדמות סביבות אקוסטיות Python בפונקציית  נושתמשה, נובפרויקט המחקר של 

 .אקוסטיות סימולציותמייצרת פריסות חדרים אקראיות ותצורות מערך מיקרופונים עבור   מטרת הפונקציה: הפונקציה

התאמה אישית: היא מאפשרת התאמה אישית של ממדי החדר, רדיוס מערך המיקרופונים ופרמטרים אחרים כדי  
 .לשכפל תרחישים בעולם האמיתי

 :תכונות עיקריות

 בתוכם מערך מיקרופונים  מתפריסות חדרים אקראיים וממק תיוצר  פונקציהמערך חדרים ומיקרופונים: ה
 במקום אקראי. 

 
  ממוקם בתוך החדר, בהתחשב   הדוברש המבטיח הפונקציה ממקמת דובר במקום אקראי בחדר.: דוברמיקום

 .סימולציהאקראיות ל  פהבסמיכותו לקירות, ומוסי
 

  :אקראי את זמן הדהוד מייצרת באופןזמן הדהוד (T60)  על המאפיינים האקוסטיים המוגדר, ומשפיעבטווח. 
 

  משמעות: 

 מאפשר בדיקה והערכה קפדנית של אלגוריתמים להפרדת מקור שמע בתנאים אקוסטיים מגוונים. 
 תומך בפיתוח ואופטימיזציה של אלגוריתמים לעיבוד אודיו. 
 תורם ליצירת מערכי נתונים אקוסטיים סינתטיים להדרכה ובדיקה של מודל למידת מכונה. 

 

  ., המאפשרת יצירת סביבות אקוסטיות מבוקרות אך אקראיתנוהיא כלי בסיסי במחקר של  הפונקציה

  פירסון -ניימןלמת 

הוא כלי בסיסי בתחום הגילוי של אותות. הוא משמש לקביעת אם אותות מסוימים עולים על רף מסוים,   סףמבחן 

שהוא הנקרא "טרשהולד". במקרה של זיהוי קול אנושי, האותות הם האותות האלקטרוניים של הקול, והטרשהולד  

 המינימלית הדרושה כדי להכריז שהקול הוא של אדם. עוצמה הוא רמת ה

פירסון היא פונקציה מתורת הגילוי של אותות המשמשת לקביעת ערך הטרשהולד האופטימלי. הפונקציה -למת ניימן

  לוקחת בחשבון שני גורמים: הסבירות של האות להיות של אדם, והסבירות של האות להיות של רעש. 

 ייצוג מתמטי: 

𝑿יהיה מדגם  = (𝑋ଵ, … , 𝑋௡)   ופוקנצית נראות𝐿(𝑿; 𝜃)   התלוי בפרמטר𝜃  ושתי השערות ,𝜃 = 𝜃଴   או𝜃 = 𝜃ଵ   אזי
  יחס הנראות יהיה:מבחן 

𝑅௞ = {𝑿 ∶
𝐿(𝑿; 𝜃ଵ)

𝐿(𝑿; 𝜃ଶ)
> 𝑘௔} 

בפרוייקט שלנו נשתמש בלמת ניימן פירסון על מנת לייצר לייבלים מהקלטה נקיה, נקבע ערך סף של עוצמה שמעלה  
  ממנו נקבע שיש דיבור.
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Response (RIR) GeneratorRoom Impulse  

הוא מרכיב חיוני ביצירת סביבות שמע מוחשיות, המאפשרות מודלים מציאותיים של   RIR גנרטור :מטרת הפונקציה
  .הולכת קול ואקוסטיקה של חדר 

 :תכונות עיקריות

 גנרטור :ל חדרודימ RIR מוגדרים ופרמטריםחדרים וירטואליים עם מידות,  מדלמ. 

  מיקומים מוגדרים על ידי משתמש עבור מקורות קול  תמאפשר הפונקציה    :ניםומיקרופומיקום מקור קול
 .ומיקרפונים בתוך החדר הווירטואלי

 חישוב RIR  : המחולל מחשב RIRs כשהם נעים בחדר   נחלשים המתארים כיצד גלי קול משתקפים, נשברים ו
 .תגובות אלו לוכדות את המאפיינים האקוסטיים של החדר .המדומה

  של אותות אודיו, תוך התחשבות בגורמים כמו צליל    הלם: היא מדמה את תגובת ההלם סימולציית תגובת
 .ישיר, השתקפויות מוקדמות והדהוד מאוחר

 משתמשים יכולים לשלוט בפרמטרים שונים, כולל גאומטריה של החדר, חומרי פנים,   :התאמה אישית
 .תכונות מקור קול ומיקומי מיקרופון, כדי ליצור תרחישים אקוסטיים מגוונים

חדר, החיוניים לאימון  של מקל על יצירת מערכי נתונים סינתטיים של אודיו עם אקוסטיקה מציאותית  RIR מחולל
זה מאפשר לחוקרים להעריך את הביצועים של הפרדת מקור, זיהוי דיבור  .והערכת אלגוריתמי עיבוד אודיו

שנוצרו ממלאים תפקיד חיוני בשיפור    RIRs .בתנאים אקוסטיים משתניםומשימות אחרות הקשורות לאודיו 
 .החוסן וההכללה של מודלים של למידת מכונה לסביבות אקוסטיות בעולם האמיתי

  

ניתן לראות את מימדי   .בשלב מסוים בפרוייקטשלנו  ע"י הקוד ושיוצר יםאקראי  ים חדר שני  בתמונה ניתן לראות
  .  בשני תצורות אקראיות שונות החדר את מיקום מקור האודיו ואת המיקרופונים
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 שינוי תדר דגימה

כטכניקה בסיסית בעיבוד מקדים של אודיו ובמניפולציה  שינוי תדר דגימהב יםמשתמשחנו  , אננובפרויקט המחקר של 
 .של נתונים

 .משמשת לשינוי קצב הדגימה של אות אודיו, ומאפשרת התאמה של הרזולוציה הזמנית שלודגימת אותות מחדש 

 :תכונות עיקריות

 שינוי קצב הדגימה: דגימת אותות מחדש מאפשרת שינוי של מספר הדגימות ליחידת זמן באות שמע. 
  :למתוח או לדחוס את משך אות השמע ניתןמתיחה או דחיסה זמנית. 
  :דגימת אותות מחדש חיונית להתאמת נתוני אודיו לדרישות עיבוד, ציוד או מערכות השמעה  גמישות יישום

 .ספציפיות

דגימת אותות מחדש היא שלב חיוני בעיבוד מקדים בעת התמודדות עם נתוני אודיו בקצבי דגימה משתנים, מה 
אותות אודיו, מה שהופך אותם  מאפשר התאמות בתחום הזמן של  .שמבטיח תאימות ועקביות בין מערכי נתונים
, דגימת אותות רלוונטית במיוחד להכנת נתוני אודיו עבור נובמחקר של  .למתאימים לניתוח נוסף, סינתזה או השמעה

   .מודלים של למידת מכונה, תוך התאמתם לדרישות הקלט של המודל

  אותות עם קצב גבוה מזה יש לדגום מחדש לקצב הנכון. K8כל המודל ילמד על אותות בקצב 

  

  ריפוד באפסים

נתונים  מערכי  משמש להתאמת אורך של אותות שמע, להבטחת אחידות ותאום בעת עבודה עם ריפוד באפסים 
  .אותות באורך שונה יםהמכיל

  :תכונות עיקריות

   השוואת אורכי אותות: ריפוד מרחיב או חותך את אותות השמע כדי להפוך אותם לעקביים מבחינת משך
 .הזמן

  :נוסף אלא שומרים על מבנה   מידע וסיפיםבעיבוד אודיו, מקובל לרפד עם אפסים, שאינם מריפוד באפסים
 .האות

   ריפוד חיוני בעת הכנת נתוני אודיו עבור מודלים של למידה עמוקה, מכיוון שהם דורשים לעתים קרובות קלט
 .באורך קבוע

  

בלעדיו, דגמים ידרשו   .ריפוד הוא קריטי ליצירת קבוצות אחידות של נתוני אודיו בעת אימון מודלים של למידת מכונה
. המודל שלנו יכול לקלוט  אותות כניסה באותו אורך, מה שלעתים קרובות אינו מעשי עם נתוני אודיו מהעולם האמיתי 

  אותות באורכים שונים אבל כדי להיות דומים למאמר עליו התבססנו ולהקטין משתנים העדפנו לשמור על אורך קבוע. 

אותות הכניסה במעין "מסגרת" של אפסים על מנת לשמור על  בנוסף בפרוייקט שלנו רשתות הקובולוציה ירפדו את 
  הגודל הרצוי במוצא הקונבולוציה.
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Noise RaƟo (SNR)-to-Signal 

הוא מיושם הוא מדד מרכזי בעיבוד שמע, המספק הערכה כמותית לאיכות האות.  (SNR) לסיגנל-מדד יחסי הרעש
  .בתחומים רבים, החל מזיהוי דיבור ועד לשיפור שמע

SNR   הוא מדד כמותי החושף את עוצמת האות ביחס לרמת הרעש הנלווה. הוא מספק תובנה עד כמה "נקי" או
 ) ומחושב באמצעות הנוסחה הבאה:dBמבוטא בדציבלים ( SNR"רועש" אות אודיו. 

SNR(dB) = 10 logଵ଴

Pୱ୧୥୬ୟ୪

P୬୭୧ୱୣ
 

  .של הסיגנל  עוצמההוא ה Pୱ୧୥୬ୟ୪כאשר 

  .של הרעש  עוצמההוא ה P୬୭୧ୱୣו

הוא מספק מדד כמותי של עד כמה האות   .של אותות אודיו  איכותמשמש כמדד מרכזי להערכת ה SNR נושל פרויקט ב
 .מכל רעש חזקהרצוי 

ReverberaƟon Time (T60) 

, הוא פרמטר בסיסי בתחום האקוסטיקה ועיבוד השמע. הוא מאפיין את T60-זמן הדהוד, מסומן לעתים קרובות כ 
  בחלל סגור.  דועךהאופן שבו קול 

  :הגדרה

  לאחר שמקור הקול מפסיק לפלוט  (dB) דציבלים   60- הוא הזמן שלוקח לצליל לרדת בעוצמתו ב T60 זמן הדהוד
  .זה בעצם מכמת כמה זמן לוקח להחזרי הקול בחדר להצטמצם לרמה שבה הם כבר לא מורגשים .תותאו

  : 60T  גורמים המשפיעים על

  השפעה משמעותית עלגודל חדר: לממדים הפיזיים של החדר יש T60 לקבל   הי ינטיש חדרים גדולים יותר ב
 .זמני הדהוד ארוכים יותר

  קול, כגון שטיחים, וילונות ופאנלים אקוסטיים, יכולים   סופגי: הסוג והמיקום של חומרים סופגים םחומרי
 .ספיגה רבה יותר מובילה לזמני הדהוד קצרים יותר T60 לשנות את

  משטחים קשים   .אופי המשטחים בחדר, כמו קירות, רצפות ותקרות, משחק תפקיד: גם ם משטחים מחזירי
 .נוטים להאריך את ההדהוד, בעוד שמשטחים רכים יותר סופגים אנרגיית קולם ומחזירי 

  תלות בתדר: T60 כך שבקצבים שונים, מה שמוביל ל   דועכיםשונים   קול תדרי .יכול להשתנות בהתאם לתדר 
T60תדרב תלוי. 

  :ויישומים השלכות

 והנדסת שמע בהנדסת אקוסטיקה של חדרים: אקוסטיקת חדרים, T60  הוא פרמטר מכריע לעיצוב
 .חללים שבהם איכות הסאונד חשובה, כגון אולמות קונצרטים, אולפני הקלטות ואודיטוריום

  ערכי  סימולצייתאפקטי אודיו: בעיבוד אודיו, ניתן להשתמש ב T60   שונים ליצירת אטמוספרות קוליות
, דמוי ייצירת תחושה של מרחביותר עשויים להיות רצויים עבור  גדולים T60 לדוגמה, ערכי .ספציפיות
 .קצרים יותר מתאימים להקלטות יבשות עם מיקרופון קרוב T60 , בעוד ערכירטיםאולם קונצ

 :בהירות הדיבור T60  ערכי .הדיבור בחדר בהירותמשפיע על T60   קצרים יותר מועדפים לעתים קרובות
 .שבהן תקשורת ברורה חיונית, כמו כיתות או חדרי ישיבות במקומות
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יש לו   ר.דעיכת הקול בחללים סגו הוא מלמד על  הוא פרמטר קריטי באקוסטיקה ועיבוד שמע, (T60) זמן הדהוד
  נואפקטי אודיו, והוא ממלא תפקיד מרכזי במחקר של  יצירתועד  בהנדסת אקוסטיקה של חדרים יישומים רחבים, 

  סיגנל שמתנהג בצורה אמיתית. ויצירתסביבות אודיו ריאליסטיות סימולציה של ל 

 

DirecƟon of Arrival (DoA)  

DirecƟon of Arrival (DoA)  .מתייחס לתהליך של קביעת הכיוון  הואהוא מושג בסיסי בתחום עיבוד האודיו והאותות
  או הזווית שממנו מגיע אות קול או חזית גל למערך חיישנים.  

  : DoA  חשיבות

 מידע מרחבי: DoA מאפשר לנו לאתר  ש מה .מספק מידע מרחבי חיוני על מקורם של מקורות קול בסביבה
, מה שהופך אותו לבעל ערך עבור יישומים כגון ניתוח סצינות אודיו, לוקליזציה סיגנלים מקורותולעקוב אחר 

 .של מקור ושיפור דיבור
 Beamforming :DoA ממלא תפקיד מרכזי בטכניקות ,beamforming   שבהן נעשה שימוש במערך של

מכשירי   חשוב במיוחד ביישומים כמו .מיקרופונים כדי להתמקד במקור קול ספציפי תוך דיכוי רעשי רקע
 .שמיעה

  : DoAשיטות למציאת  

 השהיית זמן: שיטות כמו -שיטות מבוססותTime-Delay of Arrival (TDoA) , אומדן DoA  ידי מדידת  -על
 .משמש לחישוב זווית המקור העיכוב בזמןמידע  .השהיה בה חזית גל קול מגיעה לחיישנים שונים

  טכניקות כמו. מנתחות את מרכיבי התדר של אותות המתקבליםתחום תדר: שיטות אלו בשיטות 
MUSIC  )MulƟple Signal ClassificaƟon ( 

) פופולריות  ESPRIT )EsƟmaƟon of Signal Parameters via RotaƟonal Invariance Techniques-ו 
  .בשיטה זו

 .כאשר ניתן לבנות סימולציה של מערך   שימוש במודל של למידת מכונה למציאת זווית ההגעה
 בצורה טובה מאוד.  DoAהחיישנים אפשר לאמן מודל שידע לחזות את ה

גיאומטריות מערך נפוצות כוללות   .DoA הגיאומטריה והסידור של מערך החיישנים משפיעים על הדיוק של הערכת
  .מערכים ליניאריים, מערכים מעגליים ומערכים מישוריים

  : DoAת  אתגרים בהערכ 

 כאשר יש מספר פתרונות אפשריים  יות בעיה של עמימותכאשר קיימים מספר מקורות קול יכולה לה ,
 DoAל

  רעשי רקע והדהוד בחדר יכולים להשפיע על הדיוק של הערכת DoA   מה שהופך אותה למאתגרת
  .בסביבות בעולם האמיתי

DirecƟon of Arrival (DoA)  הוא מושג קריטי בעיבוד אודיו ואותות, המאפשר לנו לקבוע את הכיוון ממנו נובעים
, הערכת  נומקורות הקול. יש לו יישומים מגוונים בלוקליזציה של מקור, יצירת אלומה והפרדת מקור שמע. במחקר של 

DoA  המשחקת תפקיד מרכזי בשיפור הביצועים  בעזרת מודל למידה עמוקה מדויקתVAD  ובסופו של דבר תורמת ,
  להתקדמות התחום. 
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  עיבוד מקבילי 

זמנית. זוהי  -עיבוד מקבילי הוא מושג יסודי במדעי המחשב וניתוח נתונים הכרוך בביצוע מספר משימות או פעולות בו

 מקבילי:טכניקה חיונית לייעול הביצועים והיעילות של משימות חישוביות. להלן סקירה מעמיקה יותר של עיבוד 

  המקבילי:   העיבוד חשיבות 

 המוטיבציה העיקרית מאחורי עיבוד מקבילי היא להאיץ חישובים. על ידי חלוקת משימה  מהירות: שיפור

  זמנית, עיבוד מקבילי יכול להפחית משמעותית את זמן העיבוד. -משימות קטנות יותר וביצוען בו-לתת

 מערכות מחשוב מודרניות כוללות לעתים קרובות מספר מעבדים (ליבות) או אפילו משאבי  משאבים: ניצול

  מחשוב מבוזרים. עיבוד מקבילי מרתם משאבים אלו בצורה יעילה, ומנצל באופן מיטבי את החומרה הזמינה.

 :עיבוד מקבילי מאפשר למערכות לגדול בהתאם לדרישה הגוברת לעוצמת חישוב. הוספת יותר   מדידיות

  יחידות עיבוד יכולה לשפר בקלות את ביצועי המערכת. 

  מקבילי:  עיבוד  סוגי

 במקביליות משימות, משימות או תהליכים שונים פועלים במקביל. כל משימה יכולה  משימות: מקביליות

להיות עצמאית לחלוטין או קשורה באופן רופף לאחרים. גישה זו נפוצה ביישומים כמו שרתים אינטרנטיים,  

  שבהם כל בקשה נכנסת מטופלת כמשימה נפרדת. 

 זמנית. היא  -מקביליות נתונים כוללת עיבוד של אותה פעולה על מספר אלמנטי נתונים בו נתונים: מקביליות

  נפוצה בחישוב מדעי, למידת מכונה ועיבוד גרפי, שם פעולות מבוצעות על קבוצות נתונים גדולות.

 ברמה הנמוכה ביותר, מקביליות ברמת סיביות מתייחסת לעיבוד של מספר סיביות  סיביות: ברמת מקביליות

  מעבדים. -זמנית בחומרה, בדרך כלל במיקרו-בו

  מקבילי:  עיבוד של מודלים

 במערכות זיכרון משותף, מספר מעבדים חולקים גישה למרחב זיכרון משותף. מודל זה   משותף: זיכרון

  מפשט את התקשורת בין מעבדים אך עלול להוביל לאתגרי סינכרון.

 מערכות זיכרון מבוזרות מורכבות ממספר מעבדים עם הזיכרון הנפרד שלהם. התקשורת בין   מבוזר: זיכרון

  המעבדים כרוכה בהעברת הודעות. מודל זה נפוץ בצבירים ומחשבי על.

  מקבילי: בעיבוד אתגרים

 הבטחת שמשימות מקבילות לא מפריעות זו לזו עקב תלות נתונים יכולה להיות מורכבת. מצבי   נתונים:   תלות

  מרוץ, מבוי סתום ועומס סינכרון הם אתגרים שיש להתמודד איתם. 

 חלוקת משימות באופן שווה בין מעבדים חיונית לעיבוד מקבילי יעיל. חוסרי איזון בעומס עלולים  עומס: איזון

  להוביל לניצול יתר של חלק מהמעבדים.

 :ככל שמוצאים יותר מעבדים, ניהול התקשורת והבטחת היעילות הופכים מאתגרים יותר. יש לטפל   מדידיות

  בדאגות מדידיות. 

  

  : בפרוייקט תפקיד

   בפרויקט עיבוד מקבילי ממלא תפקיד מרכזי בהאצת משימות חישוביות אינטנסיביות, כגון עיבוד אותות

  שמע, אימון מודלים של למידה עמוקה וניתוח נתונים בקנה מידה גדול. 

  ,את היתרונות של מעבדים מרובי ליבות או משאבי מחשוב ניצלנועל ידי הטמעת טכניקות עיבוד מקבילי 
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Mel spectrogram 

הוא מספק תצוגה   .היא ייצוג בסיסי של נתוני אודיו המשמשים ביישומים שונים, כולל עיבוד דיבור וניתוח מוזיקה
 .מפורטת של תוכן התדר של אות אודיו לאורך זמן, עם דגש מיוחד על המאפיינים התפיסתיים של השמיעה האנושית

  ספקטרוגרמה 

ממדי עם זמן על  -ספקטרוגרמה היא ייצוג חזותי של האופן שבו התדרים באות שמע משתנים לאורך זמן. זהו ייצוג דו
  המציינים את הגודל או ההספק של כל רכיב תדר.  ים, וצבעy, תדר על ציר xציר 

פורייה לחלונות קצרים חופפים של    תהוא שלב בסיסי בחישוב ספקטרוגרמה, הכולל יישום של טרנספורמצי  STFT-ה
  אות שמע. הנה הייצוג המתמטי:

,STFT  X(t, הx(t)בהינתן אות   ω) :מחושב בעזרת המשוואה הבאה  

X(t, ω) = න x(τ) ∙ ω(t − τ) ∙ eି୨னதdτ
ஶ

ିஶ

 

  

  כאשר: 

 X(t, ω)  הוא הSTFT  המרוכב בזמןt   ובתדירותω 
 x(τ)  הוא האות הנכנס 
 ω(t − τ)  הוא פונקציית החלון שמופעלת על הסיגמל כדי לקבל סגמנט בזמן קצר 
 eି୨னத המרוכב בזמן  סינוסואידהוא הt   ותדירותω  

משולשים המרוחקים אחד מהשני כדי לקבל ספקטרוגרמת מל יש להשתמש בבנק פילטרים של מל הכולל פילטרים 
  באופן שווה:

M୩(ω) =

⎩
⎪⎪
⎨

⎪⎪
⎧

0                              if ω < ω୩ିଵ 
ω − ω୩ିଵ

ω୩ − ω୩ିଵ
           if ω୩ିଵ < ω < ω୩

1                      if ω୩ < ω < ω୩ାଵ

         
ω୩ାଶ − ω

ω୩ାଶ − ω୩ାଵ
                   if ω୩ାଵ < ω < ω୩ାଶ

0                               if ω > ω୩ାଶ

 

 

 כאשר: 

 k  הוא האינדקס בבנק הפילטרים 
 ω הוא התדירות ברדיאנים 
 ω௞  הוא התדירות המרכזית בפילטר באינדקסk  

התפיסה האנושית של תדרים אינה ליניארית. אנחנו טובים יותר בזיהוי הבדלים בתדרים נמוכים יותר מאשר בתדרים  
ר אנרגיה מאשר התדרים הגבוהים יותרבעלי יותגבוהים יותר. זה נובע מכך שהתדרים הנמוכים יותר הם   

מספקת רזולוציה גבוהה יותר עבור תדרים נמוכים יותר, אך היא עדיין לא מייצגת בצורה מושלמת  ספקטרוגרמת מל 
מועברת לעתים  ת מל היא את התפיסה האנושית של תדרים. כדי לשפר את הרלוונטיות התפיסתית של ספקטרוגרמ

.קרובות לסולם לוגריתמי   
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השימוש בלוגריתם הטבעי נהוג מכיוון שהוא מייצג בצורה טובה יותר את התפיסה האנושית של תדרים. הלוגריתם  
המודגשת נותנת יותר תשומת לב   מל תהטבעי מקטין את ההבדלים בין התדרים הגבוהים יותר, כך שהספקטרוגרמ

  לתדרים הנמוכים יותר, שהם חשובים יותר לזיהוי צלילים אנושיים.

MelSpectrogram(t, f) = log(1 + MelPowerSpectrum(t, f)) 

  כאשר: 

 MelSpectrogram(t, f)  הוא ערך ספקטרוגרמת מל בזמן  t  ובתדירותf 
 MelPowerSpectrum(t, f)  הוא ערך הpower בזמן  t  ובתדירותf 

  

  

Machine Learning (ML)  

שמתמקד בפיתוח של מודלים   (AI) תחום של בינה מלאכותית- למידת מכונה היא תת :(ML) למידת מכונה
שמאפשרים למחשבים ללמוד מנתונים ולבצע תחזיות או החלטות על בסיס נתונים. במקום לתכנת הוראות מפורשות,  

 .נתונים כדי לזהות דפוסים ולקבל החלטות מושכלותמערכות למידת מכונה מתאמנות על  

, מודלים של למידת מכונה יכולים ליישם את הידע הנלמד שלהם על נתונים חדשים, ולאפשר להם לבצע  אימוןלאחר ה
 תחזיות, לסווג או לפתור משימות ספציפיות באופן אוטונומי. 

Supervised Learning  

למידה מונחית היא סוג של למידה מכונה שבה אלגוריתם לומד לזהות תבניות בנתוני אימון מסומנים. האלגוריתם  
מקבל סט נתונים הכולל דוגמאות קלט וגם את התפוקות הנכונות שלהן. בעזרת הנתונים הללו, האלגוריתם לומד  

ם יכול להשתמש בידע הזה כדי לעשות תחזיות  לזהות את התבניות שגורמות לתפוקות הנכונות. לאחר מכן, האלגורית
  .או החלטות לגבי נתונים חדשים 

 הלמידה המונחית נמצאת בשימוש נרחב במגוון רחב של יישומים, כגון: 

  :קלט לקטגוריות או מחלקות מוגדרות מראש (לדוגמה, דואר זבל או לא דואר זבל, זיהוי תמונות). סיווגסיווג 
  :חיזוי ערך מספרי רציף (לדוגמה, חיזוי מחירי בתים על סמך תכונות). רגרסיה 
 Natural Language Processing  
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Data 

לאימון, הערכה וביצוע תחזיות באמצעות מודלים של למידת  " מתייחס למידע הגולמי המשמש דאטהבלמידת מכונה, " 
 מכונה. נתונים הם הבסיס לכל פרויקט למידת מכונה והם מסווגים בדרך כלל לשני סוגים עיקריים: 

 

 Train dataהמשמשים לאימון מודל למידת מכונה. הוא מורכב מדוגמאות קלט   דאטה: זהו החלק מה
למודל ללמוד דפוסים  ותאימון מסייע  דאטותהתואמות להן.  יםהנכונ  לייבלים או ה ים) והפלטפיצ'רים(

 .ה קודםחדש שלא נרא דאטה, ומאפשרים לו לבצע תחזיות או סיווגים על מוצאיםואינפוטים ויחסים בין 

 

 Test dataחדש.   דאטהשל מודל, יש להעריך אותו כדי להעריך את ביצועיו והכללתו ל  אימון: לאחר ה
 האימון ומשמשים למדידת ביצועי המודל בדוגמאות שלא נראו. דאטותהבדיקה נפרדים מ דאטות

נתונים יכולים להגיע בפורמטים שונים, כולל נתונים מובנים (נתונים טבלאיים עם שורות ועמודות), נתונים לא מובנים 
). האיכות, הכמות והגיוון של הנתונים ממלאים תפקיד  JSON(טקסט, תמונות, אודיו) ונתונים מובנים למחצה (למשל, 

 מכריע בהצלחת פרויקט למידת מכונה. נתונים איכותיים, מגוונים ומייצגים יכולים להוביל לביצועי מודל טובים יותר.

עיבוד מקדים של נתונים, הכולל משימות כמו ניקוי נתונים, מיצוי תכונות והגדלת נתונים, הוא לעתים קרובות שלב  
 מכריע בהכנת נתונים למשימות למידת מכונה. 

  

 

Features  

  פיצ'רים .המשמשים כקלט למודל למידת מכונה דאטה, הן המאפיינים הספציפיים של התכונות של הדאטה,  פיצ'רים
  .למודל מידע לביצוע תחזיות, סיווגים או החלטות אחרות יםמספק

  פיצ'רים  .הן שלבים חיוניים בעיבוד מקדים של נתונים יםרלוונטי פיצ'ריםבלמידת מכונה, הבחירה וההנדסה של 
  פיצ'רים. ניתן לסווג  .להשפיע באופן משמעותי על הביצועים של מודל  יםשנבחרו היטב יכול

מהנתונים הגולמיים כדי לשפר את ביצועי   יםחדש  פיצ'רים היא תהליך של בחירה, שינוי או יצירת  פיצ'ריםהנדסת  
, הפחתת מימד ועוד, בהתאם  שינוי סקאלה של תכונות ,  one hotזה כרוך לעתים קרובות בטכניקות כמו קידוד  .המודל

  .לאופי הנתונים ומשימת למידת המכונה

בחירה   .המאפיינים האינפורמטיביים של הנתונים המשמשים כקלט למודלים של למידת מכונה םה פיצ'ריםלסיכום, 
  .והנדסה מדוקדקת של תכונות חיוניים לבניית מודלים יעילים ומדויקים של למידת מכונה
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Labels  

למידה עמוקה. הם משמשים כדי  של לייבלים הם נתונים קטגוריים המתארים את התוצאה הרצויה של משימה 

 להדריך את המודל ללמוד את הדפוסים הקיימים בנתוני האימון, וליישם אותם על נתוני בדיקה או יישום.

במודלים ללמידה עמוקה, לייבלים הם בדרך כלל מספרים שלמים או קטגוריות. לדוגמה, במודל זיהוי תמונה, לייבלים  

יכולים להיות מספרי זיהוי של אובייקטים בתמונה, כגון "חתול" או "כלב". במודל עיבוד שפה טבעית, לייבלים יכולים  

  או "חדשות". להיות קטגוריות של רגשות או נושאים, כגון "שמחה" 

החשיבות של לייבלים במודלים ללמידה עמוקה היא שהם מספקים משוב על הביצועים של המודל. כאשר המודל  

נתוני אימון עם לייבלים נכונים, הוא יכול ללמוד את הדפוסים הקיימים בנתונים וליישם אותם על נתוני בדיקה   קבלמ

  או יישום.

טובים  מודלים ללמידה עמוקה ללא לייבלים נקראים "מודלים לא מאופיינים". מודלים אלו יכולים להיות בעלי ביצועים 

  על נתוני האימון, אך הם לרוב לא מסוגלים להכליל את הידע שלהם לנתוני בדיקה או יישום. 

  להלן כמה דוגמאות לחשיבות של לייבלים במודלים ללמידה עמוקה:

 לייבלים משמשים כדי להדריך את המודל ללמוד את הדפוסים הקיימים בתמונות של    תמונות: זיהוי

אובייקטים שונים. ללא לייבלים, המודל יהיה צריך ללמוד את הדפוסים האלו באופן עצמאי, מה שיכול להיות  

  תהליך ארוך ומורכב. 

 לייבלים משמשים כדי להדריך את המודל ללמוד את הדפוסים הקיימים בשפה. ללא   טבעית:  שפה עיבוד

  לייבלים, המודל יהיה צריך ללמוד את הדפוסים האלו באופן עצמאי, מה שיכול להוביל לשגיאות.

 לייבלים משמשים כדי להדריך את המודל ללמוד את הדפוסים הקיימים בתצלומי  רפואית:  מלאכותית בינה

MRI  אוCT ללא לייבלים, המודל יהיה צריך ללמוד את הדפוסים האלו באופן עצמאי, מה שיכול להוביל .

  לאבחנות שגויות.

לייבלים הם רכיב חיוני במודלים ללמידה עמוקה. הם מספקים למשוב על הביצועים של המודל ומאפשרים לו ללמוד  

  את הדפוסים הקיימים בנתונים. 
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Data Spliƫng 

לקבוצות משנה נפרדות לצורך   דאטהלמידת מכונה הכוללת חלוקת מערך פייפליין של הוא שלב מכריע ב  דאטהפיצול 
תהליך זה חיוני להערכת הביצועים, ההכללה והחוסן של המודל   .של מודלים של למידת מכונה טסטו ולידציה, אימוןה

  :שלושת קבוצות המשנה העיקריות שנוצרו במהלך פיצול הנתונים הן שלא נראו בעבר.לנתונים 

 קבוצה זו משמשת לאימון מודל  -תת .אימוןמוקצה לסט ה דאטהנתוני אימון: החלק הגדול ביותר של מערך ה
 יםהמתאימלייבלים במהלך האימון, המודל לומד דפוסים, קשרים ותכונות מנתוני הקלט וה .למידת המכונה

 .להם
  ערכת האימות משמשת לכוונון   .מופרש עבור ערכת האימות דאטה: חלק קטן יותר ממערך הולידציהנתוני

היפרפרמטרים של המודל, להעריך את הביצועים שלו במהלך האימון ולקבל החלטות לגבי בחירת מודל או  
 ., כאשר מודל מתפקד טוב בנתוני האימון אך גרוע בנתונים שלא נראיםאובר פיטינגזה עוזר למנוע . התאמות

 נפרד לחלוטין מערכי   טסטמערך ה .שמור עבור ערכת הבדיקה דאטהנתוני בדיקה: החלק הנותר של מערך ה
הוא מספק מדד אובייקטיבי  .שלא נראו בעברומשמש להערכת ביצועי המודל על לנתונים   ולידציהוה אימוןה

  .של עד כמה המודל צפוי להכליל לנתונים מהעולם האמיתי, מחוץ לדגימה

קבוצות אלה יכולים להשתנות בהתאם לגודל מערך הנתונים ולמטלת למידת  -חסי הפיצול האופייניים עבור תתי 
  .10-10-80בפרוייקט שלנו נחלק    המכונה הספציפית

ולהימנע   שלא נראו בעבר נתונים  מסוגל להתמודד עם פיצול נתונים חיוני כדי להעריך עד כמה מודל למידת מכונה 
ד את הדפוסים  ומל , שעלולה להתרחש כאשר מודל משנן את נתוני האימון במקום ל over fiƫngמבעיות כמו 

הבחירה כיצד לפצל את הנתונים ומדדי ההערכה המשמשים במערך המבחנים הם גורמים קריטיים   .הבסיסיים שלו
  .בפיתוח מודלים אמינים של למידת מכונה

Training 

בלמידת מכונה, שלב האימון כולל לימוד מודל לבצע תחזיות או סיווגים על ידי התאמת הפרמטרים הפנימיים שלו על  
מוגדרת המכמתת את השגיאה בין תחזיות   לוסהמטרה העיקרית היא למזער פונקציית .  מערך נתונים לייבלים של סמך

 Gradient תהליך זה כולל בדרך כלל טכניקות אופטימיזציה כמו .בנתוני האימון יםהאמיתי לייבלים המודל לבין ה
Descent .  

;f(𝐗  : בלמידה מפוקחת, יש לנו מודל המיוצג כפונקציה, מסומן לעתים קרובותייצוג מודל 𝐖)  :כאשר  

 𝐗  הפיצ'רים בכניסה למודלמסמל את 
 𝐖 המשקלים וההטיותפרמטרים של המודל מסמל את ה , 

,L(𝐗ב המסומנת  פונקצית לוס  𝐘; 𝐖) האמיתי לייבלמכמתת את השגיאה בין תחזיות המודל לבין ה (Y)  בנתוני
אנטרופי עבור   וקרוסעבור משימות רגרסיה  (MSE) ממוצעת יתנפוצות כוללות שגיאה ריבוע לוספונקציות  .האימון

  .משימות סיווג

  :על פני כל מערך האימוןלוס : המטרה היא למזער את פונקציית הפונקציית מטרה

J(W) =
1

N
෍ L(𝐗𝐢, 𝐘𝐢; 𝐖)

୒

୧ୀଵ
 

  דוגמאות באימון ההוא מספר  Nכאשר 

Gradient Descent : הפרמטרים של המודל כדי למזער את  הוא אלגוריתם אופטימיזציה איטרטיבי המשמש לעדכון
  :העדכון עבור הפרמטרים הוא .פונקציית האובדן

W୲ାଵ = W୲ − α∇J(W୲ ) 

  



20 
 

  כאשר: 

 W୲  מייצג את הפרמטרים באיטרציהt 
 α הוא הlearning rate הייפר פרמטר שמייצג את גודל הצעד , 
 ∇J(W୲ )  של פונקציית המטרההוא הגרדיאנט 

  :Wב  w୧עבור כל פרמטר   .כלל השרשרת מחדוא מחושב על ידי  הגרדיאנט J(W୲ )∇חישוב הגרדיאנט:  

∂J

∂w୧
=

1

N
෍

∂L(𝐗𝐢, 𝐘𝐢; 𝐖)

∂w୧

୒

୧ୀଵ
 

Mini-Batch Gradient Descent :בבאצ'ים חישוב גרדיאנטעל כל מערך הנתונים,  גרדיאנטבמקום לחשב את ה  
  :העדכון הופך) B למשל, בגודל( מחלקת את הנתונים לקבוצות קטנות יותר 

W୲ାଵ = W୲ − α∇J(W୲, 𝐗ୠୟ୲ୡ୦, 𝐘ୠୟ୲ୡ୦ ) 

  הופך קטן גרדיאנטהתכנסות: האימון נמשך עד לעמידה בקריטריון עצירה, כגון מספר מרבי של איטרציות או כשה
  והלמידה כבר לא משתפרת 

, וכתוצאה מכך מודל  לוס הממזערים את פונקציית ה W  הפרמטרים האופטימלייםתהליך האימון נועד למצוא את  
כמו קצב הלמידה וגודל   ההיפר פרמטרים בחירת בעבר  ושיכול לבצע תחזיות מדויקות על נתונים חדשים שלא נרא

 .יכולה להשפיע באופן משמעותי על ההתכנסות והיעילות של תהליך האימון באצ'ה

 

ValidaƟonTesƟng and  

זה נעשה   .שלו היכולותשלא ראה בעבר כדי להעריך את  דאטהשל המודל, יש להעריך אותו על פי   אימוןלאחר ה
  .נתוני ולידציה ונתוני טסטבאמצעות מערכי נתונים נפרדים:  

  ולידציה 

פרמטרים  - ההיפר הוא משמש לכוונון עדין של  .א חלק ממערך הנתונים המקורי שאינו משמש לאימוןוההולידציה  סט
זה עוזר בביצוע  .סט הולידציהביצועי המודל על  ים, מנוטר אימוןבמהלך תהליך ה .אובר פיטינגולמניעת  מודלשל ה

  .של המודל התאמות למודל, כגון שינוי קצב הלמידה או התאמת המורכבות

  טסט

הוא משמש כדי לספק הערכה   .ולידציה או אימון א גם חלק ממערך הנתונים המקורי שאינו משמש ל וה סט הטסט
או קודם  נתונים חדשים לחלוטין שלא נרעל משמש כסימולציה של המודל  טסטמערך הל. של התאמת המודסופית 

 . מערך הטסטנמדוד על את המדד ליעילות הפרוייקט  .לכן

דגימות  יחלקו השוניםשהסטים  אסור   . בסט האימוןאינן תלויות לחלוטין  הסטים של הולידציה והטסטחשוב לוודא ש
 .חפיפה כלשהי שתהיה ביניהםכלשהן או 
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Loss FuncƟons 

הם מכמתים את ההבדל בין   ., הידועות גם כפונקציות עלות, הן מרכיב מכריע במודלים של למידת מכונהלוס פונקציות 
  .הלוס המטרה בלמידת מכונה היא לעתים קרובות למזער את פונקציית  .לערכי היעד בפועל אותו חוזה המודל מוצאה

ואת ערכי היעד   )  ŷמסומנים בדרך כלל כ  (היא פונקציה מתמטית שלוקחת את הערכים החזוייםלוס פונקציית 
כקלט ומחשבת ערך סקלרי יחיד המייצג את השונות או השגיאה בין התחזיות לבין היעדים   ) yמסומנים כ(האמיתיים 

  . בפועל 

המטרה היא למצוא פרמטרים של מודל   .משמשות כיעדי אופטימיזציה לאימון מודלים של למידת מכונהלוס פונקציות 
) הממזערים את ההפסד הזה, ולמעשה הופכים את התחזיות של המודל קרוב  נוירונים(כגון משקלים והטיות ברשתות  

 .ככל האפשר למטרות בפועל

 סוגים של פונקציות לוס:

Mean Squared Error (MSE) (בפרוייקט נשתמש בו לחיזוי הזווית) 

 .מחשב את הממוצע של ההבדלים בריבוע בין ערכים חזויים לערכים בפועל MSE ,משמש בעיקר לבעיות רגרסיה

MSE =
1

n
෍ (y୧ − ŷ୧)

୒

୧ୀଵ

ଶ

 

  

Cross-Entropy Loss   

הלייבלים  לבין חזויים  קלאסיםמודדת את השונות בין הסתברויות  קרוס אנטרופיבשימוש נפוץ לבעיות סיווג, 
  האמיתיים. 

CrossEntropy Loss = − ෍ y୧log (ŷ୧)
୒

୧ୀଵ
 

 

  

  

Binary Cross-Entropy Loss  בפרוייקט נשתמש בו לחיזוי ה)VAD (  

בסיסית המשמשת בבעיות סיווג  לוסהיא פונקציית , log-loss, המכונה לעתים קרובות לוס   בינארי קרוס אנטרופי
  בינארי קרוס אנטרופי לוס .אמיתיים בינאריים לייבליםהוא מכמת את השוני בין הסתברויות חזויות לבין  .בינארי

לאחת משתי מחלקות, מה שהופך אותו לאבן יסוד  כתשיי  התוצאהשימושי במיוחד כאשר מתמודדים עם בעיות שבהן 
  .למשימות כמו זיהוי דואר זבל, אבחון מחלות או ניתוח סנטימנטים

Binary CrossEntropy Loss =  −[y log(ŷ) + (1 − y) log(1 − ŷ)] 
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OpƟmizers 

הם ממלאים תפקיד מכריע בעדכון פרמטרי מודל   .הם מרכיבים חיוניים באימון מודלים של למידת מכונה יזריםאופטימ
היא למצוא את קבוצת   יזריםאופטימהמטרה העיקרית של  .מוגדרת לוס(כגון משקלים והטיות) כדי למזער פונקציית 

  .הפרמטרים האופטימלית שמביאה לביצועי המודל הטובים ביותר 

שיטות אלו   .רוב המודלים של למידת מכונה מאומנים באמצעות טכניקות אופטימיזציה המבוססות על גרדיאנט
ביחס לפרמטרים של המודל כדי לעדכן באופן איטרטיבי את   לוסממנפות את הגרדיאנטים (נגזרות) של פונקציית 

המטרה היא למזער את פונקציית ההפסד, המודדת את ההבדל בין תחזיות המודל לבין היעדים   .הפרמטרים הללו
  .בפועל

התכנסות מתרחשת כאשר פרמטרי המודל מגיעים לערכים  . תהליך האימון להתכנסותאחראים  יזריםאופטימ
  ., מה שמצביע על כך שהמודל למד לבצע תחזיות מדויקות על נתוני האימוןלוס הממזערים את פונקציית ה

  שונים המתאימים למשימות שונות, להלן כמה דוגמאות יזריםאופטימקיימים 

StochasƟc Gradient Descent (SGD)  

קבוצה אקראית קטנה של נתוני  -ביחס לתת לוסה גרדיאנטהוא מייעל בסיסי המעדכן פרמטרים של מודל באמצעות 
 Momentum SGDו Mini-Batch SGD יש לו גרסאות כמו .האימון בכל איטרציה

  כלל עדכון: 

θ୲ାଵ = θ୲ − α ⋅ ∇J(θ୲; x୧, y୧) 

 כאשר 

 θ୲  זמן וקטור הפרמטר שהואt 
 α הוא קצב הלמידה 
 J(θ୲; x୧, y୧) עבור דוגמה אחת  הוא פונקציית הלוסi 
 ∇   הוא אופרטור הגרדיאנט  

  

RMSprop (Root Mean Square PropagaƟon)  

RMSprop  האחרונים. זה עוזר  גרדיאנטיםה מגניטודתמתאים את קצבי הלמידה עבור כל פרמטר בהתבסס על
  נעלמים או מתפוצצים. גרדיאנטיםלהתגבר על האתגרים של 

 כלל עדכון: 

sₜ = β ⋅ sₜ₋₁ + (1 −  β) ⋅ (∇J(θₜ;  x⁽ⁱ⁾, y⁽ⁱ⁾))² 

θₜ₊₁ =  θₜ − (
α

√sₜ +  ε
)  ⋅  ∇J(θₜ;  x⁽ⁱ⁾, y⁽ⁱ⁾) 

  כאשר 

 θ୲  הוא וקטור הפרמטר שזמןt 
 α הוא קצב הלמידה 
 β  בריבוע הגרדיאנטים הוא גורם דעיכה עבור הממוצע הנע של 
 ϵ  ייציבות נומרית) נוסף עבור קטן (הוא קבוע  



23 
 

  

  

  

Nesterov Accelerated Gradient (NAG)  

NAG  הוא גרסה של SGD לא בערכי הפרמטר הנוכחיים אלא במיקום   גרדיאנטהוא מעריך את ה .המשלבת מומנטום
  .מותאם המבוסס על מומנטום, מה שעוזר להפחית תנודות

 כלל עדכון: 

vₜ =  γ ⋅  v୲ିଵ +  α ⋅  ∇J൫θₜ −  γ ⋅  v୲ିଵ;  x(ⁱ), y(ⁱ)൯ 

θₜ₊₁ =  θₜ −  vₜ 

  כאשר 

 θ୲  הוא וקטור הפרמטר שזמןt 
 α הוא קצב הלמידה 
 γ  הוא משתנה המומנטום 
 v୲ הוא וקטור המומנטום 

  

  

Adam (AdapƟve Moment EsƟmaƟon)  

ADAM משלב את היתרונות של אופטימיזציית מומנטום ו-RMSprop הוא מתאים את קצבי הלמידה של   .כאחד
  .ההיסטוריים שלהם, מה שהופך אותו למתאים למגוון רחב של בעיות גרדיאנטיםפרמטרים בודדים על סמך ה

 כלל עדכון: 

mₜ =  β₁ ⋅  mₜ₋₁ +  (1 −  β₁)  ⋅  ∇J(θₜ;  x⁽ⁱ⁾, y⁽ⁱ⁾) 

sₜ =  β₂ ⋅  sₜ₋₁ + (1 −  β₂)  ⋅  (∇J(θₜ;  x⁽ⁱ⁾, y⁽ⁱ⁾))² 

ḿₜ =  
mₜ

1 −  βଶ
୲   

s୲́  =  
sₜ

1 − βଵ
୲  

θₜ₊₁ =  θₜ − ቆ
α

ඥs୲́  +  ε
ቇ ⋅  ḿₜ 

  כאשר 

 θ୲  הוא וקטור הפרמטר שזמןt 
 α הוא קצב הלמידה 
 βଵ וβଶ להערכת מומנטום  הם שיעורי דעיכה אקספוננציאליים 
 m୲ וs୲  של הגרדיאנט בהתאמההמומנט הראשון והשני הם 
 ḿₜ וs୲́  ללא הטיה משערכי המומנט הראשון והשני הם 
 ϵ  (נוסף עבור ייציבות נומרית) הוא קבוע קטן  
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הסופי. הבחירה תלויה לרוב  מודלמשמעותי על תהליך האימון ועל ביצועי היכולה להשפיע באופן  יזראופטימהבחירת 
בשביל המשימה שלנו בחרנו  בגורמים כמו סוג הבעיה, גודל מערך הנתונים והארכיטקטורה של הרשת העצבית. 

 אחרי שראינו שהוא הביא לתוצאות טובות והתכנסות יחסית מהירה ADAMלהשתמש ב

 

מודלים של למידת מכונה, שעוזרים לעדכן את פרמטרי המודל   באימוןהם מרכיבים קריטיים  יזריםאופטימלסיכום, 
. אלגוריתמים שונים של אופטימיזציה זמינים, כל אחד עם מאפיינים  הלוס בצורה יעילה כדי למזער את פונקציית 

  ייחודיים, והבחירה באופטימיזציה תלויה בבעיה ובמערך הנתונים הספציפיים. 

  

  

Model EvaluaƟon 

היבט מכריע של למידת מכונה, המאפשרים לנו להעריך עד כמה מודל מאומן מתפקד על נתונים   ואהערכת מודלים ה
  שלא נראו בעבר. 

תהליך הערכת הביצועים ויכולת ההכללה של מודל למידת מכונה באמצעות טכניקות ומדדים  אבלואציית מודל הוא 
  דאטה חדש.זה עוזר לנו לקבוע את מידת הביצועים של המודל על   .שונים

  הערכת מודלים מטריקות 

Confusion Matrix 

חיוביות אמיתיות, שליליות אמיתיות, חיוביות    תחזיות  זה כולל ספירות של  .היא טבלה המסכמת את תחזיות המודל
  .שגויות ושליליות שגויות

 

 

Accuracy 

  .מתוך כלל המופעים נכוןהוא מודד את שיעור המופעים המסווגים  .דיוק הוא מדד פשוט לבעיות סיווג
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Accuracy =
Number of Correct Predictions

Total Number of Predictions
  

 

Precision 

  .) מתוך כל התחזיות החיוביותהאמיתייםהדיוק מודד את חלקן של התחזיות החיוביות האמיתיות (החיזויים החיוביים 

Precision =
True Positives

True Positives +  False Positives
 

 

Recall (SensiƟvity) 

Recall  דאטהמודד את חלקן של התחזיות החיוביות האמיתיות מתוך כל התוצאות החיוביות בפועל במערך ה.  

Recall =
True Positives

True Positives +  False Negatives
 

 

F1 Score 

  , המספק מדד מאוזן לביצועי הדגם. Recall ו Precisionהוא הממוצע של  F1ציון 

F1 Score =  2 ×
Precision ×  Recall

Precision +  Recall
 

 

 

 

ROC Curve and AUC 

היא מציגה של למידת מכונה   היא כלי להערכת ביצועי מודלים Receiver OperaƟng CharacterisƟc (ROC)עקומת 
 השטח מתחת לעקומה .עבור ספי סיווג שונים  false posiƟve rateלבין  true posiƟve rate ה את היחס בין שיעור

(Area Under Curve - AUC) מכמת את הביצועים הכוללים של המודל. AUC   גבוה יותר מעיד על ביצועים טובים
 .יותר
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Deep Learning (DL): 

הידועה גם בתור רשתות נוירונים עמוקות היא תחום בלמידת מכונה המושפע מהמבנה והתפקוד של   למידה עמוקה,
כדי  ) היא כוללת אימון של רשתות נוירונים מלאכותיות עם שכבות מרובות (ארכיטקטורות עמוקות .המוח האנושי

. רשתות אלו יכולות להתמודד עם מערכי נתונים גדולים ומורכבים, מה דאטהללמוד ולחלץ תכונות באופן אוטומטי מ
  שהופך אותם למתאימים היטב למשימות כמו זיהוי תמונה ודיבור, עיבוד שפה טבעית ועוד. 

  הבדלים בין למידה עמוקה ללמידה רגילה: 

  : הנדסת פיצ'רים

  מנתונים  יםרלוונטי פיצ'ריםיכולות ללמוד באופן אוטומטי  נוירוניםלמידה עמוקה: בלמידה עמוקה, רשתות
 .גולמיים, מה שמפחית את הצורך בהנדסת תכונות ידנית

 ML    רגיל: למידת מכונה מסורתית דורשת לעתים קרובות הנדסת תכונות מקיפה, שבה מומחי תחום
 מעצבים ובוחרים תכונות רלוונטיות באופן ידני

  : סיבוכיות הדאטה

  למידה עמוקה: למידה עמוקה מצטיינת בטיפול בנתונים לא מובנים ובממדים גבוהים, כגון תמונות, אודיו
 .וטקסט

 ML  רגיל: שיטות ML בנתונים גולמיים ולא מעובדים, הדורשים עיבוד מקדים  תקשותמסורתיות עשויות לה
  .פיצ'ריםוחילוץ 

  : סיבוכיות המודל

   עמוקות יכולות להיות הרבה שכבות ומיליוני פרמטרים, מה שמאפשר להן   נוירוניםלמידה עמוקה: לרשתות
 .ללכוד דפוסים מורכבים בנתונים 

 ML מסורתיים הם בדרך כלל פשוטים יותר, עם פחות פרמטרים וארכיטקטורות   למידת מכונה רגיל: מודלים
  רדודות יותר 

  : משאבים חישוביים

  לעתים קרובות כוח חישוב משמעותי, כולללמידה עמוקה: אימון רשתות עמוקות דורש GPUs או TPUs 
 .ומערכי נתונים גדולים

 ML רגיל: ניתן לאמן דגמי ML עשויים לעבוד היטב עם מערכי נתונים  הם מסורתיים על חומרה פחות חזקה ו
  .קטנים יותר

  : הבנת הפעולה של המודל

   למידה עמוקה: רשתות עצביות עמוקות נחשבות לרוב כ"קופסאות שחורות" בשל המורכבות שלהן, מה
 .תהליכי קבלת ההחלטות שלהן ההבנה שלשמקשה על 

 ML  :מודלים מסורתיים שלברגילML ,ניתן להבין את אופן קבלת  , כגון עצי החלטה או רגרסיה ליניארית
  . , שהיא חיונית ביישומים מסוימיםההחלטות של המודל 

  :הכללה

   למידה עמוקה: רשתות עצביות עמוקות יכולות להכליל היטב לנתונים מגוונים ומורכבים אך עשויות להיות
 .ללא מספיק נתונים over-fiƫngלמועדות 

 ML  רגיל: מודלים של ML   רגילים עשויים להכליל ביעילות עם מערכי נתונים קטנים יותר, אך יכולים
  יותר.תקשות עם נתונים מורכבים  לה

   
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מנתונים, מה שהופך אותו למתאים   פיצ'רים למידה עמוקה ממנפת רשתות עצביות עמוקות ללמידה אוטומטית של 
ויישומים  דאטהרגילות הן בעלות ערך עבור   ML שיטות .למשימות הכוללות נתונים לא מובנים ודפוסים מורכבים

 .תלויה באופי הבעיה, זמינות הנתונים ומשאבי החישוברגיל  ML-הבחירה בין למידה עמוקה ל. פשוטים יותר 

 

Deep Learning Frameworks(Pytorch)  

PyTorch  למידה עמוקה דינמי בקוד פתוח שזכתה להערכה רחבה בתחום למידת מכונה ובינה   פריימוורקהיא
ככלי מרכזי עבור חוקרים   היאשל פייסבוק,  AI Research (FAIR), שפותחה על ידי מעבדת PyTorchמלאכותית. 

 .  תבקלות ובגמישו  נוירוניםומפתחים המבקשים ליצור, לאמן ולפרוס רשתות  

PyTorch   מאפשר יצירת גרפים תוך כדי תנועה. גישה דינמית זו פירושה שמשתמשים יכולים להגדיר ולשנות את
  וביצוע דיבאגינגבעיצוב מודלים שונים  נוחארכיטקטורות הרשת העצבית שלהם תוך כדי תנועה, מה שהופך אותו  

 .פיתוח האיטרטיבי של מודלים מורכביםב  צורךיש   ביעילות. גמישות זו חשובה בסביבות מחקר שבהן

מבוסס על פייתון, מה   סינטקסהיא הממשק הידידותי למשתמש שלה. ה PyTorchאחת התכונות הבולטות של 
עבודה   מאפשרת חדשים בתחום. נגישות זו ל שהופך אותו לנגיש לקהל רחב, החל ממומחי למידת מכונה ותיקים ועד 

ניסויים מהירים, מכיוון שמשתמשים יכולים לתרגם את הרעיונות שלהם לקוד בקלות יחסית. קלות השימוש הזו  ו
 . לפופולרית PyTorchהפכה את 

PyTorch   פופולריות כמו   ספריותשל ספריות וכלים. חוקרים ומהנדסים יכולים למנף  ממגוןגם נהניתTorchvision  
לעיבוד שפה טבעית. שפע משאבים זה מאיץ   transformers לעיבוד אודיו ו Torchaudioלמשימות ראייה ממוחשבת, 

 את הפיתוח של פתרונות למידה עמוקה למגוון רחב של יישומים.

מחזקת עוד יותר את מעמדה בנוף הלמידה   PyTorchבנוסף לגמישות, התמיכה הקהילתית הפעילה והמסורה של 
לפתור בעיות ולשתף את הידע שלהם. קהילה   ופורומים כדי. משתמשים יכולים למצוא תיעוד נרחב, הדרכות ההעמוק

  תישאר בחוד החנית של חידושי למידה עמוקה.   PyTorch-תוססת זו מטפחת שיתוף פעולה ומבטיחה ש

  .Pytorchבפרוייקט זה בחרנו להשתמש ב 
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Hydra  

Hydra  בשימוש נרחב במחקר ופיתוח למידת מכונה. פרמטרים, הוא נמצא-קונפיגורציות והייפר לניהול   חזקהוא כלי  
  מורכבות עבור ניסויים ופרויקטים קונפיגורציותמספק גישה מובנית וגמישה לניהול 

  תה של הידרה: מטר 

  עבור פרויקטי תוכנה, במיוחד בהקשר של למידת מכונה הגדרות: הידרה מתמחה בניהול קונפיגורציהניהול. 
 .זה מאפשר לחוקרים ולמפתחים לארגן, לשנות ולעקוב בקלות אחר הגדרות והיפרפרמטרים שונים

  שיטתית של אחר הגדרות    שימרהיכולת השחזור במחקר על ידי מתן ל עוזרתיכולת שחזור ניסוי: הידרה
 .מבטיח שניתן לשכפל ניסויים במדויק, דרישה מכרעת במאמצים מדעיים. מה שוהיפרפרמטרים

  עיצוב מודולרי: הארכיטקטורה המודולרית של Hydra   ממקורות שונים, מה שמקל   בהגדרות  שימושמאפשרת
 .על שימוש חוזר בקוד וניסוי קל בהגדרות שונות

  : תכונות עיקריות של הידרה

 :המשמעות היא שניתן להרחיב   .באופן היררכיהגדרות  הידרה מאפשרת הרכבה של תצורות  נראות ההגדרות
 .ניסוי ספציפיות, מה שמספק דרך נקייה ומאורגנת לניהול הגדרות הגדרותבסיס על ידי   הגדרותאו לעקוף 

  שימושי במיוחד    .לפי פונקציונליות או מטרה פרמטרים : הידרה מאפשרת לקבץ פרמטרים והגדרות קבוצות
  ם.מודולי  כאשר עובדים על פרויקטים עם מספר

  :באמצעות  ישירות  הגדרותופרמטרים הידרה מאפשרת שינוי של ערכי גישה לפרמטרים משורת הפקודה
ם. שימושי  מאפשר התאמות מהירות ללא צורך בשינוי קבצי מה ש .בטרמינל ההרצהשורת בארגומנטים 

 .כאשר רוצים לשנות מספר ערכים קטן

הוא מצטיין בארגון וניהול  .בשימוש נרחב בחקר למידת מכונה פרמטרים-היפר הידרה היא כלי רב תכליתי לניהול 
, הידרה מילאה תפקיד מכריע בטיפול  נושל  פרוייקטב  .מודולריות קודותצורות עבור ניסויים, קידום יכולת השחזור 

  .יעיל בהיפרפרמטרים, מתן אפשרות מעקב שיטתי של ניסויים וטיפוח שימוש חוזר בקוד
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acƟvaƟon funcƟons :  

לה ללמוד דפוסים    ותלינאריות לרשת, ומאפשר-אי ותמוסיפ ן, הנוירוניםהן מרכיב חיוני ברשתות פונקציית אקטיבציה 
  כניסותכל נוירון בשכבת רשת עצבית מחיל פונקציית הפעלה על הסכום המשוקלל של ה .ויחסים מורכבים בנתונים

  .שלו כדי לייצר פלט

  :פונקציית אקטיבציהדוגמאות 

:Sigmoid AcƟvaƟon  

  משוואה:

a =
1

1 + eି୸
         0 ≤ a ≤ 1 

  , משמשת בבעיות סיווג בינארי. מועך תשומות לטווח דמוי הסתברות.Sעקומה בצורת 

RecƟfied Linear Unit (ReLU)  

  משוואה:

a = max(0, z)      0 for z < 0, z for z ≥ 0 

  .אקטיבציה הנפוצה ביותר בשל פשטות ויעילותהפונקציית  .פונקציה לינארית חלקית

Leaky ReLU  

  משוואה:

a = ቄ
   z       if z ≥ 0
az     if z < 0

       0 for z < 0, az for z ≥ 0 

  .שבה נוירונים נתקעים במהלך האימון המתגבר על בעי וחיובי.  קבוע קטן aכאשר 

Parametric ReLU (PReLU)  

 משוואה:

a = ቄ
   z       if z ≥ 0
az     if z < 0

      0 for z < 0, az for z ≥ 0 

  אבל הפרמטר ניתן ללמידה.Leaky ReLU דומה מאוד ל הוא פרמטר הניתן ללמידה. aכאשר 
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connectedfully  Deep Neural Networks (DNNs) 

מלאכותיות עם שכבות נסתרות מרובות בין שכבות   נוירוניםהן סוג של רשתות   (DNNs) עמוקותנוירונים רשתות 
   .במגוון רחב של משימות, כולל זיהוי תמונה ודיבור, עיבוד שפה טבעית ועוד טוביםהם הפגינו ביצועים  .הקלט והפלט

,Lଵשכבות המסומנות כ   Lעם  DNNיהי  Lଶ, … , Lଷ   כאשרLଵ כניסה והוא שכבת הL୐   היא ששכבת המוצא. שכבות
Lଶ, … , L୐ିଵ עם פונקציית לוס  יהיו השכבות הנסתרותJ.  

Forward PropagaƟon :  

  בה כך: ניתן לכתוב את המשוואות בכל שכ xעבור וקטור 

  עבור השכבה הראשונה 

zଵ = Wଵx + bଵ 

aଵ = gଵ(zଵ) 

  כבות הבאות: עבור כל הש

z୪ = W୪x + b୪ 

a୪ = g୪(z୪) 

  כאשר: 

 W୪  היא מטריצת המשקולות עבור שכבהl 
 b୪  הוא וקטור ההטיות עבור שכבהl 
 g୪  עבור שכבה  פונקציית אקטיבציההואl 
 z୪   הקלטים עבור השכבההוא הסכום המשוקלל של  l 
 a୪   היא האקטיביזציה של שכבהl 

BackpropagaƟon:  

  גרדיאנטיםלאחר מכן משתמשים ב    bו W משמשת לחישוב השיפועים של פונקציית ההפסד ביחס לפרמטרי הרשת 
לדוגמה,   .שכבה אחר שכבהגרדיאנטים כלל השרשרת מיושם כדי לחשב את ה .לעדכון המשקולות במהלך האימון

  :עבור שכבת הפלט

∂J

∂W(୐)
=

∂J

∂a(୐)
⋅

∂a(୐)

∂z(୐)
⋅

∂z(୐)

∂W(୐)
  

Gradient Descent :  

  αעם קצב למידה  Adam, RMSprop למשל או הגרסאות שלה SGDהמשקולות וההטיות מתעדכנות באמצעות 

W୪ ← W୪ − α
∂J

∂W(୪)
 

b୪ ← b୪ − α
∂J

∂b(୪)
 

  .עד להתכנסות איפוקיםתהליך זה חוזר על עצמו על פני מספר 
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ConvoluƟonal Neural Networks (CNNs) 

הם   .הן סוג של מודלים של למידה עמוקה שנועדו לעבד נתוני רשת מובנים כמו תמונות (CNNs) קונבולוציהרשתות 
כוללות   CNNs אבני הבניין הבסיסיות של .ויצירת תמונותמצטיינים במשימות כמו זיהוי תמונות, זיהוי אובייקטים 

  .אקטיבציהופונקציות  fully conected, שכבות  פולינגשכבות קונבולוציוניות, שכבות 

  פעולת הקונבולוציה: 

  . CNN-בסיסית בהפעולה ההיא  Kלמסנן  Iפעולת הקונבולציה בין תמונת קלט 

  מתמטי: ביטוי

(I ∗ K)(x, y) = ෍ ෍ I(x + i, y + j) ⋅ K(i, j)
୬

୨ୀଵ

୫

୧ୀଵ
 

מייצגים את המיקומים  (x,y)את הפילטר (לעיתים מכונה קרנל),  Kה"תמונה" בכניסה ומייצג את  Iבמשוואה זו 
  .פילטרפעולת הקונבולציה מחשבת סכום משוקלל של פיקסלי הקלט בתוך שדה הקליטה של ה .במוצא

  .PRelu, בפרוייקט שלנו  אקטיבציהלאחר מכן המוצא עובר בפונקצית 

  : Max Poolולאחר מכן ב

Max Pool מפחית ממדים מרחביים ושומר על תכונות חיוניות.  

  :ביטוי מתמטי

Y(i, j) = max
୫,୬

 X(i ⋅ s + m, j ⋅ s + n) 

אחרי הפולינג. צקס פוול בעצם בוחר את הערך המקסימלי בכל  הוא המוצא  Yהוא ה"תמונה" בכניסה ו Xבביטוי זה 
 האזור מוגדר על ידי גודל חלון הפולינג., אזור לוקאלי 
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Transformer 

, שחוללה מהפכה בעיבוד השפה  Transformer-היא אבן הבניין הבסיסית של ארכיטקטורת ה Transformer-שכבת ה
עצביות  ) ויש לה יישומים במשימות שונות של רצף לרצף. הוא משלב תשומת לב עצמית ורשתות NLPהטבעית (

 להזנה קדימה כדי ללכוד דפוסים מורכבים בנתונים עוקבים.

  מרובה ראשים  Self-AƩenƟonמורכבת משתי שכבות משנה עיקריות:  טרנספורמרשכבת 

  PosiƟon-wise Feed-Forward .ורשת 

MulƟ-Head Self-AƩenƟon::  

 שרלוונטיים יותר   קלטים , תוך שימת דגש על יםמנגנון הקשב העצמי מחשב ייצוגים משוקללים של קלט
 .בהקשר

  בהינתן וקטור כניסהX = [xଵ, xଶ, … , x୬] המוצא יהיה] Y = [yଵ, yଶ, … , y୬ 
  :ניתן לתאר את אופן פעולתו כך 

𝐘 = Attention(𝐗) = softmax ቆ
𝐐𝐊୘

√dk
ቇ 𝐕 

Q, K ו-V הן מטריצות המתקבלות מ-X   באמצעות טרנספורמציות ליניאריות. מטריצות אלו מייצגות וקטורים
 , בהתאמה. Value ו Query ,Keyשל 

d୩ של וקטורי ה הוא מימדkey  

, וקובעת את משקלי Key-בין וקטורי שאילתה ו dot productsהמשנה את   soŌmaxהפונקציה 
 .aƩenƟonה

  Yהסכום המשוקלל של וקטורי ערך מייצר את הפלט 

MulƟ-Head AƩenƟon :  

 במשתמשים לרוב   טרנספורמריםmulƟ-head aƩenƟon  כדי ללכוד היבטים שונים של רצף הקלט באופן
 . בלתי תלוי 

  עבורh aƩenƟon heads יחושבו ,h  ערכי  סטים שלY୧ 
 ליניארית כדי לקבל את הפלט הסופי טרנספורמציהעוברים לאחר מכן הם משורשרים ו : 

MultiHead(X) = Concat(Y1, Y2, … , Yh)W୓  

PosiƟon-wise Feed-Forward Network :  

 אחרי הself aƩenƟon  הייצוג של כל מיקום עובר ברשתfeed-forward  עם שתי טרנספורמציות ליניאריות
 ReLUליניארית כמו  ואחת לא

  :ייצוג מתמטי FFN(X) = ReLU(XWଵ + bଵ)Wଶ + bଶ 

  משומשת, feed forwardעצמית ורשתות  self aƩenƟonשל  השילוב בעזרת, Transformer Layer-שכבת ה
. הוא םסיקוונציאלי כדי ללכוד ביעילות תלות מורכבת בנתונים  Transformerמספר פעמים במודלים עמוקים של 

  שונות.  NLP, המאפשר ביצועים חדישים במשימות Transformer-מהווה את הליבה של ארכיטקטורת ה
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  תיאור של חלופות פתרון

   קולי זיהוי  בעיית לפתרון חלופיות שיטות

השיטה המוצגת בפרויקט זה משתמשת בארכיטקטורת מודל חדשנית המשלבת את הכוח של רשתות קונבולוציה  

)CNNs  טרנספורמר וחיזוי ,(DOA שיטה זו הניבה תוצאות מתקדמות במונחים של דיוק .VAD  אך קיימות שיטות ,

  חלופיות שיכולות להציע יתרונות מסוימים.

  תעבוד  לא זו שיטה דיבור. שקיים לקבוע  ניתן ממנו שמעלה אנרגיה סף לקבוע ניתן .אנרגיה מבוסס VAD אחת  שיטה

  רועשים. במקומות

  

  קלאסיות סטטיסטיות ושיטות MLE)(   מרבית נראות כמו שיטות ב שימוש  בעזרת  סטטיסטי VAD היא שניה שיטה

 ובעוצמתו. הרעש  בסוג לשינויים עמיד יהיה לא וכנראה לייצור. קשה מאוד יהיה שכזה VAD נוספות.

  

מודלים אלו משתמשים בשילוב של טכניקות למידה עמוקה   משולביים. במודלים שימוש היא נוספת  שיטה

וסטטיסטיות כדי לזהות דיבור. שיטה זו יכולה להיות יעילה במיוחד ביישומים שבהם הדיבור הוא לא פורמלי או לא  

  מבוסס טקסט, כגון בשיחות טבעיות.

  

  :סיכום

לכל אחת מהשיטות החלופיות יש יתרונות וחסרונות משלה. שיטה אחת עשויה להיות יעילה יותר ביישום מסוים  

מאשר שיטה אחרת. בחירת השיטה המתאימה תלויה בגורמים רבים, כגון סוג הדיבור, סביבת הדיבור והיישום  

  הספציפי.

  להלן סיכום של היתרונות והחסרונות של כל אחת מהשיטות החלופיות: 

VAD אנרגיה   מבוסס   

   :יתרונות  

o קל מאוד לייצור  

   :חסרונות  

o  .לא עמיד לרעש. הסיגנלים חייבים להיות נקיים מרעש  

VAD יתרונות:    סטטיסטי  

o  יכולות חישוביות. ניתן להריץ על מעבדים חלשים.אין צורך בהרבה  

   :חסרונות  

o VAD  טוב מאוד קשה לייצור  
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o  לא עמיד בפני שינוי בסוג הרעש  

  משולב  מודל

   :יתרונות  

o מדויק ביותר  

o  שינוי ברעש עמיד בפני  

   :חסרונות  

o  קשה מאוד לייצור. ייתכן שלא יביא תוצאות טובות יותר ממודל למידת מכונה רגיל  
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  השיטה הנבחרת והסיבות לבחירתה

 עמוקה: למידה מודל

  כדי ללמוד תכונות של האותות הקוליים.  Convolutional Neural Network (CNN)במודל  נשתמש .1

  כדי ללמוד יחסים בין התכונות של האותות הקוליים.  Self-Attention (SA)במודל  נשתמשלאחר מכן,   .2

  כדי לזהות את נוכחות הדיבור בכל מסגרת.  Fully Connected (FC)במודל  נשתמש לבסוף,  .3

  : DOA  על ומידע מיקרופונים ריבוי  באמצעות המודל שיפור

 באותות הקוליים מכל המיקרופונים כדי להפיק תכונות משופרות.  נשתמש  

 במידע על   נשתמשDOA   לחזק את הפיצ'רים שמתקבלים מרשת הקונבולוציהכדי .  

 במידע המשופר והיחסים המשופרים כדי ללמד מודל למידה עמוקה מדויק יותר. נשתמש  

  : DOA  על ומידע מיקרופונים בריבוי השימוש יתרונות

  .ריבוי מיקרופונים מאפשר לנו להפיק תכונות משופרות של האותות הקוליים  

  מידע עלDOA  .מאפשר לנו לחשב את היחסים בין התכונות של האותות הקוליים מהמיקרופונים השונים  

  .שימוש במידע המשופרת והיחסים המשופרים מאפשר לנו ללמד מודל למידה עמוקה מדויק יותר  

 מכיוון שהיא מאפשרת לנו: בחרנו בשיטה זו 

  יותר.  מדויקת בצורה דיבור  נוכחות  לזהות .1

  רועשות.  בסביבות להשתמש .2

  מרובים. קול מקורות  עם  בסביבות להשתמש .3

מאפשר לנו להפיק תכונות משופרות של האותות הקוליים, ולחשב את   DOAהשימוש בריבוי מיקרופונים ומידע על  

  היחסים בין התכונות של האותות הקוליים מהמיקרופונים השונים. שימוש 

מאפשר לנו ללמד מודל למידה עמוקה מדויק יותר, גם בסביבות רועשות ובסביבות עם מקורות קול   מרחבימידע הה

  הרבה קונפיגורציות רעש שונות. ולא רק למקרים ספציפיים.המודל הסופי יהיה מתאים ל מרובים.
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  ותוצאות  מימוש השיטה המוצעת
  המודל ואימונו. ארכיטקטורת , תכנון ייצור הדאטה עליו יתבצע אימון המודל   –הפרויקט מחולק לשני חלקים 

  

  ייצור הדאטא 

 תהליך ייצור הדאטה לזיהוי קולי במצבים מורכבים של רעש וחלל מתבצע בשלושה שלבים: 

  ורעש  דיבור  הקלטות בחירת  :1 שלב

  !.WHAMקלטת רעש מספריית הדיבור מליברי ספיץ ובשלב זה, נבחר באופן אקראי הקלטת 

  אקוסטי חדר  של סימולציה :2 שלב

בשלב זה, נבנה באופן אקראי חדר אקוסטי עם מימדים, מיקום מיקרופונים ומיקום מקור הקול. נתון זה ייקבע את זמן  

. בכך נקבל הקלטה עם  הנבחרהונפעיל את תגובת ההלם של החדר על ההקלטה  ) בחדר.RT60ההחזרה האקוסטית (

  מספר הערוצים הנדרש. 

  דוגמא:
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  הקול מקור של והזווית רעש  הוספת  :3 שלב

  

 מאוד חלש גאוסי את הרעש שנבחר בשלב אחד, ובנוסף נוסיף עוד רעש אות שעבר בחדרבשלב זה, נוסיף ל

(SNR=20) נשמור את הזווית ממנה הגיע הדיבור  וגם. בנוסף. שמדמה רעש של אלקטרונים במקירופונים עצמם 

  .בקובץ טקסט כפיצ'ר לשימוש המודל

  להלן פירוט של כל שלב: 

 :אקוסטי וחלל רעש  של מורכבים במצבים קולי לזיהוי הדאטה ייצור תהליך

פרמטרים של תהליך ייצור  -קובץ הקונפיגורציה מכיל את ההגדרות של ההיפר קונפיגורציה: קובץ קריאת .1

  הדאטה, כגון תדר הדגימה, מספר הדוברים, מימדי החדר, מיקום המיקרופונים ויחס אות לרעש.

סיגנל נקי הוא הקלטה של דיבור שנלקחה מחדר מיוחד כדי שיהיה כמעט כמו הסאונד   נקי:  סיגנל יצירת .2

  שיוצא מהפה.

הוספת אפסים במקומות רנדומליים בסיגנל הנקי, ההקלטות של ליבריספיץ כמעט ולא כוללות מקומות בהם  .3

אין דיבור, לכן כדי לשפר את למידת המודל נוסיף כאלו על ידי הוספת קבוע מאוד קטן במקומות אקראיים 

  במהלך ההקלטה. 

  ריספונס של חדר אקוסטי. -הדהוד של הסיגנל הנקי נעשה באמצעות אימפולס הנקי: הסיגנל  של הדהוד .4

,  20לרעש האקוסטי שנוצר מההדהוד, מוסיפים רעש גאוסי חלש עם יחס אות לרעש של  רעש: הוספת .5

  .הנבחר WHAMונוסף גם רעש ה 

  הדאטה המהונדס נשמר בקבצים.  הדאטה:  שמירת .6

  קבצים עבור כל דוגמה:  לושאנחנו שומרים ש

 במספר  הקובץ מכיל את הסיגנל המהונדס עם הרעש האקוסטי והרעש הגאוסי :המורעש הסיגנל  של קובץ

בעל כניסה לערוץ אחד וארבעה ארוצים בשביל שני  הערוצים הנדרש במקרה שלנו ערוץ אחד בשביל המודל 

  . המודלים שמצפים לדאטה מרחבי

  פירסון. -הסיגנל הנקי: הקובץ ממנו נייצר את הלייבלים בעזרת למת ניימןקובץ של  

 השל הקובץ מכיל את הלייבלים  : טקסט של קובץDoA את הSNR  60של הקובץ ואת הT שלו .  

דאטה נקי הוא הסיגנל המקורי לפני ההדהוד. הדאטה הנקי נשמר כדי לאפשר לנו להכין את הלייבלים באופן מדויק 

  יותר.

  נוספות:  הערות

 אקוסטי וחלל רעש של מורכבים  במצבים קולי זיהוי של  מודלים לאימון  מיועד המהונדס הדאטה.  

 המודלים.  עבור יותר מאתגר דאטה ליצור  כדי גאוסי, רעש  גם מכיל המהונדס הדאטה  

 לא. או דיבור יש נקודה  באותה האם מגדירים המהונדס  הדאטה של הלייבלים  

  הדאטה:  ייצור תהליך של פרמטרים-ההיפר הגדרות
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 הרץ  8,000  הדגימה: תדר  

 4 : מיקרופונים מספר  

 8  החדר: מימדי × 6 ×   מטר 4

 במבנה ליניארי. בצורה אקראית בחדרמיקרופונים הממוקמים  4 המיקרופונים: מיקום  

  :מיקום הדוברx y z  

 20 :הלבן  הרעש של  לרעש  אות יחס dB  

 של אקוסטי לרעש  אות יחס  WHAM:  3- 20  עד dB  

התוצאה של תהליך זה היא הקלטה של דיבור מופרע על ידי רעש אקוסטי ורעש גאוסי. הזווית ממנה הגיע הדיבור 

  .נשמרת גם כן. הקלטות אלו משמשות לאימון מודלים של זיהוי קולי במצבים מורכבים של רעש 

  :  ) תדרים 256 על פריימים 60שניות (   4הדאטה בגודל  דוגמא לדאטה ולייבלים לאחר הייצור 
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  ואימונם יםהמודל

ביותר מערוץ אחד ישפר את  מידע מרחבי המגיע משימוש שונות. ונראה שבפרוייקט זה נממש שלוש ארכיטקטורות 
  . משמעותי   השיפור יהיה עוד יותראותו מידע בעזרת  DoAחיזוי העל ידי שלנו. ויותר מזה ש  VADתוצאות ה

  בעזרת ערוץ אחד  VADחיזוי    –מודל ראשון 

מודל זה מביא   ".CNN self-aƩenƟon voice acƟvity detector זהו המודל הבסיסי ביותר המבוסס על המאמר "
תוצאותיו בעזרת שימוש במידע  . במהלך הפרוייקט נראה כי אפשר לשפר את טובות בעזרת ערוץ כניסה אחד תוצאות 

  מרחבי שמגיע משימוש במספר ערוצים.

  ארכיטקטורת המודל:

  CNN  שכבות 

  .ולמידת הספקטרוגרמה'רים . תפקידן הוא חילוץ הפיצת הקונבולוציה מהוות את השלב הראשון במודל ובשכ 

,𝐵𝑎𝑡𝑐ℎ 𝑠𝑖𝑧𝑒]בגודל   שמייצג את הספקטרוגרמה של הסיגנל,טנסור  הרשת מקבלת בכניסה   𝐶, 𝐹, 𝐿]    כאשרC  הוא
אורך הסוגנל (עליו יש  הוא  L-ושל הספקטרוגרמה הוא מימד התדר   F(במקרה זה שווה לאחד)  מספר הערוצים בכניסה

  .לשמור לאורך כל המודל כדי לשמר את המידע המרחבי)

. בכל אחת נשתמש בקרנל של  קונבולוציה כדי לשאוב את כל המידע האפשרי מהדאטהישנן ארבע שכבות  במודל
3x3 , אלו מבטיחות   הגדרות  .32מספר הערוצים במוצא כל הקונבולוציות הוא , ו, ריפוד באפסים של אחד צעד של אחד

  ה.שמידע מרחבי נשמר כאשר הקלט עובר דרך שכבות הקונבולוצי 

,𝐵𝑎𝑡𝑐ℎ 𝑠𝑖𝑧𝑒]מוציאה טנסור בגודל   פעולת הקונבולוציה  𝐶, 𝐹଴, 𝐿]  כאשרL  שלא משתנה    אורך הסיגנלהוא
מספר  צג את מיי C-) וpoolingמייצג את מימד התדר (אחרי פעולת ה 𝐹଴,  מהכניסה ושומר על המידע המרחבי 

  הערוצים ביציאה משכבת הקונבולוציה. 
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  Max-poolingשכבות 

כזאת   pooling, פעולת ]2,1[וגודל צעד של  ]2,1ל של [ נ עם קר  Max-poolingפעול  בין כל שכבת קונבולוציה מופעלת 
המידע הזמני ובכך שומרת על אורך הסיגנל ומשמרת את  בל משמרת את א  של המידע התדרי  down-sampleבצעת מ

מה שמוסיף   poolingצטמצם בחצי אחרי כל פעולת הגובה של הסיגנל מ] 2,1מהגודל [. כתוצאה המידע המרחבי 
  לאבסטרקציה של הפיצ'ר.

  

Frame-wise FlaƩening and Embedding  

פעולה זו שומרת על מימד   . הורדת מימד עבור כל פריים בנפרד , מתבצעת פעולת אחרי המעבר ברשת הקונבולוציה
  אות הפריים בכל הערוציםמתבצעת פעולת שרשור עם  בכל פרייםבכך ש אבל מורידה את מימד הערוצים  הפריימים

,𝐵𝑎𝑡𝑐ℎ 𝑠𝑖𝑧𝑒] ודלהתוצאה היא אמבדינג בג. fully connectedומעבר בשכבת  𝐹଴ ∙ 𝐶, 𝐿]   

 Transformer SA Encoder שכבת 

  . המודל משתמש במקודד fully connectedהורדת המימד עבור על פריים ומעבר ברשת אחרי פעולת 

 Self-aƩenƟon .של כל קונטקסטמהביעילות מידע  "מבין"טרנספורמר זה  ר.טרנספורממבוססת יטקטורה שהוא ארכ  
של   feed-forward. ושכבת  256של   hidden dimensionהמקודד מוגדר עם . מבלי לפגוע במידע המרחבי  הסיגנל

  dropoutנוסיף  over fiƫng. בנוסף כדי למנוע 16מוגדר להיות   mulƟ-head aƩenƟon ב . מספר הראשים512
  . 0.1בשיעור של  

  נוכחות דיבור החלטת שכבת 

אם יש נוכחות דיבור  פריים על מנת לקבוע עבור כל    fully connectedנפעיל שוב שכבת אחרי שכבת המקודד  
הסבירות  עות על המצבי יוצרת הסתברויות פונקצית סיגמואיד בעזרת ו מסווג בינארי,. שכבה זו פועלת כבפריים

קובעת  , והיציאה היא אחת ששל שכבת המקודד hidden dimension לשכבה זו הוא ה. הגודל בכניסה לנוכחות דיבור 
  אם יש או אין דיבור. 

לתרחישים בעולם האמיתי    מתאיםבגדלים משתנים ביעילות, מה שהופך אותו  כניסותהמודל נועד להתמודד עם  
  שבהם ממדי הקלט עשויים להשתנות. 
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  בעזרת ארבעה ערוצים  VADחיזוי    –מודל שני 

  . VADלומד להגיע לתוצאות טובות יותר בחיזוי הבעזרת המידע המרחבי שמשתמש בארבעה ערוצים וזהו המודל 

  ארכיטקטורת המודל:

  CNN  שכבות 

  שכבות הקונבולוציה מהוות את הת השלב הראשון במודל. תפקידן הוא חילוץ הפיצ'רים ולמידת הספקטרוגרמה.  

,𝐵𝑎𝑡𝑐ℎ 𝑠𝑖𝑧𝑒]הרשת מקבלת בכניסה טנסור שמייצג את הספקטרוגרמה של הסיגנל, בגודל    𝐶, 𝐹, 𝐿]    כאשרC  הוא
הוא אורך הסוגנל (עליו   L-הוא מימד התדר של הספקטרוגרמה ו F) ארבעמספר הערוצים בכניסה (במקרה זה שווה ל 

  יש לשמור לאורך כל המודל כדי לשמר את המידע המרחבי).

במודל ישנן ארבע שכבות קונבולוציה כדי לשאוב את כל המידע האפשרי מהדאטה. בכל אחת נשתמש בקרנל של  
3x3אלו מבטיחות   . הגדרות32מספר הערוצים במוצא כל הקונבולוציות הוא , צעד של אחד, ריפוד באפסים של אחד, ו

  ה.שמידע מרחבי נשמר כאשר הקלט עובר דרך שכבות הקונבולוצי 

,𝐵𝑎𝑡𝑐ℎ 𝑠𝑖𝑧𝑒]פעולת הקונבולוציה מוציאה טנסור בגודל    𝐶, 𝐹଴, 𝐿]  כאשרL   הוא אורך הסיגנל שלא משתנה
מייצג את מספר   C-) וpoolingמייצג את מימד התדר (אחרי פעולת ה 𝐹଴מהכניסה ושומר על המידע המרחבי,  

  הערוצים ביציאה משכבת הקונבולוציה. 
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  Max-poolingשכבות 

  pooling], פעולת 2,1] וגודל צעד של [2,1עם קרבל של [  Max-poolingבין כל שכבת קונבולוציה מופעלת פעול  
של המידע התדרי אבל משמרת את המידע הזמני ובכך שומרת על אורך הסיגנל    down-sampleכזאת מבצעת 

מה   pooling] הגובה של הסיגנל מצטמצם בחצי אחרי כל פעולת 2,1ומשמרת את המידע המרחבי. כתוצאה מהגודל [
  שמוסיף לאבסטרקציה של הפיצ'ר.

Frame-wise FlaƩening and Embedding  

אחרי המעבר ברשת הקונבולוציה, מתבצעת פעולת הורדת מימד עבור כל פריים בנפרד. פעולה זו שומרת על מימד  
הפריימים אבל מורידה את מימד הערוצים בכך שבכל פריים מתבצעת פעולת שרשור עם אות הפריים בכל הערוצים  

,𝐵𝑎𝑡𝑐ℎ 𝑠𝑖𝑧𝑒] התוצאה היא אמבדינג בגודל. fully connectedומעבר בשכבת  𝐹଴ ∙ 𝐶, 𝐿]   

  Transformer SA Encoder שכבת 

  . המודל משתמש במקודד fully connectedאחרי פעולת הורדת המימד עבור על פריים ומעבר ברשת 

 Self-aƩenƟon.טרנספורמר זה "מבין" ביעילות מידע מהקונטקסט של כל   . שהוא ארכיטקטורה מבוססת טרנספורמר
של   feed-forward. ושכבת  256של   hidden dimensionהסיגנל מבלי לפגוע במידע המרחבי. המקודד מוגדר עם 

  dropoutנוסיף  over fiƫng. בנוסף כדי למנוע 16מוגדר להיות   mulƟ-head aƩenƟon . מספר הראשים ב512
  . 0.1בשיעור של  

  שכבת החלטת נוכחות דיבור 

עבור כל פריים על מנת לקבוע אם יש נוכחות דיבור    fully connectedאחרי שכבת המקודד נפעיל שוב שכבת 
ובעזרת פונקצית סיגמואיד יוצרת הסתברויות המצביעות על הסבירות   מסווג בינארי,בפריים. שכבה זו פועלת כ

של שכבת המקודד, והיציאה היא אחת שקובעת  hidden dimension לנוכחות דיבור. הגודל בכניסה לשכבה זו הוא ה
  אם יש או אין דיבור. 

לתרחישים בעולם האמיתי    מתאיםבגדלים משתנים ביעילות, מה שהופך אותו  כניסותהמודל נועד להתמודד עם  
  שבהם ממדי הקלט עשויים להשתנות. 
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  בעזרת ארבעה ערוצים  DoAו VADחיזוי    –מודל שלישי 

זהו המודל הטוב ביותר שבנינו במהלך הפרוייקט. הוא משתמש באותן ארבע הכניסות כמו המודל הפשוט יותר. אבל  
מה שמשפר עוד יותר   .VADשל ה שאותה הוא לומד לחזות בעזרת רגרסיה בנוסף לחיזוי   DoAהלייבלים שלו כוללים גם 

  . את איכות המידע המרחבי שמתקבל מרשתות הקונבולוציה

  ארכיטקטורת המודל:

  CNN  שכבות 

  שכבות הקונבולוציה מהוות את הת השלב הראשון במודל. תפקידן הוא חילוץ הפיצ'רים ולמידת הספקטרוגרמה.  

,𝐵𝑎𝑡𝑐ℎ 𝑠𝑖𝑧𝑒]הרשת מקבלת בכניסה טנסור שמייצג את הספקטרוגרמה של הסיגנל, בגודל    𝐶, 𝐹, 𝐿]    כאשרC  הוא
הוא אורך הסוגנל (עליו   L-הוא מימד התדר של הספקטרוגרמה ו Fמספר הערוצים בכניסה (במקרה זה שווה לארבע) 

  יש לשמור לאורך כל המודל כדי לשמר את המידע המרחבי).

במודל ישנן ארבע שכבות קונבולוציה כדי לשאוב את כל המידע האפשרי מהדאטה. בכל אחת נשתמש בקרנל של  
3x3אלו מבטיחות   . הגדרות32מספר הערוצים במוצא כל הקונבולוציות הוא , צעד של אחד, ריפוד באפסים של אחד, ו

  ה.שמידע מרחבי נשמר כאשר הקלט עובר דרך שכבות הקונבולוצי 

,𝐵𝑎𝑡𝑐ℎ 𝑠𝑖𝑧𝑒]פעולת הקונבולוציה מוציאה טנסור בגודל    𝐶, 𝐹଴, 𝐿]  כאשרL   הוא אורך הסיגנל שלא משתנה
מייצג את מספר   C-) וpoolingמייצג את מימד התדר (אחרי פעולת ה 𝐹଴מהכניסה ושומר על המידע המרחבי,  

  הערוצים ביציאה משכבת הקונבולוציה. 
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  Max-poolingשכבות 

  pooling], פעולת 2,1] וגודל צעד של [2,1עם קרבל של [  Max-poolingבין כל שכבת קונבולוציה מופעלת פעול  
של המידע התדרי אבל משמרת את המידע הזמני ובכך שומרת על אורך הסיגנל    down-sampleכזאת מבצעת 

מה   pooling] הגובה של הסיגנל מצטמצם בחצי אחרי כל פעולת 2,1ומשמרת את המידע המרחבי. כתוצאה מהגודל [
  שמוסיף לאבסטרקציה של הפיצ'ר.

  VADואחד לחיזוי ה DoAלשני ערוצים מקבילים אחד פועל לחיזוי הלאחר שכבות הקונבולוציה מתבצע פיצול  

Frame-wise FlaƩening and Embedding VAD  

אחרי המעבר ברשת הקונבולוציה, מתבצעת פעולת הורדת מימד עבור כל פריים בנפרד. פעולה זו שומרת על מימד  
הפריימים אבל מורידה את מימד הערוצים בכך שבכל פריים מתבצעת פעולת שרשור עם אות הפריים בכל הערוצים  

,𝐵𝑎𝑡𝑐ℎ 𝑠𝑖𝑧𝑒] התוצאה היא אמבדינג בגודל. fully connectedומעבר בשכבת  𝐹଴ ∙ 𝐶, 𝐿]  

Frame-wise FlaƩening and Embedding DoA  

אחרי המעבר ברשת הקונבולוציה, מתבצעת פעולת הורדת מימד עבור כל פריים בנפרד. פעולה זו שומרת על מימד  
הפריימים אבל מורידה את מימד הערוצים בכך שבכל פריים מתבצעת פעולת שרשור עם אות הפריים בכל הערוצים  

,𝐵𝑎𝑡𝑐ℎ 𝑠𝑖𝑧𝑒] התוצאה היא אמבדינג בגודל. fully connectedומעבר בשכבת  𝐹଴ ∙ 𝐶, 𝐿]  

  VAD Transformer SA Encoder  שכבת 

  משתמש במקודד  VADערוץ ה.  fully connectedאחרי פעולת הורדת המימד עבור על פריים ומעבר ברשת 

 Self-aƩenƟon טרנספורמר זה "מבין" ביעילות מידע מהקונטקסט של כל   טרנספורמר.. שהוא ארכיטקטורה מבוססת
של   feed-forward. ושכבת  256של   hidden dimensionהסיגנל מבלי לפגוע במידע המרחבי. המקודד מוגדר עם 

  dropoutנוסיף  over fiƫng. בנוסף כדי למנוע 16מוגדר להיות   mulƟ-head aƩenƟon . מספר הראשים ב512
  . 0.1בשיעור של  

  DoA Transformer SA Encoder  שכבת 
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של   feed-forward. ושכבת  256של   hidden dimensionהסיגנל מבלי לפגוע במידע המרחבי. המקודד מוגדר עם 

  dropoutנוסיף  over fiƫng. בנוסף כדי למנוע 16מוגדר להיות   mulƟ-head aƩenƟon . מספר הראשים ב512
  . 0.1בשיעור של  

  שכבת החלטת נוכחות דיבור 

עבור כל פריים על מנת לקבוע אם יש נוכחות   fully connectedנפעיל שוב שכבת  VADבערוץ האחרי שכבת המקודד 
ובעזרת פונקצית סיגמואיד יוצרת הסתברויות המצביעות על הסבירות   מסווג בינארי,דיבור בפריים. שכבה זו פועלת כ

של שכבת המקודד, והיציאה היא אחת שקובעת  hidden dimension לנוכחות דיבור. הגודל בכניסה לשכבה זו הוא ה
  אם יש או אין דיבור. 

  

  DoA  וחיזוישכבת הורדת מימד  

עבור כל פריים על מנת להוריד מימד בצורה   fully connectedנפעיל שוב שכבת  VADאחרי שכבת המקודד בערוץ ה
  .סקלארי  DoAחיזוי ה ל  מודל רגרסיהכדי לקבל   fully connectedולאחר מכן עוד שכבת  VADזהה לערוץ ה
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  מחזק את שכבת הקונבולוציה וגורם לה "לשים לב" יותר טוב למידע מרחבי. ובכך לשפר את התוצאות DoAחיזוי ה
  .VADבחיזוי ה

לתרחישים בעולם האמיתי    מתאיםבגדלים משתנים ביעילות, מה שהופך אותו  כניסותהמודל נועד להתמודד עם  
  שבהם ממדי הקלט עשויים להשתנות. 
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  תוצאות שלושת המודלים

  המודל:דוגמה לתוצאת חיזוי של 

  

. מתחתיה נמצאים הלייבלים שמראים איפה קיים  ספקטרוגרמת מל של אחד הערוציםבראש התרשים נמצאת  כאשר 
טעויות המעטות  דיבור. ומתחת ללייבלים החיזוי של המודל. ניתן לראות שבדוגמה זו המודל חזה באופן טוב מאוד וה

  הפסקות קטנות בדיבור. שהיו התרחשו בזמן

 הבא:  ROCהצלחת המודלים בעזרת גרף הניתן ללמוד יותר על 

  

שני  אות מצויינות במיוחד בתוצהגיעו ל  AUCכאשר ה  כפי שניתן לראות שלושת המודלים הגיעו לתוצאות טובות מאוד
  .המודלים שמשתמשים בארבעה ערוצים

 . DoAהצלחנו להראות שיפור משמעותי בעזרת שימוש במידע מרחבי ושיפור נוסף בעזרת חיזוי ה בנוסף
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  מסקנות וסיכום
) על ידי הצגת ארכיטקטורת VADבפרויקט זה, הצגנו התקדמות משמעותית בתחום זיהוי פעילות קולית (

שלנו,  המודל  .DOA, טרנספורמר וחיזוי  (CNNs)מודל חדשנית המשלבת את הכוח של רשתות קונבולוציה 
, הניב תוצאות מתקדמות במונחים DOAעם  10MB-ו  DOAללא הערכת  5MBשהוא קטן להפליא בגודל של 

 והגיע להישגים חדשים בטכנולוגיית עיבוד קול., VADשל דיוק 

, מאפשר למודל שלנו ללכוד  fully connected, ולאחר מכן שכבה Transformerעם  CNNהשילוב של רשת 
מידע קשר מקומי וגלובאלי, מה שהופך אותו ליעיל מאוד בהבחנה בין קטעי דיבור לקטעי שקט. יתר על כן, 

משדרגת את תועלתו, ומאפשרת למערכת לא רק לזהות דיבור אלא גם להעריך את  DOAהוספת הערכת 
 הכיוון ממנו הוא מגיע.

-תוצאותינו מדגימות את הפוטנציאל של הגישה שלנו. השגנו תוצאות טובות יותר ממודלים קיימים בדיוק ה
VAD מה שמוכיח את יעילות הארכיטקטורה שלנו. הוספת הערכת ,DOA  מעלה עוד יותר את יכולות

 . המערכת שלנו, ומפכה אותה לכלי רב ערך ביישומים שונים 

בעוד שהשגנו הצלחה יוצאת דופן בפרויקט זה, נותרות הזדמנויות למחקר ופיתוח עתידי. אנו מכירים בכך  
שישנם עדיין אתגרים שצריך להתגבר עליהם, כגון טיפול בסביבות רועשות והגברת עמידות המודל לאופני  

 דיבור שונים ושפות. תחומים אלה מצריכים חקירה נוספת ועידון. 

פורצת דרך, אלא גם מדגיש את החשיבות של   ML VADלסיכום, הפרויקט שלנו מציג לא רק מערכת 
חדשנות מתמשכת בטכנולוגיית עיבוד קול. אנו נרגשים מהפוטנציאל של עבודתנו בטווח רחב של יישומים,  

  ואנחנו מצפים להתפתחויות נוספות בתחום דינמי זה. 
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  רעיונות להמשך 

 ) VAD( קולית  פעילות  זיהוי בתחום  מחקר  להמשך רעיונות 

, אך ישנם עדיין מספר כיוונים אפשריים למחקר  VADהציג התקדמות משמעותית בתחום  שלנוהפרויקט 
  ופיתוח עתידי: 

 אחת הבעיות העיקריות ב רועשות: בסביבות  בטיפול הדיוק שיפור-VAD  היא טיפול בסביבות
רועשות. המודל המוצג לעיל הצליח לשפר את הדיוק בסביבות רועשות בהשוואה למודלים קיימים,  

אך עדיין יש מקום לשיפור. ניתן לעשות זאת על ידי שימוש בנתונים אימון מגוונים יותר, או על ידי 
  פיתוח טכניקות חדשות לטיפול ברעש. 

  
  המודל המוצג לעיל הצליח לזהות דיבור בשפה אחת,   שונים: ודיבור שפות לזהות  היכולת  הרחבת

אך יש צורך לפתח מודלים שיכולים לזהות שפות ודיבור שונים. ניתן לעשות זאת על ידי שימוש  
  בנתונים אימון מגוונים יותר, או על ידי פיתוח טכניקות חדשות לזיהוי שפות ודיבור שונים. 

  
  המודל המוצג לעיל הצליח לזהות דיבור ממקור   מרובים: ממקורות  דיבור לזהות  היכולת  הרחבת

אחד, אך יש צורך לפתח מודלים שיכולים לזהות דיבור ממקורות מרובים. ניתן לעשות זאת על ידי  
שימוש בנתונים אימון מגוונים יותר, או על ידי פיתוח טכניקות חדשות לזיהוי דיבור ממקורות 

  מרובים. 
  

בנוסף, ניתן להמשיך ולפתח את הארכיטקטורה של המודל המוצג לעיל. לדוגמה, ניתן להוסיף שכבות 
חדשות או לשנות את הפרמטרים של השכבות הקיימות. ניתן גם לנסות שילובים חדשים של טכניקות  

  עיבוד קול שונות. 

הם חשובים עבור מגוון יישומים, כגון זיהוי דיבור, עיבוד שפה טבעית,    VADמחקר ופיתוח בתחום 
ורובוטיקה. עבודות מחקר נוספות בתחום זה עשויות להוביל לשיפורים משמעותיים ביכולת שלנו לזהות  

  דיבור במדויק ובאופן אמין, גם בסביבות מורכבות. 
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