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 :תקציר 1

מספר דוברים, מערכת השמיעה האנושית מסוגלת להתמקד בדובר אחד   נוכחיםבתרחישים בהם  

תוך התעלמות מרעשי הרקע. עם זאת, בקרב אנשים בעלי הפרעות שמיעה וקשישים יכולת זו נפגעת  

 בצורה משמעותית והם מתקשים לעקוב אחר שיחות בתרחישים אלו.  

במכשירי שמיעה אשר מנסים  בניסיון לפתור את הבעיה, אנשים בעלי הפרעות שמיעה משתמשים  

על   בדגש  תרחישים,  במגוון  שמיעתם  בשיפור  דובריםלסייע  ומרובות  רועשות  אף  .  סביבות  על 

ברוב המכשירים הפועלים כיום ישנה התבססות על יוריסטיקות דוגמת  , הניסיון לפתור את הבעיה

 הרצויה.  עוצמת קול הדובר או כיוון הסתכלות המאזין, דבר אשר אינו מספק את התוצאה

דגימת   בהינתן  אשר  מערכת  בנינו  התואר,  סיום  פרויקט  פעילות    מסייעת  EEGבמסגרת  בזיהוי 

הנדגםהשמיעה   כך,של  בתוך  ה  .  המחובר למערכת  דיבור  מושמעים מקטעי    EEG-לנבדק  אותות 

, זאת כאשר האותות מושמעים משני כיוונים שונים )ימין ושמאל( והמערכת מנסה לסווג את  שקטו

 הכיוון ממנו הגיע אות הדיבור אליו הנבדק מעוניין היה להאזין. 

אותות   מקבלת  המערכת  הדיבור    EEGבבסיסה,  מקטעי  השמעת  במהלך  מהאדם  נדגמו  אשר 

מראש   נקבע  אשר  באורך  למקטעים  חלוקה  נרמול,  הכולל  ראשוני  עיבוד  הליך  אותן  ומעבירה 

( אשר  CNNועברים לרשת קונבולוציה )מ  EEG-בין המקטעים. בהמשך, מקטעי אותות ה וחפיפה  

בקוד   ומומשה  מראש  כאשר  Pythonתוכננה  ה  של  במוצאה,  מתקבל  המערכת  הרשת  אליו  כיוון 

 סבורה כי הנבדק התכוון להאזין. 

בחנו את הרשת עבור פרמטרים שונים, הן של המידע המוזן לרשת )אורכי החלונות, גודל החפיפה  

( ועקבנו אחר  Learning Rate  ,Weight Decay  ,Batch Sizeם עצמה )בין החלונות( והן של רשת הנוירוני

 התוצאות בכדי להגיע לתוצאות הטובות ביותר. 

בקביעת כיוון השמיעה על ידי הרשת. כלומר,    70%-בתרחיש האופטימלי הצלחנו להגיע לדיוק של כ

הנבדק ניסה להאזין, זאת  מהמקרים הרשת הצליחה לזהות נכונה את הכיוון האמיתי אליו    70%-בכ

 בלבד.  EEG-בהתבסס על אותות ה

ובהינתן שיפור דיוק הרשת    מחד  הקיים כיום  EEGבהינתן הקטנה עתידית של ציוד החומרה לדגימת  

לשדרוג    לתרוםיכולה    ו, מערכת ז מאידך  והתאמתה לחלונות זמן קצרים התואמים את חיי היום יום

כי  הקיימים  השמיעה  מכשירי  של  לסייע  פעילותם  ובכך,  בצורה  ום  שמיעה  מבעיות  לסובלים 

 סיטואציות מרובות דוברים ורעש. חייהם בהתמודדות עם על משמעותית ובפרט, להקל 
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 : תודות 2

במהלך השנה האחרונה עבדתי על פרויקט סיום התואר במסלול לעיבוד אותות בפקולטה להנדסת  

הפרויקט סייעו לי רבים וטובים להם ארצה  חשמל באוניברסיטת בר אילן. בכל תקופת עבודתי על  

 להודות. 

על   העבודה  בתקופת  שלי  הישיר  כמנחה  שימש  אשר  גואטא  רועי  למר  להודות  ברצוני  ראשית, 

פיתוח הפרויקט,  ב לי    בכדי לסייע   מי הפרויקטהפרויקט. רועי תרם רבות מזמנו ומידיעותיו בתחו

עליו  לימודיתתועלת    תהפקב סקרנותבו   מהעבודה  והלמידה  הרחבת  האותות  עיבוד  בעולמות  י 

את  העמוקה. כי  אציין  מכל,  זאת    חשוב  התנהגותכל  תוך  רועי  אדיבה,    עשה  מתחשבת, 

 אני מודה לו על כך מאוד. דברים אשר אינם מובנים מאליהם בעבורי ווחברותית,  אמפתית

ים האקדמיים  אשר שימשו כאחרא  טנדייטניק כמו כן, ברצוני להודות לפרופ' שרון גנות ולמר פיני  

וכראשי המעבדה לעיבוד אותות בה ביצעתי את הפרויקט. במהלך תקופה הפרויקט הם תרמו רבות  

מניסיונם האקדמי ומהידע הרחב שלהם בתחומי הפרויקט במטרה להפיק את המיטב מהפרויקט  

 ולסייע בפתרון בעיות אשר עלו במהלך העבודה. 

קולטה להנדסת חשמל בפרט אשר סייעו לי ברכישת  ברצוני להודות לאוניברסיטת בר אילן בכלל ולפ

אשר היה הכרחי להשלמת הפרויקט בצורה  הטכנולוגי  באספקת הציוד  ,  הידע הרלוונטי לפרויקט

וללא ביותר  איכותיות  הטובה  או  מקצועיות  אשר    פשרות  טכנית  בעיה  ובתמיכה  כל  בפתרון 

 .שנתקלתי בה בשנה האחרונה

אשר תמכו בי במהלך כל השנה האחרונה בה עבדתי על    ולבת זוגילסיום, ברצוני להודות למשפחתי  

הפרויקט, הן בתמיכה נפשית, כלכלית וחברתית. דברים אלו היו בסיס של יציבות בתקופה מאתגרת  

 ומורכבת ונוכחותם הפכה את האתגרים למעט יותר קלים.
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 : הצגת הבעיה 3

י היום  בחיי  רבים  ודוברים  במקרים  רעש  מרובי  לאירועים  להגיע  האדם  כבני  לנו  מזדמן  ום, 

- כ  תבפסיכולוגיה הקוגניטיבי  המאתגרים את יכולות השמיעה שלנו. תרחישים מעין אלו מכונים

במסיבת קוקטייל או באירועים המוניים  ", זאת תוך התבססות על כך ש מסיבת הקוקטייל  בעיית"

שמם נאמר בצורה חלשה באופן  בפועל  גם אם  זאת  בני אדם נוטים לזהות את שמם בצורה מיידית,  

 יחסי לחדר הרועש. 

תקינה,   שמיעה  בעלי  אנשים  מסוגלת  בקרב  האנושית  האודיו  מערכת  דוברים  מרובת  בסביבה 

עם זאת, בקרב   תוך התעלמות משאר הדוברים והרעשים בסביבה.  , זאתלהתמקד בדובר מסוים

נשים בעלי לקויות שמיעה ואנשים מבוגרים, יכולת זו נפגעת והם מתקשים לסנן את רעשי הרקע  א

 ולהתמקד באדם אליו הם מעוניינים להאזין. 

במכשירי השמיעה הקיימים כיום, ישנו ניסיון להתמודד עם בעיית המיקוד וסינון רעשי הרקע תוך  

מערכות    ,זאת, בתרחישים מרובי דוברים  על אףהתבססות על מערכות אוטומטיות לסינון הרעשים.  

דוגמת הדובר בעל עוצמת    ,אלו מנסות לכוון את מיקוד מכשיר השמיעה בהתבסס על יוריסטיקות

שיטות אלו  בפועל    כאשרהקול החזקה ביותר או כיוון המבט של האדם המחובר למכשיר השמיעה,  

 . מספקותאינן מספקות תוצאות 

 ( Auditory Attention Detectionנעשתה התקדמות בתחום זיהוי הקשב השמיעתי )בשנים האחרונות,  

להוות   עשוי  זה  מעין  פיתוח  המוחית, כאשר  פעילותו  בפענוח הקשב השמיעתי מתוך  עוסק  אשר 

 תחליף טוב יותר לפתרונות הקיימים כיום המתבססים על היוריסטיקות אשר הוזכרו לעיל. 

לפענח את הקשב השמיעתי מתוך פעילותו המוחית של אדם מסוים, אנו נדרשים לדגום  בכדי לנסות ו

הנהוגות כיום )פירוט על השיטות    MEG-או ה   EEG-אותות ממוחו של הנדגם באמצעות שיטות ה 

נחשבת פשוטה יותר לדגימה ומתאימה יותר לשימוש בחיי היום    EEG-, כאשר שיטת היובא בהמשך(

 יום. 

יונות לפתרון הבעיה במכשירי השמיעה תוך התבססות על ההתפתחות שנעשתה  כיום, נעשים ניס

מנסים   אשר  שונים  ומימושים  שונות  שיטות  מוצעות  כך,  בתוך  השמיעתי.  הקשב  זיהוי  בתחום 

להכווין בצורה טובה יותר את מכשירי השמיעה הקיימים ובכך, לסייע ללקויי שמיעה להתמודד  

 קוקטייל".  בצורה טובה יותר בתרחישי "מסיבת

ומימשנו באופן ראשוני פתרון אשר   זה, הצענו  דגימות  בפרויקט  על  עשוי  נתונות,    EEGבהתבסס 

של אנשים רבים    חייהם היום יומייםלהוות בסיס עתידי לפתרון בעיה זו ובתקווה, לסייע בשיפור  

 ברחבי העולם. 
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 :רקע עיוני 4

 :ניתוח שיטות למדידת הפעילות המוחית 4.1

פולשניות   לא  נחשבות  מהן  שתיים  כאשר  האנושי,  מהמוח  אותות  לדגימת  שיטות  מגוון  קיימות 

גבוהה   ברזולוציה  תוצאות  וElectroencephalography  (EEG  -ומספקות   )- Magnetoencephalography  

(MEG.) 

ה שיטה  MEG-שיטת  בשנת   הינה  פותחה בארה"ב  בו  1968לדימות אשר  הפעילות  מיפוי  מסייעת 

כיוון שהשדה המגנטי במוחו של  נבדק.  ההשדה המגנטי ממוחו של    על מדידת  המוחית בהתבסס

מהשדה המגנטי המופעל על ידי כדור הארץ, הנבדק נדרש לשהות בחדר אטום    109  הנבדק חלש פי 

ויקרים רגישים  חיישנים  כולל  עצמו  והמכשיר  חיצונית  לקרינה    SQUIDsנקראים  ה  החסום 

(Superconducting Quantum Interference Devices  )של  ו ממוחו  המגנטי  השדה  את  למדוד  מטרתם 

 הנבדק בדיוק המירבי. 

בעולם המחקרי והקליני. בעולם המחקרי, נעשה שימוש במכשירים  משמשים כיום    MEG-מכשירי ה 

חית מתוך  למידת הפעילות המוו  של נבדקים  םלצורך מעקב אחר תהליכים תפיסתיים וקוגניטיביי

. בעולם הקליני, המכשירים משמשים לצורך מיפוי אזורים פגועים במוח בטרם  האותות המוקלטים

 הסרתם בהליך כירורגי, קביעת תפקודם של אזורים שונים במוח ועוד. 

מאפשרת לנו לדגום את הפעילות החשמלית )מתח חשמלי( במוח אשר מהווה בסיס    EEG-שיטת ה 

חשמליים.   אותות  באמצעות  המופעלת  האדם  בגוף  העצבית  הפעילות  של    הגילוילכל  הראשוני 

)  1875-החשמליות של המוח התרחש בתכונותיו   (  Richard Catonבאופן מקרי, כאשר רופא בריטי 

ה  זיהה לראשונה אותות חשמליים   אשרפותחו המכשירים    20-במוחן של חיות. בתחילת המאה 

פיתוח השיטה עצמה והכנסתה לשימושים   דומים למכשירים הנמצאים בשימוש כיום, זאת תוך 

 קליניים. 

ה וחוקרים    EEG-מכשירי  רופאים  בהם  רבים  ישנם תחומים  רחב, כאשר  בשימוש  כיום  נמצאים 

לצורך למידת אזורי הפעילות החשמלית במוח    במוחם של נבדקים  EEG-מתבססים על פעילות ה

חקר שינה וניתוח שלבי השינה השונים,    לצורך  EEGנעשה שימוש באותות  במצבים שונים. בתוך כך,  

ותגובתו החשמלית של המוח לתנועות    (ואוטיזם  אבחון רפואי של בעיות שונות )לדוג', אפילפסיה

 ומעשים שונים המבוצעים על ידי בני אדם וחיות. 
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עיבוד    EEG-אותות ה ודורשים  רועשים מאוד, לא סטציונריים  המגיעים מהמוח הינם מורכבים, 

מוקדם אשר יאפשר את העבודה עליהם בצורה פשוטה. זאת ועוד, קיים קושי בדגימת האותות כיוון  

1𝜇𝑉ים בתחום של  שהם לרוב נע − 100𝜇𝑉    וכתוצאה מכך, הם סובלים מהפרעות הנובעות מתנועות

 הנבדק, אותות חשמליים בסביבת הדגימה וכד'. 

 

 ממוחו של נבדק  EEGהמחשה של דגימת אותות  - 1

הנבדק במהלך דגימת  בכדי להתמודד עם ההפרעות הנובעות מתנועות ומגירויים נוספים אותם חווה  

הEEG-ה  אותות דגימות  כיום   ,-EEG    בה בצורה  מעוניינים  נלקחות  אותה  בפעולה  עסוק  הנבדק 

במידה   לדוגמה,  הבדיקה.  על  להשפיע  שעשויות  הפרעות  וללא  תנועות  ביצוע  ללא  בלבד,  לבדוק 

לשבת בחדר ללא רעשים או גירויים אחרים   שומעוניינים לבחון את כיוון מבטו של נבדק, הוא יידר

. על אף האמור, ישנה התקדמות  ולהביט רק אל המקום אליו הוא נדרש  אשר ישפיעו על הבדיקה 

אשר עם הזמן בתקווה יוכל להתאים בצורה טובה    EEGמתמדת במכשור המשמש למדידת אותות  

 . יום יומי ובסביבות רועשות יותריותר לשימוש  

בגוף    EEG- וה  MEG-השימוש בשיטות   לנו בלמידה אודות המתרחש באיברים שונים  יכול לסייע 

, אלא תוך איסוף  מהאיבריםזאת מבלי לבצע בדיקה ישירה של כל אחד    בכלל ובמוחו בפרט,  האדם

 .של הנבדק בלבד אותות ממוחו
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למדוד את הפעילות   נוספות אשר מאפשרות  ישנן שיטות  הללו,  כי במקביל לשיטות  לציין  חשוב 

זאת,   עם  יותר.  רב  בדיוק  לעיתים  האדם,  בני  של  חסרונות  המוחית  שני  יהיו  לרוב  אלו  לשיטות 

 משמעותיים על פני השיטות שציינו: 

כירורגית  -נוירו   ת התערבותישנן שיטות למדידת הפעילות המוחית בגינן נדרש    -  פולשניות יותר •

עצמה.   המדידה  ביצוע  או  המדידה  מכשיר  הרכבת  של  לצורך  במוחו  רכיב  השתלת  לדוגמה, 

או מהמוח  ישירות  מסוים  באזור  המוחית  הפעילות  את  המודד    ECoG  שיטת  הנבדק 

(Electrocorticography  )  המוח של  החשמלית  הפעילות  את  אלקטרודות  המודדת  באמצעות 

 טח המוח, כלומר מתחת לגולגולת. המוצבות על מש

המאפשרות מדידה של אותות מן המוח    EEG-ישנן שיטות יקרות, בפרט ליחס ל  –   יקרות יותר •

( המודדת את הפעילות המוחית  functional Near-Infrared Spectroscopy)  fNIRSהאנושי. לדוגמה,  

של  מדויק  ( המאפשרת מיפוי  functional Magnetic Resonance Imaging)  fMRIבאמצעות אור או  

 וזיהוי האזורים הפעילים בו בהתבסס על הפעילות החשמלית והמגנטית של המוח. המוח  

הינה שיטה הנחשבת יקרה גם כן, אך היא מאפשרת מדידה של אותות מהמוח    MEGנציין, כי  

ה לשיטת  להשוואה  ניתנת  היא  ולכן  של    EEG-החשמלי  עיבוד  הדורשים  יישומים  ומאפשרת 

 האותות המתקבלים. 

ישנו יתרון מובהק בכך שהיא זולה    EEG-לכל אחת מהשיטות ישנם יתרונות וחסרונות, אך לשיטת ה

ת אחרות ובכך, מאפשרת יישום של פונקציות שימושיות לחיי היום יום הן ברמה  משמעותית משיטו

והן במימושים שונים אשר עשויים להקל על    תהרפואית בסיוע ובפתרון בעיות של בעלי מוגבלויו

 .(Brain Computer Interfaceמשתמשים במגוון תחומים שונים ) 
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 :EEG-אותות ה 4.2

אותות    EEGאותות   אלקטרודות    חשמלייםהינם  מספר  באמצעות  הנבדק  של  ממוחו  הנמדדים 

באמצעות הקלטת האותות החשמליים, ניתן לנתח את הפעילות  המונחות על ראשו בנקודות שונות.  

 העצבית במוחו של הנבדק ולהצביע על התנהגויות או בעיות שונות. 

ילות אותה מבצע האדם  משתנים בין אדם לאדם ופעילים בצורה שונה בהתאם לפע  EEG-אותות ה

ממנו דוגמים את האותות. לדוגמה, ניתן להבחין בשוני באותות כתלות במצבו הנפשי של הנבדק או  

בעת ביצוע תנודות בגופו של הנבדק. ככלל, כל פעילות או מחשבה שמבוצעת על ידי הנבדק צפויה  

 .EEG-לקבל ביטוי כלשהו באותות ה

1נעים בתחומי התדר    EEG-אותות ה − 80[𝐻𝑧] תחומים אשר -, כאשר התחום מחולק למספר תתי

 כל אחד מהם פעיל במצבים שונים ומצביע על פעולות שונות המבוצעות על ידי האדם הנדגם. 

 תחומי התדר הינם: 

דלתא • 𝜹  (𝟏  -   גלי  − 𝟒[𝑯𝒛])   –    ובעלי ביותר  האיטיים  הגלים  כבעל  נחשב  זה  תדרים  תחום 

בבוגרים בריאים בעת שינה   ביטוי  לידי  יבואו  גלים אלו  ביותר. לרוב,  האמפליטודה הגבוהה 

מכאן, מעקב אחר גלי הדלתא במוחו של אדם יכול לשמש כאינדיקטור על מצב הכרתו    עמוקה.

 של האדם ממנו נדגמו האותות.

 

 המחשה גרפית של גלי הדלתא  - 2

𝜽   (𝟒  -גלי תטא   • − 𝟖[𝑯𝒛])  –    תחום זה יופיע במבוגרים בעת הירדמות או התעוררות וכן במצבי

ויצירתיות. גלי תטא עשויים    רוגע, מדיטציה  וצעירים,  ילדים  במצבים בהם    לפעול גםבקרב 

 בעלי פעילות רגשית גבוהה. 

 

 תטא המחשה גרפית של גלי ה - 3
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𝜶  (𝟖  -גלי אלפא   • − 𝟏𝟑[𝑯𝒛])  –   גלים אלו נחשבים כגלים דומיננטיים בקרב רובם של בני האדם

פעילות גבוהה של טווח זה תבוא לידי ביטוי בעת הרפיה וסגירת עיניים  הבוגרים והצעירים.  

מכאן, מעקב אחרי גלי אלפא עשוי    והפעילות תתמעט בעת מאמץ נפשי ופתיחה של העיניים.

 אדם ממנו נדגמו האותות. לספק אינדיקציה מסוימת על מידת הרגיעה של ה

 

 אלפא המחשה גרפית של גלי ה - 4

בטא • 𝜷   (𝟏𝟑  -  גלי  − 𝟑𝟎[𝑯𝒛])  –    תדרים באמפליטודה    זהתחום  המתאפיינים  מגלים  מורכב 

בטא נמוך    – לרוב מחולק לשני תחומי תדר  כיוון שתחום זה רחב יותר מאחרים, הוא  נמוכה ו

גבוה.   ביותר  זה הינו  תדרים   תחום  ובטא  והמשמעותי  ללמידה    בכל הקשור   הטווח המעניין 

של המוח. כך, גלים אלו מייצגים מצב של קשב, עוררות ואף חרדה )בקצב    תולפעילות קוגניטיבי

 העליון של תחומי התדר(.

 

 בטא המחשה גרפית של גלי ה - 5

) גלי   • נמוכים  𝟑𝟎גמא  − 𝟓𝟎[𝑯𝒛] ( גבוהים  וגלי גמא   )𝟓𝟎 − 𝟖𝟎[𝑯𝒛])  –    זה מייצג תחום תדרים 

גלים אלו מתקשרים לפעילות מוחית בקנה מידה גדול  לעיתים מצבי קיצון של המוח. כמו כן,  

קוגניטיביו לפעילויות  קשר    תוכן  בעל  זה  תחום  ועוד,  זאת  פעיל.  וזיכרון  לב  תשומת  דוגמת 

ש ואלצהיימרלהפרעות  סכיזופרניה  אפילפסיה,  כגון  בזיהוי    ונות  לסייע  עשוי  אחריו  ומעקב 

 . הבעיות הללו

 

 גמא המחשה גרפית של גלי ה - 6



11 
 

 : ( IntelligenceArtificialבינה מלאכותית ) 4.3

 : (Machine Learningלמידת מכונה ) 4.3.1

האנושי.   המוח  של  פעילותו  לחכות את  הייתה  רעיון מרכזי שמטרתו  סביב  החלה  מכונה  למידת 

להבחין ביניהן, אך איננו יודעים    לומדלדוגמה, כאשר ילד גדל ורואה מספר תמונות של חיות, הוא  

כיצד בדיוק התהליך מתרחש במוחו. כך, המטרה הייתה לפתח מנגנון שילמד על בסיס דוגמאות,  

 הפתרון עצמו יעשה בסוג של "קופסה שחורה". גם אם 

למידת מכונה מהווה תחום במדעי המחשב ובהנדסה העוסק בפיתוחם של אלגוריתמים שונים אשר  

מטרתם היא לאפשר למחשב ללמוד מתוך סט דוגמאות נתון. בתוך כך, מטרת הלמידה הינה לבנות  

מבלי להגדיר למחשב במפורש את  מודל המבוסס על הדוגמאות ומאפשר לקבל החלטות או תחזיות  

 הדרך לקבלתן. 

ה בשנות  נעשתה  בתחום  הראשונה  בשם    60-ההתפתחות  פשוט  סיווג  אלגוריתם  הוצג  בהן 

"פרספטרון" אשר יצר תקווה בקרב חוקרים רבים. עם זאת, כיוון שהאלגוריתם התגלה כמוגבל  

   .80-יחה מחודשת בשנות ה זכה לפר, אך שנה 20-בזיהוי פונקציות מורכבות, התחום נזנח למשך כ

ה בפועל,    90- בשנות  נוספת באופטימיות מהשימושיות שתהיה ללמידת המכונה  ירידה  התרחשה 

, שרשראות מקרוב וכו'(.  SVMזאת על אף פיתוחם של תחומים חשובים ביותר בעולמות המחקר )

הנעשה    שברמת השימוהתחום נמצא בצמיחה מתמדת הן בעולמות המחקר והן    2000-החל משנות ה

 .בלמידת מכונה במוצרים קיימים

 למידת מכונה מורכבת משלושה סוגי אלגוריתמים עיקריים:

בלמידה זו, סט הדוגמאות עליו מתבסס האימון מגיע    –   (Supervised Learningלמידה מונחית )  •

ללמוד   לאלגוריתם  המאפשרת  סיווג  תווית  מכן,  בצירוף  ולאחר  הנתונים  סט  מתוך  תבניות 

 לחזות את סיווגן של דוגמאות אשר לא היו חלק מתהליך האימון. 

תוויות    בלמידה זו, סט הדוגמאות מגיע ללא   –  (Unsupervised Learningלמידה בלתי מונחית ) •

סיווג, דבר אשר לרוב מקשה על למידה המאפשרת לספק תחזית. אלגוריתמים אלו משמשים 

( ( ולהטלת דוגמאות הנתונות בממד גבוה  Clusteringלרוב לטובת חלוקת מידע נתון לקבוצות 

 לממד נמוך. 

האלגוריתם מקבל בסיום    בלמידה זו  –  (Reinforcement Learningלמידה מבוססת חיזוקים )  •

המטלה משוב על ביצועיו בביצוע המטלה הנדרשת וכתוצאה מהמשוב, עליו ללמוד אילו מבין  

 ההחלטות שביצע במסגרת התהליך הובילה להצלחה או כישלון בביצוע המטלה. 
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 לרוב, השימוש בלמידת מכונה על פני שיטות אחרות נעשה כתוצאה מאחת מהסיבות הבאות: 

 במימוש הפתרון בצורה ידנית )לדוגמה: ראייה ממוחשבת, דיבור וכו'(.קיים קושי  •

המערכת נדרשת לשינויים תכופים ולהתאים עצמה לסביבה משתנה ואיננו מעוניינים להתאים   •

 במייל, המלצות לרכישות באינטרנט וכו'(.  Spamאותה ידנית בכל פעם מחדש )לדוגמה: זיהוי 

ביחס למערכת המבוססת על מודלים קלאסיים  ם יותר  דרישה למערכת שתגיע לביצועים טובי •

 או לינאריים. 

כיום, למידת מכונה מהווה חלק אינטגרלי ברוב התחומים מבוססי הטכנולוגיה, כאשר בתחומים  

הרכבים   תחום  לדוגמה,  לכן.  קודם  קיימות  היו  שלא  יכולות  לפיתוח  מובילה  אף  היא  רבים 

 שפות, זיהוי דיבור ועוזרות קוליות, חיזוי מחיר מניות ועוד. , תרגום טקסטים במגוון םהאוטונומיי

 :(eep LearningDלמידה עמוקה )  4.3.2

תחום הלמידה העמוקה התפתח מתוך הרצון לדמות את פעילות המוח בצורה טובה אף יותר מאשר  

ומתוך כוונה לפתח שיטה שתאפשר ביצוע חישובים ופעולות מורכבות    בלמידת המכונה הקלאסית

 . גש על פעולות שאינן לינאריותיותר, בד

ולא התפתחת   למידת המכונה הקלאסית  עד תחילת שנות האלפיים התחום שהה תחת הצל של 

בצורה משמעותית באקדמיה או בתעשייה. עם זאת, בתחילת שנות האלפיים החל שיפור מתמיד  

( וביכולות האחסון של כמויות גדולות של  GPUsביכולות העיבוד המקבילי המסייע בלמידה עמוקה )

סיפקו דחיפה משמעותית לצמיחת התחום. זאת ועוד, במהלך שנים אלו פותחו  מידע, דברים אשר  

)לדוגמה:   שונות  ושיטות  אלגוריתמים  שיפור  Dropout-ו  Batch Normalizationגם  סיפקו  אשר   )

 לתוצאות אשר היו קודם לכן.

בלמידת מכונה אשר מאפשר לנתח ולהסיק מסקנות ממאגרי מידע שונים  למידה עמוקה הינה תחום  

נוירונים".   "רשתות  המכונות  רשתות  של  מדורגת  בתצורה  המבוצע  המידע  עיבוד  על  בהתבסס 

נסתרות   שכבות  דרך  עוברות  ולעיתים  ביניהן  מקושרות  ופלט(  )קלט  מידע  יחידות  זו,  במסגרת 

(Hidden Layers  אשר מסייעות בחישובים )  השונים. כפי שמעיד השם, למידה עמוקה בעצם מנסה

למדל בצורה מסוימת את פעילותו של המוח האנושי, כאשר חוזק הקשר בין יחידות מידע שונות  

 מדמה את חיבורם של הנוירונים במוח. 
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קיימים סוגים שונים של רשתות נוירונים וכל אחת מהרשתות לרוב תתאים לטיפול בסוג שונה של  

 גמה: מידע, לדו

רשתות אשר לרוב נחשבות כפשוטות ביותר בהן    –  (Feed-Forward NNרשתות זרימה קדימה ) •

המידע זורם רק בכיוון אחד של הרשת. רשתות אלו אינן רגישות במיוחד לתקלות ובעלות זיכרון  

מבוזר )מאחסנות מידע בכל הרשת(, אך הן תלויות בבנייה תקינה של הרשת. שימוש ברשתות  

 ראייה ממוחשבת, זיהוי דיבור ועוד. אלו מצוי ב

לרוב יתאימו למידע שאינו משתנה בזמן. לרשתות הללו יש יכולת    –   (CNNרשתות קונבולוציה ) •

לזהות באופן עצמאי את הרכיבים המשמעותיים בתוך המידע, אך לשם כך נדרש להם מידע רב  

 סיווג תמונות. לצורך אימון הרשת. שימוש ברשתות אלו לרוב בא לידי ביטוי בזיהוי ו

• ( חוזרות  הופעת    –  (RNNרשתות  בסדר  ויודעות להתחשב  זיכרון  כוללות מרכיב  אלו  רשתות 

המידע, כאשר לרוב יתאימו למידע אשר משתנה בזמן. עם זאת, הן נחשבות לקשות לאימון.  

שימוש ברשתות אלו עשוי לבוא לידי ביטוי בבעיות חיזוי, הפיכת שמע לטקסט, קריאת כתב, 

 יבור, סיווג סרטוני וידאו ועוד. זיהוי ד

בלמידה עמוקה היעד הינו לבנות רשת נוירונים אשר תתאים בצורה הטובה ביותר לסוג המידע אותו  

  אנו באים לעבד, כאשר בתהליך ישנם משתנים רבים, לדוגמה: סוג הרשת, מספר השכבות הנסתרות 

 . םמספר הנוירוניו

מגידול  כאמור,   כתוצאה  ובטכניקות  כיום,  בחומרה  משמעותי  שיפור  הקיימות,  המידע  בכמויות 

שונות לעיבוד המידע, למידה עמוקה נמצאת בשימוש נרחב במגוון תחומים שונים. בין היתר, למידה  

עמוקה באה לידי ביטוי בפיתוח רכבים אוטונומיים, תרגום וניתוח של מקטעי טקסט, חיזוי מחירי  

 יתוח חיסונים ואף באבחון מחלות.נדל"ן, זיהוי עצמים בתמונות, פ
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 : פונקציות אקטיבציה 4.3.3

אשר   מתמטיות  פונקציות  הינן  אקטיבציה  לפלט  פונקציות  הקלט  של  מיפוי  לבצע  הינה  מטרתן 

לינאריות בכדי לשפר את הדיוק  -לינארית. כלומר, לאפשר לרשת להוסיף ממד של אי-בצורה לא 

 במקרים מורכבים יותר מהמקרה הלינארי. 

(, פונקציית אקטיבציה מופיעה לרוב לאחר כל שכבת לימוד.  CNNל רשתות קונבולוציה )בתצורות ש

  לינאריות המאפשר לרשת ללמוד -פונקציית האקטיבציה מוסיפה לרשת הקונבולוציה ממד של אי

 תובנות מורכבות יותר ולבצע מיפוי מורכב שאיננו לינארי בין הקלט לפלט. 

החשובה   התכונה  כי  לציין  תהיינה  חשוב  שהן  הינה  האקטיבציה  פונקציות  של  ביותר 

דיפרנציאביליות )ניתנות לגזירה(, זאת בכדי לאפשר למידה של הרשת באמצעות "פעפוע לאחור"  

(Backpropagation .) 

 נזכיר שתי פונקציות בהן נשתמש בהמשך ברשת אותה מימשנו: 

 : ReLUפונקציית   •

 מוגדרת בצורה הבאה:הינה פונקציית אקטיבציה אשר   ReLU-פונקציית ה 

𝑓(𝑥) = max⁡(0, 𝑥) 

 

 ReLU- המחשה גרפית של פונקציית ה - 7

. בתוך כך, יתרונה של הפונקציה נובע מפשטותה,  CNNהפונקציה נמצאת בשימוש רחב ברשתות  

- כאשר בכך היא מאפשרת מיפוי מהיר של ערכי הקלט )נעים בכל תחום הממשיים( למספר אי

 שלילי בפלט המערכת.  

יקבל מספר   נוירון מסוים אשר  ימצא  שייתכן שברשת  כיוון  ישנו חסרון  לפונקציה  זאת,  עם 

 לא יהיה פעיל בשום שלב של הרצת הרשת. שליליים וכתוצאה מהפעלת הפונקציה, הוא
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 : Sigmoidפונקציית  •

 הינה פונקציית אקטיבציה אשר מוגדרת בצורה הבאה:  Sigmoid-פונקציית ה 

𝜎(𝑥) =
1

1 + 𝑒−𝑥
 

 ש

 Sigmoid- המחשה גרפית של פונקציית ה - 8

 . [0,1]הפונקציה מבצעת מיפוי של ערכי הקלט )נעים בכל תחום הממשיים( לפלט הנע בטווח של  

 :( unctionFLossפונקציית הפסד ) 4.3.4

( הפסד  )Loss Functionפונקציית  עלות  פונקציית  לעיתים  המכונה   )Cost Function  פונקציה הינה   )

וההסתברות   מסוים  אירוע  למיפוי  המשמשת  ככל  מתמטית  אירוע.  אותו  של  להתרחשותו 

שפונקציית ההפסד קטנה יותר, כך אנו יכולים להעריך כי המודל שלנו צודק יותר בחיזוי התוצאה  

)הרצויה. כלומר, שתחזית המוד ( המופיעים בסט  Labelsל קרובה לתוצאה אשר מופיעה בתיוגים 

 האימון. 

( ( המשמשים כמשתני המודל כך  Weightsבמהלך אימון הרשת, נשאף לבצע עדכון של המשקלים 

פונקציית   של  גזירה  ידי  על  לרוב  מבוצע  המשקלים  עדכון  ביותר.  הטוב  יהיה  התוצאות  שחיזוי 

 ההפסד ביחס למשקלים המופיעים במודל. 

יע על הכיוון בו הפונקציה  פונקציית ההפסד מצב  ה של גזירבנקודה מסוימת בעת הכיוון הגרדיאנט  

יו רדת, בהתאם לנקודה בה אנו מחשבים את הנגזרת. במהלך האימון, נשאף  עולה או לחילופין, 

להגיע לנקודת המינימום של פונקציית ההפסד, זאת כיוון שככל שפונקציית ההפסד קטנה יותר, כך  

 אנו למדים כי חיזוי המודל שלנו טוב יותר. 
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 : (Gradient descentמורד הגרדיאנט ) 4.3.5

)מורד הגרדיאנט(.    Gradient descentרשתות נוירונים נקראת  שיטת האופטימיזציה המוכרת ביותר ב

מחשבים את הנגזרת בנקודה בה  בכל צעד אנו  כך שבשיטה זו, האופטימיזציה מבוצעת בצעדים,  

 אנו נמצאים, כאשר הנקודות נקבעות מעצם הצבת המשקלים בפונקציית ההפסד. 

מתקדמים בצעדים קטנים בכיוון הנגדי לכיוון  הנגזרת בנקודה מצביעה על כיוון הגרדיאנט ואנו  

וכיוון שאנחנו   פונקציית ההפסד  העלייה של  כיוון  על  כיוון הגרדיאנט מצביע  הגרדיאנט. כלומר, 

 מעוניינים להגיע אל ערכה המינימלי, אנו מתקדמים בכיוון הנגדי. 

 בעצם בצורה הבאה:   תעשה  Gradient descent, ההתקדמות באלגוריתם  𝐿(𝑤)בהינתן פונקציית הפסד  

𝑤𝑠+1 ← 𝑤𝑠 − 𝜖
𝑑𝐿

𝑑𝑤
(𝑤𝑠) 

 הינו פרמטר הנקרא קצב הלמידה ונפרט עליו בהמשך. 𝜖כאשר 

 : (Stochastic Gradient Descent - GDS) טיסירידה בגרדיאנט סטוכ 4.3.6

בשיטה הקלאסית דורש בכל איטרציה לסכום על כל סט המידע בכדי לחשב את  חישוב הגרדיאנט  

על מקטעים גדולים של מידע, הדבר עשוי להיות מסובך חישובית ולקחת    בהתבססהגרדיאנט. לכן,  

 זמן רב, דבר המכביד בצורה משמעותית על זמן ההרצה של הרשת. 

SGD    תצורה של  מהווהGradient Descent  היעילות של אלגוריתם זה באה    לחישוב יעיל יותר.משמש  ו

במקום לסכום בכל איטרציה על כל המידע, האלגוריתם בוחר כמות קטנה של  לידי ביטוי בכך ש

 בה בכדי לשערך את הגרדיאנט.  יםומשתמש (Mini-batch)מידע 

רון זה  מספק עדכון מהיר של הגרדיאנט, אך עושה זאת בצורה רועשת. לרוב פת  SGD-אלגוריתם ה

תנודות  עשוי להספיק בכדי להגיע לתוצאה הרצויה, אך לעיתים האלגוריתם נוטה לבעיות דוגמת  

גדולות המובילות להתכנסות איטית והתכנסות למינימום מקומי או נקודת אוכף )בעיקר בממדים  

 גבוהים(. 

 להלן המחשה של התכנסות האלגוריתמים: 

 

 המחשה גרפית של שיטות התכנסות הגרדיאנט  – 9
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 :נוירונים פרמטרים באימון רשתות-היפר 4.3.7

• Batch Size: 

פרמטר המגדיר את מספר דוגמאות האימון אשר מועברות בכל פעם למודל. במילים אחרות,  

בדומה לפרמטרים רבים ברשתות    מספר הדוגמאות המועברות במודל בכל צעד קדימה ואחורה.

נבחר לרוב על ידי ניסוי וטעיה תוך אימון של הרשת על גדלים    Batch Size-נוירונים, פרמטר ה 

 שונים של פרמטר זה ובחינת השפעתם על תוצאות המודל.

תוביל    Batch Size- המבצע חישוב מקבילי, הגדלת ה  GPUבעת הרצת המודל, בפרט בעת הרצה על  

כמובן מגבלת חומרה התלויה בגודל הזיכרון    זמן הריצה של המודל. עם זאת, קיימתלשיפור  

 ומונעת הגדלה בלתי מוגבלת של הפרמטר.  GPU-הקיים ב 

 :(Learning Rateקצב למידה ) •

יבוצע כחלק מהליך האופטימיזציה של המודל. קצב  גודל הצעד אשר  זה מגדיר את  פרמטר 

גבוה מדי    Learning rateהלמידה עשוי להיות בעל השפעה מכרעת על המודל, כאשר בחירה של  

נמוך תגרום    Learning rateתכנסות למינימום מקומי או להתבדרות ובחירה של  עשויה להוביל לה

 זמן רב עד להתכנסות.  חהאופטימיזציה ייקלכך שלאלגוריתם  

קצב הלמידה לא חייב להישאר קבוע לאורך כל הליך האימון והוא יכול להשתנות. לדוגמה,  

ניתן להקטין את קצב האימון לאורך הלמידה וכך, לשלב בין היתרונות המתקבלים בלמידה  

 איטית ולמידה מהירה. 

 :(eight DecayWדעיכת משקל ) •

במהלך  כחלק   שקיבל  התובנות  את  להכליל  ילמד  שהמודל  נרצה  מודל,  של  האימון  מהליך 

בסט   קיבל  שהמודל  למידת  מדויקת  בצורה  דומים  שאינם  שונים  מקרים  עבור  גם  הלמידה 

 . Overfittingכלומר, נרצה למנוע   האימון.

דל מספר  . כלומר, יתקבלו במוכןהמודל יצטרך להיות מורכב גם  בכדי לפתור בעיות מורכבות,  

גדול של פרמטרים אשר יצביעו על קשרים בין החלקים השונים של רשת הנוירונים. עם זאת,  

יעניש את   ולכן, נשתמש בפרמטר אשר  לנדרש  וכבד מעבר  יהפוך למסובך  נרצה שהמודל  לא 

 המודל עבור סיבוכיות גבוהה.

י המשקלים יורדים  אנו מוסיפים פרמטר אשר מטרתו לוודא כ  .Weight Decay- פרמטר זה הינו ה

 ובמידה וזה לא המצב, להעניש את המודל על כך. 
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 (, נקבל כי כעת עדכון הגרדיאנט יהיה:L2 Regularizationה )עבור המחשלצורך ה

𝑤𝑠+1 ← 𝑤𝑠 − 𝜖 (
𝑑𝐿

𝑑𝑤
+ 𝜆𝑤) = (1 − 𝜖𝜆)𝑤 − 𝜖

𝑑𝐿

𝑑𝑤
 

האיבר כעת  לנו  נוסף  לראות,  שניתן  אם  𝜖𝜆𝑤  כפי  כאשר   ,0 < 𝜖𝜆 < אז  1 עם  ,  ירד  המשקל 

 התקדמות האלגוריתם ללא קשר לגרדיאנט. 

 : (Momentumמומנטום ) •

מפיתולים   כתוצאה  איטית  להיות  עשויה  למינימום  המודל  התכנסות  מסוימים,  במצבים 

יפנה בכל שלב  בפונקציה אותה נרצה למזער.   כלומר, כיוון שיהיו פיתולים רבים, הגרדיאנט 

 לכיוון אחר ולא יתקדם מהר מספיק. 

ם מהו כיוון  בכדי לשפר את מהירות ההתכנסות של המודל, אנו יכולים לבחון לאורך כמה צעדי

ההתקדמות הכללי של המודל ואז, לתת לו פרמטר שיגרום להתקדמות מהירה יותר ובצעדים  

 גדולים יותר בכיוון זה. 

 :מחושב בכל שלב בצורה הבאההמומנטום 

𝑚𝑠+1 ← 𝜇𝑚𝑠 − 𝜖
𝑑𝐿

𝑑𝑤
 

 והוא משפיע על עדכון הגרדיאנט כך: 

𝑤𝑠+1 ← 𝑤𝑠 +𝑚𝑠+1 

,0.9]הינו פרמטר דעיכה המוגדר בדרך כלל בטווח   𝜇  הפרמטרכאשר  0.99]. 

בצעדים,   שמתקדמים  כאשר    𝜇ככל  ואז,  בחזקה  𝜇עולה  < של    1 ולצעדים    𝜇𝑛הביטוי  יקטן 

 . של הגרדיאנט ותה יותר על העדכוןח קודמים תהיה השפעה פ

יותר   להתכנסות מהירה  יוביל  לעיתים הדבר  בבעיה,  כתלות  של המומנטום משתנה  יעילותו 

ולעיתים לא תהיה לא השפעה כלל. בכל מקרה, מומנטום אינו יכול להזיק ולפגוע בתוצאות  

 את ההתכנסות. ולהאטהמודל  
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4.3.8 Batch Normalization : 

מוביל לכך שהמידע    המידע   יך נרמולבמסגרת הליך זה מבוצע נרמול של המידע הנכנס אל הרשת. הל

,𝑁(0  בצורה  , כלומר שהמידע יתפלג 1ובעל שונות    0-יהיה מנורמל סביב ה  בכל שלב  . כך, ניתן  (1

להימנע ממצב בו כתוצאה מערכים גבוהים המתקבלים בעומקה של הרשת הגרדיאנט מתאפס או  

 מתבדר.

( הינו הליך  Data Normalizationהמידע הנכנס אל הרשת עוד בטרם האימון )  לביצוע נרמול לכל  , בפועל

ואיטי כן,    .סבוך  זה לעיתים  כמו  בכמה שכבות  מוביל    הליך  גבוהים לאחר מעבר  ערכים  לקבלת 

 ופונקציות אקטיבציה והכפלה במשקלים. 

. בשיטה  Batch Normalizationבכדי להקל על מהירות החישוב ולהימנע מהבעיות, הוצעה השיטה של  

כל פיצ'ר מידע בכניסה לשכבה חבויה מנורמל )לפני/אחרי מעבר בפונקציית האקטיבציה( ובכך,  זו,  

 עצם מהווה קירוב מחושב לכל סט המידע. ב Batch-ה

 : , בין היתרישנם מספר יתרונות Batch Normalization- לשימוש ב

 משפר את מהירות האימון.  •

 המשקלים. מוריד את הרגישות לאתחול  •

גבוה יותר בכך שההליך מייצב את הגרדיאנט )מונע התאפסות   Learning Rate-מאפשר שימוש ב •

 או התבדרות(. 

איטית   בצורה  להתקבל  עשויות  מהרשת  התחזיות  מסוימים,  בתרחישים  במסגרתו  חיסרון  ישנו 

של    יותר, זאת כתוצאה מהחישובים הנוספים המתווספים בכניסה לכל אחת מהשכבות הנסתרות

 הרשת.

4.3.9 Dropout: 

במהלך ביצוע אימון לאלגוריתמי למידת מכונה בכלל ובעת אימון רשתות נוירונים בפרט, עשויה  

. במסגרת בעיה זו, האלגוריתם מבצע למידה המותאמת בצורה  Overfittingלהיווצר בעיה המכונה  

לדיוק בתחזיות על נתונים  גבוהה לסט האימון עליו הוא מאומן, אך מתקשה לבצע הכללה שתוביל 

 שהוא לא ראה קודם לכם )סט בדיקה(. 

, כאשר בין היתר הדבר עשוי לנבוע ממודל  Overfitting-עשויות להיות מספר סיבות אשר יובילו ל

מורכב מדי בו משתמשים, אימון של המודל למשך יותר מדי איטרציות המוביל ללמידה של פיצ'רים  

במידע( או סט אימון קטן מדי הגורם לכך שהמודל מתאים עצמו  שאינם נדרשים )לדוגמה, רעשים  

 יותר מדי לדוגמאות הנתונות 
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ישנן שיטות שונות באמצעותן ניתן לבנות מספר מודלים בהסתמך על מידע קיים, דבר אשר עשוי  

(. הכללת Overfittingלסייע בהכללת המודל ובמניעה של התאמתו בצורה גבוהה מדי לסט האימון )

(, כאשר סט המודלים הנוצר באמצעות השיטות  Regularizationהקיים נקראת רגולריזציה ) המידע  

 . ensemblesהשונות נקרא 

Dropout    בה שיטה  מסוימת  הינה  בהסתברות  בשכבה  מהנוירונים  חלק  מוחקים  האימון  במהלך 

𝑝)לדוגמה, מחיקה של  = נים ברשת מהנוירונים בצורה רנדומלית(. על ידי מחיקת חלק מהנוירו  0.5

 רשת אחרת החולקת פרמטרים עם שאר הרשתות המוגרלות. מסוימת, אנו מקבלים 

להיות   הופך  נוירון  כל  שנבחנת,  רשת  בכל  קטן  הנוירונים  שמספר  כיוון  זו,  שיטה  על  בהסתמך 

משמעותי יותר במסגרת הליך הלמידה, זאת כיוון שיש פחות נוירונים עליהם הרשת יכולה להסתמך  

 הלמידה. במסגרת 

, כאשר במקרים מסוימים ישנה  Overfittingהינו כאמור במניעת    Dropout- היתרון הגדול של שימוש ב

הנובעת   השגיאות  במספר  ירידה  פחות  גם  רגישה  הופכת  שהיא  ומכך  יותר  בוחנת  שהרשת  מכך 

המשמשות    לרעש. אחרות  לשיטות  ביחס  חישובית  מבחינה  יותר  יעילה  נחשבת  זו  שיטה  בנוסף, 

 ולריזציה של המידע. לרג

אינה מדויקת, הדבר עשוי לגרום דווקא לפגיעה בביצועי    Dropout-במידה וההסתברות המוגדרת ב

מגמות   של  איבוד  או  הרשת  של  האימון  במהירות  האטה  להיות  עשויה  היתר  בין  כאשר  הרשת, 

קטנים    חשובות באימון הרשת כתוצאה מזריקה של חלק מהנוירונים בלמידה )קורה בעיקר בסטים

 של מידע(. 

 

 במקרה בסיסי  Dropout-הדגמה של שיטת ה - 10
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 : חלופות לפתרון 5

עסקו   אשר  מחקרים  מגוון  פורסמו  האחרונות  בפרויקט,   משיקההבמשימה  בשנים    למשימתנו 

  EEG-אליו אדם מעוניין להאזין בהסתמך על אותות ה  הדוברבניסיון לחלץ את  במסגרתה נעשה  

ולמידה   מכונה  למידת  על  בהתבסס  זאת  לעשות  ניסו  אשר  מחקרים  על  בדגש  ממוחו,  הנדגמים 

הדובר בהסתמך על אותות    כיוונו שלעם זאת, קיים מחסור במאמרים אשר עוסקים בזיהוי    עמוקה.

 . גם מאמרים דוגמת אלולשם השוואה ולכן, בחנו  EEG-ה

במסגרת סקירת החלופות לפתרון, נציג מספר מאמרים ושיטות אשר הוצעו בניסיון להתמודד עם  

והסיבה   אל הפתרון אותו בחרנו לממש  נפנה  כלל  הוא    בגינההבעיה, כאשר בסופם  פני  על  נבחר 

 הפתרונות האחרים אשר הוצעו במאמרים אלו. 

מתבסס על ההבנה כי פעילות קליפת המוח  במסגרתו בוצע ניסוי אשר     [1]מאמר המתאר מחקר .1

בני אדם בוגרים    40עוקבת אחר מעטפת אותות הדיבור הנשמעים ע"י בני האדם. במסגרת זו,  

סיפור אחד   –  יםטות של סיפורהושמעו להם במשך כדקה שתי הקל במהלכו לקחו חלק בניסוי 

 .  באוזן ימין וסיפור אחד באוזן שמאל

שונה  דובר  ידי  על  נקרא  מהסיפורים  אחד  חזרו  ו  כל  ההליך  משתתף   30על  כל  עבור  פעמים 

לסיפור    בניסוי. להאזין  הנחיה  לנסיינים  ניתנה  קבוצה  ובכל  קבוצות  לשתי  חולקו  הנבדקים 

ימין. או  על    באוזן שמאל  שעלו  של הסיפור  בקבצי האודיו  כך  0.5𝑠מקטעים שקטים  נחתכו 

יהיה   ולהימנע    .0.5𝑠שאורכם  מסוימת  בנקודה  מרוכז  המבט  על  לשמור  התבקשו  הנבדקים 

עשויות להשפיע על אותות  אשר  במידת האפשר מלמצמץ בעיניים או מביצוע פעולות מוטוריות  

 הנדגמים.  EEG-ה

מהנבדקים על    6אלקטרודות וממוחם של    128מהנבדקים על ידי    34האותות נדגמו ממוחם של  

0לאחר הדגימה, התוצאות סוננו בתחום של  אלקטרודות.    160ידי   − 134[𝐻𝑧]    ועברו הורדת

, זאת במטרה לצמצם את זמן העיבוד  [𝐻𝑧]64בכדי להגיע לתדר דגימה של    8קצב בפקטור של  

 הנדרש. 

בכדי    [𝐻𝑧]64ור אשר הושמעו לנבדקים עברו גם הן הורדת קצב לתדר דגימה של  אותות הדיב

, כאשר סינונים וצעדי עיבוד נוספים נעשו  שהוקלטו  EEG-לאפשר לקשר ביניהן לבין לאותות ה

 . EEG-על אותות האודיו בכדי להתאימם לאותות ה

האלקטרודות בו זמנית. שחזור האות    128לאחר מכן, חושבה התגובה להלם בהתבסס על כל  

כיוון שבכל    .EEG-אותות ה נעשה באמצעות קונבולוציה בין התגובה להלם ובין    EEG-מאותות ה

   .לכל ניסוי (Decoders) ניסוי הושמעו שני מקטעי אודיו, אומנו שני מפענחים
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לבין המקטע אליו נדרש הנבדק    EEG- חושבה רגרסיה לינארית בין אותות ה  המפענחיםבאחד  

לבין המקטע אליו הנבדק לא נדרש    EEG-רגרסיה לינארית בין אותות ה  להאזין ובשני חושבה 

בוצעו   נבדק  כל  שעל  כיוון  חושבו  30להאזין.  נבדק  לכל  כי  גורר  הדבר    60  בסה"כ  ניסויים, 

 . נאריתעל ידי רגרסיה לי מפענחים

פירסון  דיוק השחזור הוגדר באמצעות קבוע קורלצ ידי מתאם  על  )חושב  בין מעטפת  𝑟  -יה   )

לבין המעטפת של מקטע הדיבור אשר הושמעו לנבדק,    EEG-הדיבור אשר שוחזרה מאותות ה

𝑟𝑎𝑡𝑡𝑒𝑛𝑑𝑒𝑑    מתאר את המתאם בין שחזור המעטפת לבין מעטפת האות אליו נדרש הנבדק להאזין

ר המעטפת לבין מעטפת האות השני שאליו הנבדק  מתאר את המתאם בין שחזו  𝑟𝑢𝑛𝑎𝑡𝑡𝑒𝑛𝑑𝑒𝑑- ו

 לא נדרש להאזין.

החוקרים הגדירו כי במידה וישתמשו במפענח שחושב לאות אליו הנבדק התבקש להאזין, דיוק  

𝑟𝑎𝑡𝑡𝑒𝑛𝑑𝑒𝑑בחיזוי יתקיים כאשר   > 𝑟𝑢𝑛𝑎𝑡𝑡𝑒𝑛𝑑𝑒𝑑    ובהתאמה, במידה וישתמשו במפענח לאות שאליו

𝑟𝑎𝑡𝑡𝑒𝑛𝑑𝑒𝑑הנבדק לא התבקש להאזין, דיוק בחיזוי יתקיים כאשר   < 𝑟𝑢𝑛𝑎𝑡𝑡𝑒𝑛𝑑𝑒𝑑 . 

התבקש   נבדק אליו ה  הדוברלהלן המחשה גרפית המתארת את אסטרטגיית העבודה בפענוח  

 להאזין:

 

 [1]ר איור הממחיש את הליך הפענוח במאמ -  11

: בדיקה למול נבדק ספציפי )אימון ובדיקה על אותו הנבדק(  המודל נבחן בשתי תצורות שונות

( הנבדקים  ביחס לשאר  נבדק ספציפי  על  כל  ובדיקה  על  בוצע  הנבדקים האחרים    39האימון 

 ונבחן על הנבדק הנותר(. 
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 התוצאות שהתקבלו במודל עבור המודל הינן:

 

 [1] דיוק הפענוח והשחזור עבור כל הנבדקים במאמר - 12

ועבור נבדק ביחס לשאר   89%( תוחלת הדיוק הייתה  Subject Specificעבור נבדק ספציפי ) כאשר  

, כאשר הפענוח בוצע באמצעות המפענח  82%( תוחלת הדיוק הייתה  Grand Averageהנבדקים )

 תכוון הנבדק להאזין.שהוכוון לזיהוי הסיפור אליו ה

בצורה דומה, עבור המפענח שכוון לזהות לאיזה סיפור הנבדק לא התכוון להאזין, במקרה של  

Subject-Specific   ובמקרה של   78.9%הדיוק היהGrand Average  75%הדיוק היה . 

תוצאה מעניינת נוספת אשר עלתה מן המאמר ורלוונטית לתחום הפרויקט עוסקת בהשפעתו  

. כלומר, עבור מקטעי  הרצוי  הדובר  זיהוי( על תוצאות פענוח  Test Sizeסט הבדיקה )  של גודל

EEG הרצוי  שהוקלטו באורכי זמן שונים, נבחנה ההשפעה על תוצאת חיזוי הדובר . 

 להלן התוצאות שהתקבלו עבור בדיקה זו: 

 

 [1] באורכים שונים כפי שהתקבלו במאמרתוצאות הפענוח עבור חלונות בדיקה  - 13
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כפי שניתן לראות, ככל שאורך המקטע/החלון גדל, כך דיוק המודל גדל. עם זאת, עבור חלון  

של   של    10sבגודל  בתוחלת  תוצאות  מציג  הלינארי  משמעותית    68.9%המודל  נמוכות  אשר 

 רוכים יותר. מהתוצאות המתקבלות עבור חלונות זמן א

בהתבסס    אליו הנבדק מעוניין להאזין  , בחנו החוקרים גם כן את זיהוי הדובר[2]  ףבמאמר נוס .2

, רק שבמקרה זה החוקרים התבססו על רשת  ואותות האודיו המושמעים לנבדק  EEGעל אותות  

CNN  .בכדי לבצע את הפענוח במקום על מודל לינארי 

  החוקרים מתבססים בגישתם על כך שמערכת השמיעה האנושית באופן טבעי איננה לינארית 

ולכן, שיטות לינאריות אינן מתאימות בצורה מיטבית לטיפול בבעיה זו ויתכן שדווקא רשת    [3]

 נוירונים אשר מספקת פתרון לא לינארי עשויה לספק תוצאות טובות יותר. 

ת אות  ספקטרוגרמו  EEGעל אותות    הנבדק בהתבסס   אליו  הדובר הרצויהמחקר עסק בזיהוי  

 :EEGהדיבור אשר הושמע לנבדק. בתוך כך, בניסוי התבססו על שלושה סטים שונים של אותות  

• FAU_Dataset  –  Dataset    מקטעי אודיו    6נבדקים, כאשר לכל אחד מהם הושמעו    27אשר כלל

דקות לנבדק(.   30דקות )סה"כ   5משני רמקולים שונים, כאשר כל אחד מהמקטעים באורך 

 הנבדקים התבקשו להאזין לאחד מהרמקולים. 

אשר הוצבו על ראשו של הנבדק והמידע נדגם    AgClאלקטרודות    21באמצעות    הוקלטהמידע  

 .2500𝐻𝑧 בקצב של

• DTU_Dataset  –  Dataset    נבדקים אשר נתבקשו להאזין לאחד משני נבדקים.   18אשר כלל

 דקות לנבדק(. 50שניות כל אחד )סה"כ   50מקטעים באורך של  60לכל נבדקו הושמעו  

 .512𝐻𝑧אלקטרודות בקצב של    64המידע הוקלט באמצעות 

• KUL_Dataset  –  Dataset    סיפורים באורך    4הושמעו  נבדקים, כאשר לכל נבדק    16אשר כלל

 דקות כל אחד. 6דקות כל אחד, כאשר הסיפורים חולקו בפועל לשני חצאים באורך  12של 

 .8196𝐻𝑧אלקטרודות בקצב של    64המידע הוקלט באמצעות 

 . EEG שעות של נתוני 34.9בסך הכל, המאמר התבסס על 

ממנו שימש בסט הבדיקה, כאשר לא   25%-ממנו שימש כסט האימון ו 75%-שהמידע חולק כך 

- לאחר החלוקה, סט הבדיקה חולק לשניים, כך ש  היו חפיפות בין הנתונים בכל אחד מהסטים.

 שימש כסט הבדיקה בפועל.  12.5%-ממנו שימש כסט הולידציה ו  12.5%

 32𝐻𝑧בתדר קיטעון של    LPFעות  כל סוננו באמצבכדי להתאים את כל הנתונים לתבנית אחידה,  

ובנוסף, עברו    1𝐻𝑧בתדר קיטעון של    HPF- כמו כן, הנתונים סוננו ב  .64𝐻𝑧- ועברו הורדת קצב ל

 . 1ושונות   0נרמול כך שיהיו בעלי תוחלת 
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  2שניות עם חפיפה של    3שניות עם חפיפה של שנייה,    2אורכי חלונות.    4כמו כן, נבחנו בניסוי  

ו  3שניות עם חפיפה של    4שניות,   כל    4שניות עם חפיפה של    5-שניות    בדיקה שניות. סה"כ, 

 דגימות. 118,922 ה הכיל

ב הדיבור סוננו  ל   8𝑘𝐻𝑧עם תדר קיטעון של    LPF-אותות  מקטעי    .16𝑘𝐻𝑧- ועברו הורדת קצב 

ת אותות  ספקטרוגרמ   ועם אותן חפיפות, בהתאמה. EEG-הדיבור חולקו בצורה זהה למקטעי ה

 . STFT- הדיבור לכל ניסוי חושבה באמצעות לקיחת הערך המוחלט של קבועי ה

 רשתות: -רשת הנוירונים הורכבה משלוש תתי 

• EEG_CNN : 

 קונבולוציה, להלן: שכבות   4-הרשת הורכבה מ

 

 [2] כמתואר במאמר EEG_CNNתיאור מבנה שכבות הקונבולוציה ברשת  - 14

 Max poolingולאחר השכבות בוצע חישוב  1X1של   Strideכל שכבות הקונבולוציה בוצעו עם 

בסט האימון ובכדי    Overfitting-בכדי להוריד את הממד של המידע. כמו כן, בכדי להימנע מ

( ההכלה  את  גם  Generalizationלשפר  בוצעו  המידע,  של   )Dropout  ו-Batch Normalization.  

 . ReLUעבר בפונקציית אקטיבציה מסוג   השכבותמוצא 

גודל סט המידע בכניסה אל הרשת השתנה כתלות באורך החלון שנבחר, אך מוצע הרשת 

 .48X32נותר קבוע בגודל של  

• Audio_CNN: 

 שכבות קונבולוציה, להלן:  5-הרשת הורכבה מ

 

 [2] כמתואר במאמר Audio_CNNתיאור מבנה שכבות הקונבולוציה ברשת  - 15
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ובוצע שימוש בפונקציית    Max pooling  ,Batch Normalization  ,Dropoutגם כאן, הופעלו ברשת  

גם ברשת זו גודל המידע בכניסה השתנה בהתאם   על מוצא השכבות.  ReLUאקטיבציה מסוג  

 .48X16לגודל החלון בכל ניסוי וגודל המוצא היה קבוע בגודל של  

הורצה  הרשת  דוברים,  שני  של  תרחיש  כללו  במאמר  התבססו  עליהם  שהסטים  כיוון 

 פעמיים, פעם אחת עבור כל דובר.

• AE_Concat : 

48X64   (48X16והאודיו היה בגודל    EEG-המידע במוצא של רשתות ה  + 48X16 + 48X32 .)

 וחצי ממנו הגיע מהאודיו.  EEGבצורה זו, חצי מהמידע הגיע בהתבסס על 

משכבת   הורכבה  זו  בBidirectional Long Short-Term Memory  (BLSTMרשת  מלווה   )-4  

הרשת Fully-Connectedשכבות   במוצא  הפועלה  הראשונות  השכבות  בשלושת  כאשר   ,

לאיזה  בכדי לסייע להבהיר    Softmaxובשכבה האחרונה הופעלה פונקציית    ReLUפונקציית  

 התכוון הנבדק להאזין.  דובר

 בסך הכל, הרשת הורכבה בצורה הבאה:

 

 [2] תיאור הארכיטקטורה הכוללת המתוארת במאמר - 16

הוגדר    Learning Rate-וה  32הוגדר להיות    Batch Size- , גודל הepochs 80-הרצה של הרשת הייתה ל 

5להיות   ∙ ה  .10−4 בביצוע  ה  0.25הייתה    Dropout-ההסתברות  - וה   EEG_CNN-לרשתות 

AE_Concat  ה  0.4-ו שבכל   Audio_CNN- לרשת  מכך  נבעה  זו  רשת  עבור  ההסתברות  )הגדלת 

Dataset  .)מקטעי הדיבור היו זהים לכל הנבדקים ונדרשה הכללה 

ימשה במודל  ופונקציית ההפסד אשר ש  ADAM optimizerהמודל עבר אופטימיזציה באמצעות  

בנוסף,  Binary Cross-Entropyהייתה    .( בין  Test Accuracyדיוק הבדיקה  ידי החציון  על  ( חושב 

 האחרונים. epochs-הדיוק בחמשת ה 
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 :שניות 3המודל נבחן בכמה דרכים שונות על אורך חלון של  

ראשית, המודל אומן ונבחן רק על מידע מאותו הסט. כלומר, לא הייתה הצלבה בין שלושת   •

הסטים שצוינו לעיל ועבור כל אחד מהם בוצע הליך אימון ובדיקה. בתצורה זו, חציון הדיוק  

 . KUL_Datasetעל  69.1%-ו  DTU_Datasetעל  FAU_Dataset ,48.1%על   72.6%היה 

הא  • בוצע בהתבסס  שנית,  זה תוצאות  ימון  בתרחיש  יחד, כאשר  דגימות מכל הסטים  על 

היו   .  KUL_Datasetעל    77.9%-ו  DTU_Datasetעל    FAU_Dataset  ,52.9%על    84.5%החציון 

מכאן, שהמודל השתפר משמעותית כאשר ניתנו לו יותר דוגמאות אימון והוא ביצע הכללה  

 בצורה טובה. 

, כאשר בכל פעם המודל אומן על סט מידע אחד  Cross-setלבסוף, נבחן המודל בצורה של   •

,  50%ונבדק על סט מידע אחר. בתצורה זו, תוצאות המודל ירדו משמעותית וכולן היו סביב  

 (.Chance Levelבוי האקראי )כלומר ברמת הני

השונים הסטים  על  לבחינה  עלבנוסף  החלון  אורך  השפעת  גם  נבחנה  כך,    ,  המודל.  תוצאות 

  –המודל עבר אימון בהתבסס על תוצאות כלל הסטים, כאשר בכל פעם שונו אורכי החלונות  

כפי שכבר הזכרנו, בכל אחת מהאפשרויות הללו, בפועל רק שנייה אחת של    שניות.  5- ו  4,3,2

מידע הייתה חדשה, כאשר שאר המידע היה בחפיפה עם הסט הקודם )גודל החפיפה השתנה  

 ות בגודל החלון(. כתל

 התוצאות עבור אורכי חלונות שונים היו:

 

 [2] תוצאות הדיוק עבור אורכי חלונות וסטים שונים של מידע כמתואר כמאמר - 17

שניות    2עבור כל הסטים וכלל הנבדקים, התוצאה הממוצעת בחיזוי הדובר עבור חלון באורך  

70.9הייתה   ± באורך  13.2% חלון  עבור  73.9שניות    3,  ± באורך  14.8% חלון  עבור  שניות    4, 

75.2 ± 75.5ות  שני 5ועבור חלון באורך  14.3% ± 15.7% . 
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ליניארי  למודלים  ביחס  אך  המודל,  דיוק  על  השפעה  החלון  גודל  להגדלת  כי  רשת  ,  יםניכר 

נציין, כי במאמר יחסי.    [4]  הנוירונים סיפקה תוצאות טובות גם בחלונות זמן קצרים באופן 

שניות, כך    3-נמצא כי המוח האנושי עוקב אחרי משפטים וביטויים במקטעים של לא יותר מ

 תפקד בצורה תקינה בשימושים עתידיים.שניות עשוי ל 3שאורך חלון של  

הקשב השמיעתי של הנבדק, כאשר הציגו החוקרים גישה שונה לצורך פענוח    [5]במאמר נוסף   .3

  במקרה זה במקום להתבסס על מודלים לינאריים ורשתות נוירונים, התבססו החוקרים על בנק 

 FB-CSP (Filter Bank Common Spatial Pattern filters  .)מסננים מסוג 

על אף שמאמר זה מציג גישה שונה לפענוח הקשב השמיעתי, בגישה זו לא נדרשת גישה למידע  

, בפרט בחלונות מידע  מאפשר פענוח מהיר יותר של המידער  על האודיו אשר הנבדק שומע, דב

כמו כן, במאמר זה החוקרים התמקדו בזיהוי כיוון הדובר ולא בזיהויו    .קצרים )שניות בודדות(

 של הדובר בשיטות דוגמת שחזור מעטפת אות הדיבור. 

( ומאפשר חילוץ של  Brain-Computer Interface)  BCI-נמצא בשימוש נרחב בעולמות ה  CBPסינון  

ה  נבדק.  מצד  תנועות  של  זיהוי  לדוגמה  המידע,  מתוך  מרחביים  זה  פיצ'רים  במחקר  מטרה 

לממד נמוך יותר אשר מאפשר לבצע סיווג    EEG-הייתה להטיל את המידע שנאסף מאותות ה

, כאשר הדבר מבוצע באמצעות אופטימיזציה של המסנן המרחבי בהתבסס  בין שתי אפשרויות

 על הנתונים הקיימים.

𝑥(𝑡)ערוצים )   C- בעלת תוחלת אפס המורכב מ  EEGהמסננים פועלים כך שבהינתן אות   ∈ ℝ𝐶×1 )

, אשר מתאימות לכיוון הקשב 𝐶2-ו   𝐶1יכול להתאים לאחד משתי קבוצות    𝑡אשר בכל נק' זמן  

שמאל(. או  )ימין  הנבדק  של  של    השמיעתי  סט  לתכנן  הינה  מרחביים    Kהמטרה  מסננים 

𝑾-המוגדרים כ ∈ ℝ𝐶×𝐾    המייצרים אות מוצא בעלK  מתואמים המוגדרים בצורה  - לא  ערוצים

𝑦(𝑡)הבאה:   = 𝑾𝑇𝑥(𝑡) ∈ ℝ𝐾×1כך ש ,-𝐾
2
כאשר    אנרגיית המוצאהמסננים הראשונים ממקסמים    

𝑡 ∈ 𝐶1  אנרגיית המוצא כאשרוממזערים את 𝑡 ∈ 𝐶2  ובצורה הפוכה עבור ,𝐾

2
 המסננים הבאים.  

 ככלל, ניתן לתאר את השיטה בעזרת הדיאגרמה הבאה: 

 

 [5] כמתואר במאמר EEG-תיאור של עיבוד אותות ה -  18
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 נתאר את ההליך:

𝑥(𝑡)בכניסה למערכת    EEG  אות  בהינתן • ∈ ℝ𝐶×1  מחלק את  , המידע עובר בבנק מסננים אשר

ה  מסנני  מכן  לאחר  כאשר  שונים,  תדר  לתחומי  המידע    CSP-המידע  על  אימון  עוברים 

 . עובדים על כל אחד מתחומי התדרו

𝑥𝑏(𝑡)  -  אותות מסוננים  Bכלומר, מתקבלים   ∈ ℝ𝐶×1,  ,כאשר    אחד לכל תחום תדרB    מסמן

 . EEG-את מספר ערוצי ה   C-ו  את מספר תחומי התדר

𝑾𝑏המאומנים מראש    CSP- לאחר מעבר במסנני ה • ∈ ℝ𝐶×𝐾מתקבלים במוצא המסננים ,  B  

 , להלן:Kבעלי ממד  אותות

𝑦𝑏(𝑡) = 𝑊𝑏
𝑇𝑥𝑏(𝑡) ∈ ℝ𝐾×1 

ה • ממסנני  המוצא  לווקטו  CSP- אותות  לגודל   𝒇פיצ'רים    ר מועברים  בהתאם  נקבע  אשר 

האנרגיה של אותות המוצא   𝑙𝑜𝑔החלון. ניתן להשתמש בווקטור זה לסיווג באמצעות חישוב  

 בהתאם לגודל החלון. 

 האנרגיה מחושבת בצורה הבאה:

𝜎𝑘,𝑏
2 =∑𝑦𝑘,𝑏

2 (𝑡)

𝑇

𝑡=1

 

 EEGכלומר, מגדיר כמה דגימות    מסמן את מספר הדגימות בגודל החלון שנבחר.   Tכאשר  

השיידר את  בעצם  לנו  מגדיר  הדבר  משמע,  הכיוון.  על  החלטה  לקבל  בכדי  לנו   Delay-ו 

 בחישוב הכיוון. 

log(𝜎𝑘,𝑏מורכב מחישוב   𝒇  רהווקטובסך הכל, 
2 ). 

נכנס אל מסווג בינארי הקובע את הכיוון אליו התכוון הנבדק להאזין.   𝒇ווקטור הפיצ'רים   •

ב זאת, משתמשים  לעשות  אופטימיזציה  LDA  (Linear Discriminant Analysis-בכדי  לבצע   )

𝒗לווקטור מסננים  ∈ ℝ𝐾𝐵×1    כך שיספק את ההטלה הטובה ביותר שתאפשר הפרדה גבוהה

 ות. בין הקבוצות ומזעור של ההפרדה בתוך הקבוצ 

 המסננים מחושבים בצורה הבאה:

𝒗 = 𝜮𝑤
−1(𝝁2 − 𝝁1) 

ו  𝛴𝑤  כאשר המחלקות  לשתי  ביחס  הפיצ'רים  של  הקוואריאנס  מטריצת  הינה    𝜇1/2- היא 

 התוחלת בכל אחת מהמחלקות )פיצ'רים(.
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 מתקבלת פונקציית ההחלטה: בסוף התהליך •

𝐷(𝒇) = 𝒗𝑇𝒇 + 𝑏 

 ניתן לחישוב בצורה הבאה:  𝑏- הגדרנו ו 𝒗כאשר את  

𝑏 = −
1

2
𝒗𝑇(𝝁1 + 𝝁2) 

𝐷(𝒇)אם   1מסווג למחלקה  𝒇ווקטור הפיצ'רים   > 𝐷(𝒇)אם  2ולמחלקה  0 < 0. 

 : EEGהמנגנון המתואר הופעל על שני סטים של מידע המכיל אותות 

  16  - מ  EEGדקות של הקלטות    72המכיל    [6]  הסט הראשון הינו הסט המתואר במאמר •

 נבדקים ובו הונחו הנבדקים להאזין לאחד הצדדים )ימין או שמאל(.  

המידע • הקלטות    138מכיל    [7]השני    סט  של  הונחו  נבדקים    18  -מ  EEGדקות  כאן  שגם 

, כל כמו כן  משתנה.  SNR-להאזין לאחד הכיוונים, כאשר בסט זה הופעל בנוסף רעש רקע ב

ימין/שמאל בקומבינציות משתנות, לצורך נבדק נדרש להאזין לכיוונים משתנים שאינם רק  

 המחשה: 

 

 [5] תיאור הזוויות השונות מהן הושמע המידע לנבדקים במאמר - 19

הדבר מאפשר לבחון את זיהוי כיוון הקשב השמיעתי למספר כיוונים ולא רק בהגבלה לשני  

 כיוונים בלבד.

1המידע סונן בקטע   − 30𝐻𝑧    4למקטעים באורך𝐻𝑧    2עם חפיפה של𝐻𝑧    ,בין המקטעים. כמו כן

ה ל  EEG-אותות  קצב  הורדת  מ   .64𝐻𝑧- עברו  להימנע  בכדי  כן,  מטריצת Overfitting-כמו   ,

ה יותר. כאשר מסנני  טובה  בצורה  כדי שתכליל  רגולריזציה  עברה  נבחרו    CSP- הקאווריאנס 

 חציון האנרגיה בין שתי המחלקות בהתחשב בכל הגדלים של החלונות בניסוי.

של  ראשית,   בגודל  חולק למקטעים  והשני,    30-ו  שניות  60המידע  הראשון  עבור הסט  שניות 

נוצרו    בהתאמה. הארוכים    10כך,  המקטעים  בהמשך  כאשר  המידע,  את  המכילות  קבוצות 

 מקטעים קצרים יותר בהתאם לאורך החלון שנקבע. -חולקו לתתי
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בין   לבין שיטה דומה המחשבת את הקורלציה  בין השיטה המוצעת במאמר  בוצעה השוואה 

אות   המעטפת  מאותות  המשוחזרת  המעטפת  לבין  לנבדקים  המושמע  )דומה    EEG-האודיו 

 .[8] והוצגה במאמר CCA (Canonical Correlation Analysis)  –לפתרון הראשון שהצגנו( 

 ההשוואה בוצעה ביחס לחלונות זמן משתנים, להלן: 

 

 [5] עבור אורכי חלונות זמן משתנים כמתואר במאמר FB-CSP-ומודל ה CCA-דיוק מודל ה - 20

, בפרט  CCA- כפי שניתן לראות, תוצאות המודל המוצע טובות בצורה משמעותית מתוצאות ה

- . הפער נובע מכך שכאמור, שיטת ה AADעבור חלונות קצרים אשר הינם משמעותיים ביישומי  

CCA  מנסה להעריך את הדובר הרצוי בהסתמך על שחזור מעטפת אות הדיבור מאותות ה-EEG ,

 כאשר שיטה זו בסך הכל מבצעת בחירה בין שני כיוונים במרחב.

תואר במאמר לבין פתרון מבוסס רשתות קונבולוציה  לאחר מכן, בוצעה השוואה בין הפתרון המ

 :[9] המתואר במאמר

 

 [5]עבור אורכי חלונות זמן משתנים כמתואר במאמר  FB-CSP-ומודל ה CNN-דיוק מודל ה - 21

כותבי   לטענת  הדובר.  כיוון  זיהוי  עבור  זהים  די  ביצועים  השיגו  השיטות  לראות,  שניתן  כפי 

 : CNN-המאמר, לשיטה המוצעת ישנם מספר יתרונות ביחס ל 

 שונות נמוכה יותר בין נבדקים ומודל יציב יותר.   •

 . CNNמון מאשר עבור פחות מידע לאי •

 . CNN-סיבוכיות חישוב נמוכה יותר מאשר ב •
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 :תיאור מפורט של השיטה שנבחרה והסיבות לבחירתה 6

 :הסיבה לבחירה בפתרון 6.1

שהוצגו לעיל התבססו על מודלים לינאריים אשר שימשו  הקיימים כיום וחלק מהשיטות והפתרונות  

לינאריים  -, מודלים לא[3]  ה לינאריתנ האנושית אינאת החוקרים. עם זאת, כיוון שמערכת השמיעה  

 דוגמת רשתות נוירונים מתאימים יותר לפענוח איכותי ומהיר של הקשב השמיעתי של הנבדק. 

לפתרון מועדף עבור משימות זיהוי רבות, כאשר בשנים  ( הפכו CNNזאת ועוד, רשתות קונבולוציה )

האחרונות אף הוצגו מאמרים מבוססי רשתות קונבולוציה אשר הציגו תוצאות מרשימות בזיהוי  

בוא   [10]בתוך כך, הוצג מאמר . EEGשינה בהתבסס על אותות ה ם במחזורהתקפים, דיכאון ושלבי

 שניות.  10נעשה שימוש ברשתות קונבולוציה לזיהוי הקשב השמיעתי בהתאם לנבדק ובחלון זמן של  

 ( 75מודלים רבים המבוססים על רשתות קונבולוציה הציגו תוצאות טובות  − דיוק בזיהוי(    85%

שניות, אך דיוק המודלים ירד    10תרחיש של שני דוברים ובאורך חלון של בזיהוי הקשב השמיעתי ב

 בצורה משמעותית עבור חלונות זמן קצרים יותר. 

כפי שציינו, מטרת הפרויקט הינה לעסוק במחקר אשר יאפשר בעתיד שימוש בחיי היום יום ושדרוג  

מרובות דוברים. לשם    מכשירי השמיעה הקיימים בכדי להקל על הסובלים מבעיות שמיעה בסביבות 

כך, נדרש פתרון אשר יתאים לחלונות זמן קצרים במיוחד, זאת בכדי שתוצאות זיהוי הדובר יגיעו  

   גבוה ויאפשרו לכוונן את עזרי השמיעה בהתאם להם.כמה שיותר במהירות ובדיוק 

מובנה בין הרצון לספק דיוק גבוה בזיהוי הקשב השמיעתי של הנבדק לבין    Trade-offכלומר, קיים  

חיזוי הקשב השמיעתי בחלונות זמן קצרים במיוחד אשר יאפשרו מימוש אשר יוכל לסייע לסובלים  

 מהפרעות השמיעה. 

אליו    הכיווןרצה הנבדק להאזין, ישנו יתרון בחיזוי  אליו    דוברה  אתמלבד הרצון לחזות  כמו כן,  

הניס לפענח מאותות  כלומר,  מופנה הקשב    EEG-ה הדובר להאזין.  היה  אליו  הכיוון במרחב  את 

השמיעתי של הנבדק. בצורה זו, אנו חוסכים את הצורך בגישה לאותות האודיו אותם שמע האדם  

, דבר אשר מתאים יותר לרצון הפוטנציאלי לממש את הפתרון  EEG-ויכולים להתרכז רק באותות ה

 עתידיים.  במכשירי שמיעה

הראו כי הכיוון אליו מעוניין האדם להאזין מקודד בצורה      [15]  ,[14]  , [13] , [12],  [11]מאמרים  מספר  

מכאן,   המוחיים.  באותות  דגימות  מסוימת  הקשב    EEGשבהינתן  כיוון  את  לפענח  יהיה  ניתן 

 השמיעתי מתוך הדגימות. 
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 :ובחינת התוצאות תיאור הפתרון הנבחר 6.2

 :הסבר ראשוני, מהלך הניסוי ודגימת האותות 6.2.1

במסגרתו    [9]  על הפתרון אשר הוצג במאמר   להתבססבהתאם לכל הטיעונים שהוצגו לעיל, בחרנו  

  EEGבחיזוי כיוון השמיעה של האדם בהתבסס על אותות    הנעשתה בחינה של רשתות קונבולוצי 

עבור חלונות זמן קצרים באופן יחסי למאמרים אחרים, דבר המציב אפשרות ריאלית לפתרון אשר  

 ם לטובת אנשים בעלי הפרעות שמיעה. בעתיד ניתן יהיה לייש

  2016-אשר נדגמו כחלק מניסוי אשר בוצע ב  EEGבמסגרת העבודה בפרויקט, התבססנו על דגימות 

- התבססו גם במאמר המוזכר לעיל. בתוך כך, דגימות ה, כאשר על דגימות אלו  [16] ותואר במאמר

EEG  נבדקים בעלי שמיעה תקינה אשר האזינו במקביל לשני דוברים אשר הושמעו להם    16- נאספו מ

 מימין ומשמאל והם נדרשו למקד את שמיעתם באחד הדוברים.

ה רעות  בחדר אטום החסום להפ  BioSemi ActiveTwoנדגמו באמצעות מערכת בשם    EEG-אותות 

ממוחו של הנבדק.    EEG-אלקטרומגנטיות ולרעש חיצוני, זו בכדי למנוע פגיעה בהקלטת אותות ה

( בתדר קיטעון  LPFסוננו במסנן מעביר נמוכים )באוזניות  מקטעי הדיבור אשר הושמעו לנבדקים  

 .[𝑑𝐵𝐴]60עוצמה של  והושמעו לנבדקים ב [kHz]4של 

דקות וחולק    12סיפורים, כל אחד מהסיפורים ארך    4מקטעי הדיבור אשר הושמעו לנבדקים כללו  

  קוצרו כך שיתאימו לאורך   500𝑚𝑠דקות כל אחד. מקטעי שקט באורך של מעל    6לשני חלקים באורך  

  .זה

באורך   לנבדקים    6המקטעים  הושמעו  )סה"כ    8הדקות  ב  48פעמים  כאשר  ניסויים    12-דקות(, 

בכל ניסוי, הנבדקים התבקשו   .(דקות 24)סה"כ  דקות 2פים הושמעו לנבדקים מקטעים באורך נוס

להתרכז במסך אשר הוצג מולם, כאשר הסימן '<' סימן לנבדקים להתרכז בצד שמאל והסימן '>'  

האוזן בה הושמע הסיפור אליו נתבקשו להאזין הוחלפה בצורה    סימן לנבדקים להתרכז בצד ימין.

כך   נדרשו  שווה,  הנבדקים  בהם  נתונים  של  שוויונית  כמות  התקבלה  שנאסף  במידע  הכל  שבסך 

 להאזין לצד שמאל ולצד ימין.

 

 המחשה של הליך הניסוי בתרחיש של שני דוברים  - 22
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 : EEG- עיבוד מקדים של אותות ה  6.2.2

ניסויים    20-אחד מהם לקח חלק בנבדקים, כאשר כל    16-כפי שצוין לעיל, המידע במקור חולק ל

בטרם פנינו לבניית המודל ובחינת הפתרון, נדרשנו להעביר את האותות שנדגמו עיבוד    בסך הכל.

ראשוני, זאת בכדי למנוע בעיות אשר עלולות להתרחש בהמשך התהליך כתוצאה מחוסר בנרמול,  

 חלוקה לא נכונה למקטעים וכד'.

נורמל   בין ערוצי הבשלב הראשון, המידע  נבדק, כך שהיחס  ולכל  ניסוי  השונים    EEG- ביחס לכל 

,  EEGבצורה קונקרטית, בכל ניסוי ולכל נבדק חושב ההספק של כל ערוץ  נשמר גם לאחר הנרמול.  

חולקו    ל הדגימות בערוצים, כאשר לאחר מכן כל זאת בהתבסס על התוחלת של הדגימות בריבוע

בסופו של דבר, המידע    ערכי ההספק )אחד לכל ערוץ(.  64- בועי של החציון אשר התקבל מבשורש הרי

 שהתקבל עבור כל נבדק נורמל ביחס לאותו נבדק ללא תלות בתוצאות הנבדקים האחרים.

על ידינו לשלושה חלקים   וחולק  מכל אחד מהנבדקים מושנדג לאחר הנרמול, הדגימות המנורמלות

 Validation)  המהמידע שימש לסט הוולידצי  12.5%(,  Train setמהמידע שימש לסט האימון )  75%  –

set12.5%- ( ו  ( שימש לבדיקהTest set .) 

הנבחר.   החלון  לאורך  המתאימים  למקטעים  מהסטים  אחד  בכל  המידע  את  חילקנו  מכן,  לאחר 

 בצורה הבאה:ות ולכן, הדגימות חולקו למקטעים שני  5בפרויקט בחרנו באורך חלון של 

𝑛𝑢𝑚𝑏𝑒𝑟⁡𝑜𝑓⁡𝑠𝑎𝑚𝑝𝑙𝑒𝑠⁡𝑝𝑒𝑟⁡𝑤𝑖𝑛𝑑𝑜𝑤 = 𝑤𝑖𝑛𝑑𝑜𝑤⁡𝑠𝑖𝑧𝑒⁡𝑥⁡𝑠𝑎𝑚𝑝𝑙𝑖𝑛𝑔⁡𝑓𝑟𝑒𝑞𝑢𝑒𝑛𝑐𝑦  

לבחון את    . הסיבה לכך היא שמחד, רצינושניות  5החלטנו לעבוד עם חלונות באורך של  בפרויקט  

עשויות להוות  זמן קצרים ולקבל תוצאות בדיוק גבוה באופן יחסי אשר    בחלונות האפשרות לעמוד  

שניות שמתקשים להוות בסיס ליישומים    10)בניגוד לחלונות באורך של    בסיס ליישומים עתידיים

שג סביר  אשר  במיוחד  קצרים  לחלונות  ישירות  לפנות  שלא  העדפנו  מאידך  אך  ם  פוטנציאלים(, 

 מודלים מתקדמים מתקשים לקבל בהם תוצאות בדיוק גבוה. 

ולכן, המידע במקרה    [𝐻𝑧]128ותדר הדגימה היה  שניות    5כיוון שבחרנו לעבוד עם חלונות באורך של  

כיו  640שלנו חולק למקטעים באורך של   כל אחד.  נבדק לא היו  ון  דגימות  כל  ועבור  ניסוי  שבכל 

 ור כל נבדק הסטים השונים חולקו למקטעים בצורה הבאה: במדויק אותן מספר של דגימות, עב

𝑛𝑢𝑚⁡𝑜𝑓⁡𝑤𝑖𝑛𝑑𝑜𝑤𝑠⁡𝑝𝑒𝑟⁡𝑠𝑒𝑡 = ⌊
𝑛𝑢𝑚𝑏𝑒𝑟⁡𝑜𝑓⁡𝑠𝑎𝑚𝑝𝑙𝑒𝑠

𝑛𝑢𝑚𝑏𝑒𝑟⁡𝑜𝑓⁡𝑜𝑣𝑒𝑟𝑙𝑎𝑝⁡𝑠𝑎𝑚𝑝𝑙𝑒𝑠⁡𝑝𝑒𝑟⁡𝑤𝑖𝑛𝑑𝑜𝑤
⌋ − 1  
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כמו כן, במסגרת עיבוד המידע הראשוני ישנה אפשרות לבצע חפיפה בין החלונות השונים. בתחילה,  

מספקות   שאינן  לתוצאות  הוביל  הדבר  אך  החלונות,  בין  חפיפה  ללא  המערכת  את  לבחון  בחרנו 

 .בין החלונות השונים 50%חפיפה של  החלטנו לבצע,  )פירוט בהמשך(. לכן

 ( של המידע: Preprocessלהלן המחשה של תהליך העיבוד הראשוני ) 

 

 EEG-המקדים של אותות העיבוד ההמחשה ויזואלית של הליך  - 23

 : מבנה רשת הנוירונים 6.2.3

רשתות קונבולוציה  (. CNNהינה רשת קונבולוציה )כפי שציינו, רשת הנוירונים בה בחרנו להשתמש  

(CNN  מכילות שורה של שכבות קונבולוציה המלוות בפונקציות אקטיבציה )  לינאריות  אשר אינן

  .Pooling( ולרוב, ילוו בשכבות Softmax-ו  ReLU)לדוגמה:  

סטים של  בתוך כך, בשכבות הקונבולוציה מוגדר מסנן בגודל מסוים אשר תפקידו הוא לעבור על  

מחלצות תוצאה מתוך המסנן    Pooling-מידע ולחלץ מהם פרמטרים ופיצ'רים מקומיים. שכבות ה

( על בחירה מוגדרת, לדוגמה תוחלת הערכים במסנן  ( או בחירת הערך  Average Poolingבהסתמך 

 (. Max Poolingהמקסימלי מבין ערכי המסנן )

ת הקונבולוציה עוברות אופטימיזציה על ידי  בדומה לסוגים שונים של רשתות נוירונים, גם רשתו

לסט המידע הנתון נעשה באמצעות   ם מזעור של פונקציית ההפסד ושערוך הפרמטרים האופטימליי

 Stochastic Gradient Descent (SGD .)אלגוריתמי אופטימיזציה, לדוגמה: 
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ה דגימות  על  בהתבסס  להאזין  אדם  מעוניין  אליו  הכיוון  את  לפענח  ממנו,    EEG-בכדי  שנדגמו 

 התבססנו על רשת הקונבולוציה הבאה: 

 

 [9] המחשה של מבנה הרשת המתוארת במאמר - 24

 על פי כיוון הזרימה )משמאל לימין(:נסביר את מבנה הרשת 

מסמן את מספרם של    64, כאשר  64xTהרשת מקבלת בכניסה מקטעים של מידע בגודל של   •

מסמן את מספר הדגימות    T-עליו התבססנו ו   Dataset-מהם נדגם המידע המופיע ב  EEG-ערוצי ה

שהוביל למקטעי    שניות   5ן באורך של  ל, בחנו חלו בחלון המידע עליו התבססנו. כפי שהזכרנו לעי 

דגימות בכל חלון. מכאן, שבמקרה שלנו הרשת קיבלה בכניסה מקטעים בגודל    640דגימות של  

 .64x640של 

  5-ו שכבת הקונבולוציה. השכבה מורכבת מלאחר כניסת המידע אל הרשת, השלב הראשון הינ •

של   בגודל  על   64x17מסננים  באדום( אשר מבצעים מעבר  לדוגמה מסומן  המידע )מסנן  סט 

כיוון שהממד הראשון של המסנן תואם לממד הראשון של סט המידע הנכנס    הנכנס אל הרשת. 

 .1x640מקטעים באורך של   5שכבת הקונבולוציה יתקבלו  ה שלאל הרשת, במוצא 

באורך   • מקטע  כל  על  המסננים,  ידי  על  הקונבולוציה  ביצוע  פונקציית    1x640לאחר  מופעלת 

 והתוצאה מועברת לשלב הבא של הרשת. ReLUהאקטיבציה 

בשלב הבא, חמשת המקטעים שהתקבלו לאחר שכבת הקונבולוציה ופונקציית האקטיבציה   •

  הערכים הנמצאים בוקטור המוצא   640של  ממוצע  ה. כלומר, מחושב  Average Poolingעוברים  

)סה"כ   , כך שלאחר החישוב מתקבל מספר שהינו ממוצע כלל הערכיםשל שכבת הקונבולוציה

 .(1x640וקטור  אחד עבור כל  –חמישה מספרים 

שכבות   • משתי  המורכבת  רשת  אל  מקושרים  שהתקבלו  המספרים  .  Fully Connectedחמשת 

השכבה הראשונה מורכבת מחמישה נוירונים אשר מקושרים אל חמשת הערכים אשר התקבלו  

 בשלב הקודם. 
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מסוג   • אקטיבציה  בפונקציית  מכן  לאחר  עוברים  הנוירונים  לשני    Sigmoidחמשת  ומתחברים 

הנוירונים שני  המחוברת.  של הרשת  בשכבה השנייה  אל    במוצא הרשת   הנוירונים  מחוברים 

אשר בעזרתה מתקבלת במוצא הרשת החלטה על הכיוון אליו התכוון   Cross-Entropyפונקציית  

 אל(.האדם להאזין )ימין או שמ

  5500-לאחר מימוש הרשת ובחינתה, ניכר כי מספר הפרמטרים הכולל ברשת אשר הוצגה הינו כ •

 פרמטרים. 

 :אימון הרשת 6.2.4

כלל   שציינו, המידע שהתקבל  מ  20כפי  לכל אחד  ביצענו    16-בדיקות  כאשר  בניסוי,  המשתתפים 

כך ש של המידע  לסט האימון,    75%- חלוקה  הוקדש  הוולידצי  12.5%ממנו  לסט    12.5%- ו  הלסט 

 הבדיקה. 

מוצא הרשת לבין  תוצאות  בין    Cross-Entropy- הפונקציית    של  אימון הרשת בוצע בהתבסס על מזעור

הנבדק-Label-ה של  השמיעתי  הקשב  כוון  אליו  הכיוון  את  סימנו  אשר  להגיע  ים  בתקווה  זאת   ,

 הנ"ל. להתאמה בין הערכים  

תוך כך,  (, כאשר בSGD)  Stochastic Gradient Descentשערוך הפרמטרים במודל בוצע בהתבסס על  

על התוצאות    Momentum- וכן בחנו את השפעת ה  Learning rateחנו את הרשת עבור ערכים שונים של  ב

 המתקבלות באימון ובבדיקה.

(, כאשר בחנו  Batchesבתצורה של מקטעים )זאת ועוד, במהלך אימון הרשת המידע הוכנס אל הרשת  

בכדי לראות כיצד הם משפיעים על איכות האימון ועל התוצאות    Batch sizeמספר ערכים שונים של  

 המתקבלות על סט הבדיקה. 

( המשקלים  ברשת.  הלמידה  פרמטרי  את  לאתחל  נדרשנו  הלמידה,  וההטיות  Weightsבתחילת   )

(Biasesברשת אותחלו על ידי הגרל )ת השווה לאפס  ה של ערכים מתוך התפלגות נורמלית בעל תוחל

 , כלומר: 0.5-ושונות השווה ל

𝑤, 𝑏⁡~⁡𝑁(0⁡,
1

2
) 

סט של פרמטרים. עם    עבור כל(  Epochs)פעמים    100בתחילת העבודה על הרשת, הרצנו את הרשת  

זאת, כיוון שבחלק מהמקרים לא קיבלנו התכנסות של המודל, החלטנו להגדיל את מספר ההרצות  

הרצות והשינוי סייע בשיפור ההתכנסות. לכן, המשכנו כך עבור כלל הבדיקות בכדי    200-של הרשת ל

 להימנע מהמצב בו הרשת אינה מתכנסת. 
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ועקבנו    (Weight Decayדעיכת משקל )על ערכים שונים של    זאת ועוד, ביצענו רגולריזציה בהתבסס

בשילוב וכן  הפרמטר  של  ערך  כל  עבור  המתקבלות  התוצאות  זה  אחר  פרמטר  של  למול    השינוי 

 שינויים בפרמטרים אחרים. 

נציין, כי הדיוק של המודל הוגדר בתור מספר הניחושים המוצלחים מתוך כלל הניחושים שבוצעו  

 הסטים. על כל אחד מן  

 :תוצאות הניסוי 6.2.5

, עבור כךשל המידע פר נבדק.  , החלטנו לבצע חלוקה  בדיוק כמה שיותר גבוה  במטרה לקבל תוצאות

- ו   ה לוולידצי  12.5%לאימון,    75%בהתאם לאחוזים אשר צוינו לעיל ) כל נבדק חילקנו את המידע  

 לבדיקה(.   12.5%

. (Balanced datasetבצורה מאוזנת )בחנו את המידע שהוקדש לסט האימון בכדי לוודא שהוא חולק  

כלומר, שעבור כל נבדק סט האימון מכיל כמות שווה של מקטעים בהם הקשב השמיעתי של הנבדק  

הופנה לצד שמאל ולצד ימין, זאת בכדי להימנע ממצד שבו ישנה נטייה לצד מסוים אשר תשפיע על  

 . ידה של הרשתהלמ

 להלן הצגה של חלוקת סט האימון עבור כל אחד מהנבדקים:

 

  

01

50.88%49.12%Subject0

49.18%50.82%Subject1

49.6600%50.34%Subject2

49.7800%50.22%Subject3

51.1800%48.82%Subject4

50.3700%49.63%Subject5

49.6000%50.40%Subject6

50.1500%49.85%Subject7

51.1100%48.89%Subject8

48.9500%51.05%Subject9

50.6700%49.33%Subject10

48.5500%51.45%Subject11

50.5400%49.46%Subject12

49.5600%50.44%Subject13

50.3700%49.63%Subject14

49.8600%50.14%Subject15
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של פרמטרי המודל. בתוך כך, עבור כל    תלאחר מכן, ביצענו בדיקה של המודל עבור מגוון קומבינציו

 אחד מהפרמטרים הגדרנו ערכים אותם הוא יכול לקבל: 

• Batch Size – המידע חולק ל -Batch-  16או  8, 4ים בגודל של. 

• Learning Rate  –    הגדרנו שלושה ערכיLearning Rate    ובחנו את השפעתם על המודל. הערכים

5- ו 0.001, 0.09שבחנו הינם:   ∙ 10−4. 

• Weight Decay  –  הגדרנו את ה-Weight Decay  5להיות ∙  ובחנו את השפעתו על הדיוק.  0או   10−4

 יצרנו קומבינציות בין כלל ערכי הפרמטרים אותם ציינו בצורה הבאה:

 

בחנו את המודל על שלוש קומבינציות של פרמטרים. כיוון שכפי שציינו   Batch Sizeכלומר, עבור כל 

קומבינציות של פרמטרים עליהן    9, קיבלנו בסך הכל עבור כל נבדק  Batch Sizeבחרנו שלושה גדלי  

9מכאן, שבסך הכל מספר התוצאות שקיבלנו הינו:   בחנו את המודל. ∙ 16 = 144. 

וכן את השתנות    יבותו, הצגנו את השתנות דיוק המודללצורך ביצוע מעקב אחר התכנסות המודל ויצ 

שביצענו. לצורך המחשת התוצאות שקיבלנו, נציג    Epochs-כפונקציה של מספר ה  Loss- פונקציית ה

בו:   במקרה  התקבלה  זו  דוגמה  כאשר  המתוארים,  לגרפים  אחת  𝐵𝑎𝑡𝑐ℎ⁡𝑆𝑖𝑧𝑒דוגמה  = 16 ,

𝐿𝑒𝑎𝑟𝑛𝑖𝑛𝑔⁡𝑅𝑎𝑡𝑒 = 𝑊𝑒𝑖𝑔ℎ𝑡⁡𝐷𝑒𝑐𝑎𝑦- וה 0.09 = 5 ∙  , להלן: 10−4
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 :Epochs-גרף הדיוק כפונקציה של מספר ה

 

 :Epochs-כפונקציה של מספר ה Loss-השתנות פונקציית ה
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ריכזנו את התוצאות עבור כלל הנבדקים לכל הקומבינציות האפשרויות של הפרמטרים. חישבנו את  

 ממוצע התוצאות בין כלל הנבדקים וקיבלנו:

 

היה הגבוה ביותר עבור    כלל הסטים ובפרט, על סט הבדיקה,כפי שניתן לראות, ממוצע הדיוק על  

 קומבינציית הפרמטרים:

• Batch Size = 4 

• Learning Rate = 0.09 

• Weight Decay = 5 ∙ 10−4 

ה  כי עבור שינוי של  ניתן לראות  ירידה    Batch Size-בנוסף,  ושמירת הפרמטרים האחרים, קיבלנו 

של כך  על  ומעיד  משמעותי  איננו  הפער  אך  המודל,  בדיוק  חשיבות    Batch Size-קטנה  הייתה  לא 

המודל של  דיוקו  בקביעת  של  משמעותית  ההתכנסות  מהירות  על  קטנה  השפעה  לו  הייתה  אך   ,

 . המודל

לראות כי עבור קומבינציות הפרמטרים האחרות קיבלנו תוצאות דיוק ממוצע    אנו יכוליםכמו כן,  

לניחוש  על סט הבדיקה  50%- של כ . תוצאות אלו כמובן אינן מספקות, כיוון שהן קרובות מאוד 

ניחוש על  סטטיסטי  יתרון  מספקות  ואינן  הדובר  מיקום  של  של    כיוון   אקראי  השמיעתי  הקשב 

 הנבדק.  

וכן   Learning Rate-מוך יותר במקרים אלו, אנו יכולים ללמוד מכך כי לערכי העל אף שקיבלנו דיוק נ

חשיבות רבה בהשפעה על דיוק המודל בחיזוי של כיוון הקשב השמיעתי של   Weight Decay- לערכי ה

 הנבדק. 

, דבר אשר הוביל לשיפור  0.9של    Momentumבנוסף לאמור לעיל, נציין כי בחנו את המודל תוך הגדרת  

)אימון,   מהסטים  אחד  אף  על  המודל  בדיוק  שיפור  ללא  אך  המודל,  של  ההתכנסות  בקצב  קטן 

 .וולידציה ובדיקה(

  

Validation Loss  - FinalValidation Accuracy  - FinalTrain Loss - FinalTrain Accuracy  - FinalTest LossTest AccuracyWeight DecayLearning RateBatch Size

0.58068877869.3893750.58960397969.00250.61596409467.18255.00E-040.094

0.67994543954.121250.67984775856.3093750.68156211852.19500.0014

0.68725759954.720.68652944355.4850.69011380555.822505.00E-044

0.58191890568.838750.58884807368.9806250.62541389864.41255.00E-040.098

0.68669123654.40868750.68701971755.26250.69114201551.152500.0018

0.68922355851.898750.688757955.3518750.69165493549.54505.00E-048

5.14958433662.965273740.60873753966.74250.6264211564.511255.00E-040.0916

0.69053269253.226250.69110545551.41250.69471695345.9812500.00116

0.69559672547.4468750.69495708550.2531250.6988258450.377505.00E-0416
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עבור בחירת הפרמטרים בה קיבלנו את התוצאות הממוצעות הטובות ביותר, בחנו את דיוק המודל  

 עבור כל אחד מהנבדקים. להלן התוצאות: 

 

, כאשר אצל חלקם אף התקבל  60%-תן לראות, בקרב מירב הנבדקים קיבלנו דיוק של מעל ל כפי שני

 בחיזוי כיוון הקשב השמיעתי.  70%-דיוק של מעל ל

בכדי לנסות ולהכליל את המידע בתרחיש אותו בחנו במסגרתו המידע אומן ונבחן על אותו הנבדק,  

בין שכבות המודל בכדי לנסות ולשפר את    Dropout-ו  Batch Normalizationהשתמשנו בשיטות של  

 התוצאות שהתקבלו. 

𝑝בהסתברות של    Dropout-ו  Batch Normalization  ביצענותחילה,   = לאחר שכבות הקונבולוציה    0.25

ה הליך  ביצוע  ה  Average Pooling-ולאחר  חישוב  לאחר  הפעולות  ביצוע  זאת,  עם  המסננים.  -על 

Average Pooling .הוביל לפגיעה משמעותית בתוצאות המודל 

𝑝בהסתברות של    Dropout-ו  Batch Normalizationלכן, ביצענו   = רק לאחר שכבות הקונבולוציה    0.25

בתקווה לשפר את תוצאות המודל. על אף זאת, לא קיבלנו שיפור בתוצאות המודל, כאשר עבור  

, Batch Size = 4בפרמטרים  ) יצענו קודם לכןשבהתרחיש שהוביל לתוצאות האופטימליות בבדיקות 

Learning Rate = 0.09 ו-Weight Decay = 5 ∙ , זאת ביחס  63.5575% ( קיבלנו תוצאה ממוצעת של10−4

 .Dropout-ו Batch Normalizationללא  67.1825%לתוצאה ממוצעת של  
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 :תרשים מלבנים של המימוש 7

תרשים המלבנים מספק את פירוט המימוש החל משלב איסוף הנתונים, דרך עיבוד הנתונים ברשת  

 מתבקשות. ה הנוירונים ועד לשלב קבלת התוצאות והסקת המסקנות 

 להלן תרשים מלבנים המתאר את התהליך: 
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 : מסקנות וסיכום 8

במסגרת פרויקט סיום התואר בהנדסה ניסינו לפתח מודל מבוסס למידה עמוקה אשר יאפשר זיהוי  

, ללא גישה לאותות האודיו או לנתונים  EEGשל כיוון הקשב השמיעתי של נבדק בהתבסס על אותות  

 נוספים מסביבת הנבדק.

  67%-האופטימלי תוצאה ממוצעת של כלאחר פיתוח המודל ובחינתו על הנתונים, קיבלנו בתרחיש 

תוצאות   האופטימלי  בתרחיש  הציגו  אשר  ספציפיים  נבדקים  ישנם  כאשר  הנבדקים,  כלל  עבור 

 (.70%גבוהות יותר )מעל  

עליו   במאמר  הושגו  אשר  לתוצאות  ביחס  נמוכות  תוצאות  הציגו  המודל  תוצאות  זאת,  אף  על 

התבסס על  בזיהוי כיוון הקשב השמיעתי ב  80%- השיגו החוקרים דיוק של כ  במסגרתו  [9]  התבססנו

 שניות(.  5חלון בעל אורך דומה לחלון אותו בחנו )חלון באורך 

למרות שהתקבלו תוצאות נמוכות יותר, להבנתנו הרעיון עצמו היה מוצלח, זאת כיוון שתוצאות  

אף בחלונות בעלי אורך קצר    ( 70-80%)המאמר עליו התבססנו הוכיחו כי ניתן להגיע לדיוק גבוה  

שניות ובכך, להוביל בעתיד לפתרון אשר יסייע לסובלים מהפרעות שמיעה ויקל עליהם    5-יותר מ

 ודד עם תרחישים בהם הם נמצאים בסביבה רועשת או בעלת מספר דוברים. להתמ

, מודל זה לא השיג תוצאות  3זאת ועוד, נציין כי על אף שהצגנו פתרון שונה בעל תוצאות דומות  

יותר   עליו  טובות  בפתרון  מסוימים  שיפורים  בהינתן  להבנתנו  כאשר  התבססנו,  עליו  מהפתרון 

התבססנו )פרטים בהמשך( ניתן להגיע לפוטנציאל שיפור אשר יאפשר להגיע לתוצאות דיוק טובות  

 יותר.  אף

 תרון עליו התבססנו קיימות כיום מספר מגבלות:לצד זאת, חשוב לציין כי לפ 

סבוכות ורגישות מדי לתנועות ופעולות מצד הנבדק ולכן,    EEGכיום מערכות ההקלטה לאותות   •

יידרש עוד פיתוח חומרתי של מערכות אלו בטרם ניתן יהיה לממש פתרון שימושי אשר ימצא  

 בשימוש תדיר. 

נו • אינם  רשתות  אשר  גדולים  ברכיבים  נמצא  אשר  משמעותי  עיבוד  כוח  דורשות  ירונים 

מאפשרים מימוש פתרון לביש המבוסס עליהם. עם זאת, בהינתן שיפורים בחיבוריות, יתכן  

 מכשור לביש אשר יאפשר להתבסס על חומרה מרוחקת שתבצע את העיבוד הנדרש. 

גדולות לצורך הליך הלמידה וקבלת    מתבסס על למידה עמוקה הדורשת כמויות מידע הפתרון   •

 תוצאות, מכאן שידרשו הקלטות נוספות והתאמות בכדי לשדרג את הפתרון באופן ממשי.

לסיכום, הפתרון מספק בסיס ראשוני לפיתוח עתידי של מודלים אשר יאפשרו זיהוי של כיוון הקשב  

 השמיעתי ויסייעו לבעלי הפרעות שמיעה ואנשים מבוגרים.
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 : רעיונות להמשך 9

בכדי לשפר את תוצאות הפרויקט ואת המודל עליו התבססנו, ישנם כמה כיוונים אפשריים להמשך  

 אשר בראייתנו, יתכן ויובילו לשיפור משמעותי: 

במהלך העבודה על הפרויקט, התוצאות אשר קיבלנו התבססו על הליך למידה, ולידציה ובדיקה   •

על   בהסתמך  פעם  בכל  כלל  שבוצע  מסוים,  נבדק  עבור  כלומר,  הנבדק.  אותו  של  הנתונים 

)סה"כ   עליו  שבוצעו  ל   20הניסויים  חולקו  ו  12.5%אימון,    75%-ניסויים(    12.5%-ולידציה 

 בדיקה. 

כיוון שכך, להבנתנו סט המידע שהתקבל עבור כל נבדק היה קטן מהנדרש ולכן, האימון לא היה  

הר לתוצאות  להוביל  בכדי  איכותי  המודל  מספיק  באימון  להיות  עשוי  אפשרי  שיפור  צויות. 

בהתבסס על תוצאותיהם של כלל הנבדקים, תוך בדיקתו בכל פעם על נבדק ספציפי. בצורה זו,  

 נגדיל משמעותית את סט האימון ונאפשר הכללה עבור כל אחד מהנבדקים. 

ה יותר  מלבד תצורת אימון שונה, הגדלה של כמות המידע תאפשר לרשת ללמוד בצורה טוב •

כלומר, ביצוע ניסויים  ובצירוף תוצאות של עוד נבדקים, תאפשר הכללה רחבה יותר של המודל.  

דגימות   הכוללים  מידע  מאגרי  של  הוספה  לחילופין,  או  המידע  סט  להגדלת   EEGנוספים 

המתאימות לפרויקט וקיימים ברשת, עשויים להגדיל את תוצאות הדיוק של המודל עבור נבדק  

 ספציפי ועבור כלל הנבדקים. 

יותר אשר תוכל   • וניתן יהיה לתכנן רשת מורכבת  בהתבסס על כמות מידע גדולה יותר, יתכן 

יותר   רבה  תועלת  תפיק  יתכן שאף  זו,  ובצורה  יותר  אף  טובה  בצורה  משיטות  לבצע הכללה 

אשר כפי שראינו, לא הובילו במקרה שלנו לשיפור    Dropout-ו  Batch Normalizationהכללה דוגמת  

 התוצאות. 

שיפור עתידי נוסף אשר עשוי להטיב עם המודל בשימושים פרקטיים הינו ביצוע החלטות רכות   •

עה  של המודל במקום החלטות קשות. כלומר, במקום לקבוע במוצא המודל מהו כיוון השמי

אשר   רכה  החלטה  לספק  ניתן  לטעויות(,  מובילה  מטבעה  לעיתים  )אשר  ערכית  חד  בצורה 

 תאפשר כוונון של מכשירי שמיעה קיימים בהתאם להסתברות לכל כיוון.  

כך, אותות המגיעים מכיוון בעל הסתברות גבוהה לקשב שמיעתי יוגברו, זאת ביחס לאותות  

 ת מנגנוני הסינון הקיימים במכשירי השמיעה. מכיוונים אחרים אשר יעברו סינון באמצעו
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