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 הקדמה 
  בסיס ראשוני פרויקט זה הוא הפרוייקט שלי, דביר פרסקי, לתואר הראשון בהנדסה חשמל, ומהווה 

 הישיר בהנדסת חשמל במגמת עיבוד מידע ומדעי הנתונים. לתזה לתואר השני 

 . , ובהנחייתו האקדמית של פרופ' שרון גנות אופוצ'ינסקי הפרוייקט הוא בהנחיית רננה  

אותה אנו מנסים לפתור, פירוט על   בספר פרוייקט זה מוצג הרקע העיוני הדרוש לשם פתרון הבעיה 

תוצאותיה.  שונים, וכן פירוט על שיטת הפתרון הנבחרת ו  במחקריםאשר נוסו על בעיות דומות שיטות 

מימוש השיטה בפועל נעשה בקוד בשפת פייתון, אשר הורץ על שרתי הפקולטה לשם אימונו ובחינתו.  

   קבצי הקוד הרלוונטיים אינם נכללים כחלק מספר זה, אלא יוגשו כנספח נפרד. 

 תודות 

,  ראשית ברצוני להודות למנחה שלי, רננה, אשר סבלה אותי ואת שעות הפעילות המוזרות שלי

  . , טכניות ומהותיות כאחדבפתרון בעיות רבות מספור לעזור וסייעה לי רבות  הביעה נכונות מתמדת 

מתוך מטרה לשאוב השראה   כמו כן, ברצוני להודות לך על סקר הספרות אשר סייעת לי לערוך 

 מגישות שונות לפתרון בעיה זו. 

סייעת לי  ההנחייה משך כל השנה. בפגישות השבועיות תודה למנחה האקדמי, פרופ' שרון גנות, על 

איפשרת לי חופש פעולה ברמה הטכנית  רבות בהשגת כיוון הפתרון האפקטיבי ברמה התיאורטית,  

ולהנחיל לי ידע רב בתחום, בין היתר בדרכים המקובלות אצלנו לנתח פלטים  להכווין אותי  היטבת  ו

 מהסוג הרלוונטי לנו. 

העלה  ברמה הטכנית  לתמיכה המתמשכתתודה למר פיני טנדייטניק, מנהל המעבדה, אשר מעבר 

שלהם  על מימושן לשם בחינת התועלת  מספר נקודות מהותיות לנושא אשר בימים אלו אני עובד 

 . לאופטימיזציית ומיטוב פלטי המערכת

  בסיועכן שיטות עבודה אפקטיביות ובהנחלת  סיונה המחקרי ילאמי היקרה אשר תרמה לי מנ  התוד

לבעיות שצצו במהלך  כיוון פתרון  בהצעתע אף הוא יאשר סי נושאים נוספים. תודה לאבי רב במגוון 

 העבודה, ותודה ליתר משפחתי אשר פירגנה לי במשך כל התואר בומיוחד במהלך השנה האחרונה. 

  



 תקציר 

 צגת הבעיה ה

מולדים  שיטות מתחומי הלמידה העמוקה משמשים אותנו לפתרון מגוון בעיות. בשנים האחרונות 

הידע  באמצעות  , וזאת סיגנלשיפור איכות גנרטיבים עמוקים נוחלים הצלחה רבה במשימות של 

הסטטיסטי על אופי התנהגותו של סיגנל תקין ואופי ההפרעה בו, המונחלת למודל באמצעות אימון  

 הרשת העמוקה. 

ים הטובים ביותר למשימות של גנרציית  המודלים הגנרטיבים מבוססי הדיפוזיה נחשבים כיום המודל

 כאשר הם מאותחלים מרעש לבן(. תמונות וזאת באמצעות הפחתה מתמדת של רעשים )

ואכן כך  רעש אדיטיבי,  באופן אינטואיטיבי נשתמש במודל גנרטיבי דיפוזי למשימות של הפחתת 

לא  אות דיבור עובר עיוותים  , לצורך העניין( נעשה. עם זאת, במהלך מעבר בתווך סטנדרטי )חדר

, אשר אנו ממדלים כהדהוד באמצעות תגובה  טרם דגימתו וקידודו לאות בדיד במיקרופוןאדיטיביים 

 . להלם 

לשם   הדיפוזימבוססות  מודלים גנרטיביים לשימוש בבחון שיטות אם כן, מטרת פרוייקט זה היא ל 

 . , שהוא בעל קורלציה לסיגנלאלא הדהוד בת"ס  הדיבור כאשר הרעש אינו אדיטיבי שיפור איכות אות 

  



 תקציר הפתרון

ותשאף אל הסיגנל   𝑥0על הסיגנל אשר תתחיל מן הסיגנל הנקי   –נרוץ במקביל על שתי דיפוזיות 

 .𝛿(𝑡)ותשאף ל  ℎ0, ועל התגובה להלם אשר תתחיל מן התגובה להלם  𝑦המהודהד  

   המשותפת לשתיהן. )גדולה מספיק( יחידה 𝑠𝜃רשת   נאמן  score functionsלשם חישוב שתי ה

הרשת  אותן תלמד  score functionsל  ”ground truth”כך שה , Lossדרך השתי הדיפוזיות תצומדנה 

ולא רק החלק    –לרבות החלק הפוסטריורי   –בכללותה המשותפת ההסתברות יוגדר כגריאנט לוג 

 : הפראיורי

𝜃 = argmin
𝜃

𝐸𝑡,(𝑥0,ℎ0,𝑦),𝑥𝑡|(𝑥0,𝑦),ℎ𝑡|ℎ0 [‖𝑠𝜃
𝑋(𝑥𝑡, 𝑦, 𝑡) − 𝑆𝑒𝑥𝑝𝑒𝑐𝑡𝑒𝑑

𝑋 ‖
2

2

+ ‖𝑠𝜃
𝐻(𝑥𝑡 , 𝑦, 𝑡) − 𝑆𝑒𝑥𝑝𝑒𝑐𝑡𝑒𝑑

𝐻 ‖
2

2
] 

 כאשר: 

(
𝑆𝑒𝑥𝑝𝑒𝑐𝑡𝑒𝑑
𝑋

𝑆𝑒𝑥𝑝𝑒𝑐𝑡𝑒𝑑
𝐻 ) = (

∇𝑋𝑡 log(𝑝𝑡(𝑋𝑡 , 𝐻𝑡|𝑋0, 𝐻0, 𝑌))

∇𝐻𝑡 log(𝑝𝑡(𝑋𝑡 , 𝐻𝑡|𝑋0, 𝐻0, 𝑌))
)

= −

(

 
 

𝜀𝑡
𝑋

𝜎𝑋(𝑡)
+ ∇𝑋𝑡 (2𝑑 log(‖𝑥𝑡‖2) +
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𝜀𝑡
𝐻

𝜎𝐻(𝑡)
+ ∇𝑋𝑡 (2𝑑 log(‖ℎ𝑡‖2) +

‖𝐻𝑡⊛𝜀𝑡
𝑋‖2

2

2‖ℎ𝑡‖2
2 )

)

 
 

 

נבנה באופן  באמצעות שיטה זו אנו מקבלים לא רק את הסיגנל באיכות גבוהה יחסית )שכן המודל 

שמכיר באופן עיוותו על ידי הדהוד הממודל כראוי(, אלא גם את התגובה להלם, אשר יכולה לשמש  

 אותנו למגוון שימושים: 

על   בהתבסס   יעיל יותר חישוביתעל הקלטות נוספות מהחדר באופן  dereverberationביצוע  •

 . Informedהתגובה להלם אשר שוערכה, באמצעות מודלים 

באמצעות התגובה להלם אשר נשערך,   – בלא צורך בבנייה אקוסטית  onlineיטול הדהוד  ב •

גל בעל פאזה הפוכה אשר תתאבך עם גל הקול ותבטל את    ניתן יהיה לשדר לחלל החדר 

 , בדומה לפעולת אוזניות מבטלות רעשים. ההדהוד

מזג האוויר מיחס המהירויות בתדרים השונים  )כמו פרמטרים על הסקת מידע על המערכת  •

  מתוך התגובה להלם. או אובייקטים בחדר מן ההחזרות השונות( 



 רקע עיוני 
, בהנחה  אלגוריתמי הדרוש להבנת הפרוייקט-את כל הרקע המתמטי  יםספק לקוראבפרק זה בספר נ

 הבנה בסיסית על פונקציות, נגזרות, פתרון משוואות ותכנות.  הם ויש ל

 למידת מכונה 

:𝑓)מסומן כ  𝐵לקבוצה   𝐴מקבוצה   𝑓פונקציה   𝐴 → 𝐵  למעשה תת קבוצה של מרחב הזוגות  ( היא

𝐴 × 𝐵  לכל   –. המקיים שני תנאים: שלמות𝑎 ∈ 𝐴   קיים𝑏 ∈ 𝐵  כך ש(𝑎, 𝑏) ∈ 𝑓 )וחד ערכיות )ח"ע , –  

,𝑎)אם   𝑏1) ∈ 𝑓   וגם(𝑎, 𝑏2) ∈ 𝑓   אזי𝑏1 = 𝑏2 מגדירה לנו קשר בין המקור  . באופן זה, פונקציה

מוגדר היטב. הגדרה זו על הפונקציה לא דורשת שום  ( באופן שהוא 𝐵( לתחום )הקבוצה  𝐴)הקבוצה  

 דבר על המבנה שלה, או על הביטוי לה. 

פונקציות בהן הן המקור והן היעד הוא קבוצת   –פונקציות ממשיות נעסוק ספציפית ב  הבה  כעת,

פונקציה ממשית היא פונקציה לפי ההגדרה   –בפשטות, אין כאן הגדרה חדשה .  (ℝהממשיים ) 

דלעיל, עם שיוך ספציפי של התחום והטווח. במובן הזה, הפונקציה הזו יכולה להיות כל אוסף כנ"ל  

ואפשר    של זוגות של ממשיים )שיקיים תכונות של שלמות ועל(. לעיתים, הפונקציה הזו מתנהגת יפה

סופי סביב כל נקודה  לשרטט אותה בלי קפיצות, אז אנו קוראים לה רציפה. אם יש לה קצב השתנות  

במרחב אנו נקרא לה גזירה, ואם הנגזרת שלה רציפה אנו נקרא לה חלקה. פונקציות חלקות הן  

לייבניץ אך מקורו עוד בתקופת אריסטו( לפיו    ויש לנו עיקרון )שנוסח על ידי נחמדות מאוד אנליטית 

מתנהגות יפה במובן של  פונקציות "טבעיות" מתנהגות יפה.  –"הטבע לא מבצע קפיצות", כלומר 

רציפות, אבל ממש לאו דווקא במובן הזה שאנו יודעים לנסח אותן בצורה אנליטית סגורה. עם זאת,  

באמצעות ביטויים אלמנטריים לאותן פונקציות. כך לדוגמה, לפונקציה גזירה  אפשר לתת קירובים 

שישתווה    –קירוב באמצעות טור פולינומיאלי   –אינסוף פעמים בתחום, אפשר להביא קירוב טיילור 

אפילו   – אינה גזירה אינסוף פעמים אפשר להביא קירוב מושלם זהותית לפונקציה. גם אם הפונקציה 

פות כב"מ ותנאים מסויימים על האינטגרל  של רצילא נדרשת רציפות בכל התחום )אלא תנאי 

ומדויק עד כדי שגיאה על קבוצה  כדי להתמיר אותה פורייה )ואיתו להביא ביטוי סגור  הפונקציה( 

הדבר זהה לחלוטין בפונקציות ממשיות רב מימדיות, וכן קל להכליל זאת   ממידה אפס לפונקציה(.

 לפונקציות מרוכבות. 

תוצאת  לו נרצה לממש את הפונקציה כך שנוכל להכנסי לה דוגמאות כקלט ולקבל בפלט את 

 הפונקציה עליהן, נוכל לממש זאת ישירות אם ידוע לנו הביטוי המפורש לפונקציה. 

למצוא את הפרמטרים שיגדירו את הפונקציה  לפונקציה, נוכל  יש לנו מודל פשוט  במידה ואינו ידוע אך 

ניסיון למצוא את הפרמטרים עבורם הפונקציה תשערך באופן המיטבי את   – באמצעות אופטימיזציה 

זוהי למעשה למידת   (.training set)אימון   קבוצתהתיוג הנכון עבור סט של דוגמאות שתקראנה  

 . " קלאסית"המכונה ה

פחות נחמדים אפשר להגיע לקירובים טובים מאוד לפונקציה באמצעות ביטויים אנליטיים  גם במקרים 

שיגודרו דרך הקצאת מספר רב מספיק של אלמנטים חופשיים למשחק בהם עד   סגורים 

אלמנטים פונקציונליים בסיסיים  אנו נגדיר , מספיק  ב טוו מודל נואכן, במידה ואין ללאופטימיזציה.  

לווקטורים עם    Fully Connected Layersלמדי אשר יתאמו בגדול לסוג הדאטא )קונבלוציה לתמונות, 

ואשר מוגדרים לפי סט פרמטרים החופשיים לקביעתנו, אותם נשרשר האחד   הרבה אינפורמציה...( 

, וכך נקבל מודל מספיק מורכב ועמוק שבתקווה יהווה קירוב מספיק טוב לפונקציה, בזכות  לשני 

 זוהי למעשה למידת המכונה ה"עמוקה". בפרמטרים הניתנים לקביעתנו.  העושר הרב 

לכל דוגמה מצומד תיוג )ערך "נכון" אותו  בלמידה מונחית, בה וכיצד נמצא את אותו סט פרמטרים?  

את התיוג המשוערך עבור דוגמה  אשר מקבלת  Lossהרעיון הוא להגדיר פונקציות  ננסה לשערך(, 

מסוימת ואת התיוג האמיתי לה ומגדירה עד כמה השגיאה מהותית. התיוג המשוערך, אנו מבינים,  

וכך למעשה אנו מקבלים שעבור כל דגומה  הוא פונקציה של הפרמטרים החופשיים במודל )ברשת(,  

 של המשתנים החופשיים שאנו נרצה למזער.  Lossמתויגת יש לנו פונקציית  



"לרדת מטה"  של הנגזרת, בתקווה  הפחתה  –  Gradient Descentלרוב, המזעור יתבוצע באמצעות 

לרוב לא תהיה נגזרת    Gradient Descentהנגזרת ב overfittingמטעמי מניעת  . Lossולהקטין את ה

)בכל   batchמאות יחסית קטנה אשר תיקרא  גוד ים על כל הדאטא אלא רק על כמות Lossשל סכום ה

epoch  –  אנו מחלקים אותו להרבה  – בכל פעם שאנו עוברים על כל הדאטאbatch )כמו כן, נהוג   .ים

מסיבה זו גם להוסיף אלמנט רגולריציה, לעיצתים אקראי, אשר מגביל את סט הפרמטרים החופשיים  

 שלא להיות גדולים מדי וכד'. 

בצעדים מספיק קטנים אחרי מספיק זמן    Gradient Descent( אז convexאם הפונקציה קמורה ) 

הפונקציה אינה קמורה וישנם הרבה מינימומים  יתכנס למינימום והכל טוב בחיים, אבל בפועל 

לשיטת  מפונפנות יותר  מקומיים אשר נרצה להימנע מהם, ולכן משתמשים בשיטות אופטימיזיה 

 Adamו  Stochastic Gradient Descent, כמו Gradient Descentהאופטימיזציה הקלאסית של  

Optimizerשמועילים מאוד להתכנסות. שינויים טכניים  מספר . הקונספט זהה, התאכלס מורכב מ 

יכול להיות פרמטר רציף   – הערך אותו אנו מנסים לשערך בבעיות של למידה מונחית  –אותו "תיוג" 

יכול להיות ערך בדיד )אז זו תהיה "בעיית סיווג", בעיית  ו כלשהו )אז נקרא לבעיה "בעיית רגרסיה"( 

 אלו מודלים דיסקרימיניטביים.   .(classification –  קלאסיפיקציה

דמויית הדגומאות הנתונות  לעומתם, ישנם מודלים גנרטביים, אשר מטרתם היא לייצר דוגמה חדשה,  

למעשה את פונקציית ההתפלגות של הדאטא, ובכך  בקבוצת האימון. כלומר, מודלים אילו לומדים 

על המודיל  מאפשרים דגימה של דגומה חדשה מהדאטא באופן זה או אחר. לקמן נפרט יותר 

 הגנרטיבי הדיפוזי ספציפית בו אנו משתמשים בפרוייקט זה. 

יהיו צמדים של  יש לציין שהמודלים הגרטיבים לא חייבים להיות שייכים לתחום הלמידה המונחית, בה 

דוגמאות משתי התפלגיוות מסויימות שונות, ועל המערכת ללמוד לשייך בין ההתפלגויות )כך לדוגמה,  

תמונה מעוותת לתמונה נקייה...(. המודלים יכולים להיות שייכים  להתאים בין סקיצה לאיור מלא, בין 

, בה הדאטא אינו "מתוייג", והדוגמאות בו  הבלתי מונחית אכן כך יהיו( מתחום הלמידה )ובפועל רובם 

 נמצאות כהווייתן. 

  clusteringבתחום הלמידה הבלתי מונחית נמצאות משימות נוספות על משימות גנרציה, כמשימת  

. לא  מקביל למשימת הסיווג המונחית( ו , )אישכול, חלוקה של הדאטא לסט בדיד של אשכולות נפרדים

 נלאה את הקוראים בפירוט עליהן מפני שהן פחות רלוונטיות לענייננו. 

  



 מודלים גנרטיבים דיפוזיים 

 .𝑦אשר אנו רוצים להפוך בצורה חלקה לסיגנל אחר,   𝑥0סיגנל  הבה נחשוב על  

 להגדיר:  – ניתן לבצע זאת באמצעות החלקה מעריכית 

𝑥𝑡 = 𝑒
−𝛾𝑡𝑥0 + (1 − 𝑒

−𝛾𝑡)𝑦 

𝑡באופן זה, בזמן   =  . 𝑦, ובזמן השואף לאינסוף יתקבל  𝑥0הסיגנל  אכן יתקבל  0

5כזכור, אצל מהנדסים )לפחות לפי הסטיגמה שמפיצים הפיזיקאים(   ≈ 𝑒−5)במובן הזה ש  ∞ ≈ 0  ,)

סביב   𝑇ניתן לקבוע איזה זמן סופי  ולכן בפועל 
5

𝛾
, וכך להגדיר  𝑦שמבחינתנו הוא הזמן בו מגיעים ל  

 באופן הניתן למימוש תכנותי. זאת 

 מד"ר: האת הביטוי הנ"ל להחלקה נוכל לבטא באמצעות 

𝑑𝑥𝑡 = 𝑓(𝑥𝑡 , 𝑦)𝑑𝑡 

𝑡בזמן   𝑥0ועם תנאי ההתחלה   = 𝑓(𝑥𝑡(  drift, כאשר אלמנט הסחיפה )0 , 𝑦) = 𝛾(𝑦 − 𝑥𝑡)   בעצם

ודוחף    שדה חיצוני פועל על החלקיקניתן לשוב על אלמנט זה כעל . 𝑦לכיוון  "סוחף" אותנו באופן חלק 

 .𝑦אותו בכיוון  

. מה משמעותו? כל אוסף סופי של דגימות מהתהליך  בזמן רציףלבן הבה נחשוב על תהליך גאוסי  

זמנים  ה אוסף מ"א גאוסים במשותף, והוא לבן במובן הזה שהקורלציה מתאפסת בין שנבחר יהי

שונים והיא קבועה על גודל מסויים )על השונות( בין זמן מסוים לעצמו. ניתן בדומה להגדיר את  

עדיין הדגימות תהיינה גאוסיות במשותף ועדיין תתאפס  התהליך באופן שלא יהיה סטציונארי, כאשר  

, אשר  𝑔(𝑡)אלא איזשהו ביטוי   לא תהיה קבועה בזמן הקורלציה בין זמנים שונים, אך כעת העוצמה 

כבעל קרולציה מ"א אים אין בעיה עם הגדרה של ק לפיזי.  נקרא "מקדם הדיפוזיה" לריבועו

𝑅(𝑡, 𝑡 − 𝜏) = 𝑔(𝑡)𝛿(𝜏) הגדרה   –מתמטיקאים לא מכירים בדלתאות, וידרשו הגדרה עקיפה , אך

תהליך זה. באופן זה, הקורלציה לא תהיה דלתא אלא פונקציה אחרת  של תהליך שהוא האינטגרל  

אם כן, בעצם אותו תהליך גאוסי לבן שלנו הוא הנגזרת של    )עם אי רציפות מסדר ראשון בלבד(.

  לבן - תהליך גאוסי רציף כמעטכאל אותו  𝑔(𝑡)𝑑𝑊הנ"ל, ולמעשה ניתן להתייחס אל   𝑊  ווינר תהליך 

 שלנו. 

ולקבל את  שלנו, ( Ordinary Differential Equationניתן כעת להוסיף את אותו אלמנט אקראי למד"ר ) 

 ( הבאה: Stochastic Differential Equationהמשוואה הדיפרנציאלית הסטוכסטית )

𝑑𝑥𝑡 = 𝑓(𝑥𝑡 , 𝑦)𝑑𝑡 + 𝑔(𝑡)𝑑𝑊𝑡 

 הוא: אשר פתרונה 

𝑥𝑡 = 𝑒
−𝛾𝑡𝑥0 + (1 − 𝑒

−𝛾𝑡)𝑦 + 𝜎(𝑡)𝜀𝑡 

𝜎2(𝑡)(, ו 1ושנות   0מ"א אקראי נורמלי סטנדרטי )גאוסי עם תוחלת   𝜀𝑡כאשר   = ∫ 𝑔2(𝜏)𝑑𝜏
𝑡

0
 

, אשר  בכללותו כאל תהליך וינר 𝜎(𝑡)𝜀𝑡נכון יותר להתייחס לתהליך  יש לציין ש העוצמה המצטברת. 

 אכן מקיים שדגימה ספציפית שלו היא גאוסית כמפורט לעיל. 

ניתן לחשוב על כך שפי שהוסבר לעיל, כאל תהליך שכזה שלקחנו את   –ניתן להבין זאת בשני אופנים  

)כצירוף  סכום של גאוסיים בת"ס הוא גאוסי    –, או, בצורה פשוטה יותר 𝑑𝑊הדיפרנציאל שלו לקבלת  

  וסכום השונויות כשונות)מלינאריות(  ת כתוחלת והתוחל  סכוםעם לינארי של גאוסיים במשותף(  



 0שהם בעלי תוחלת   𝑔(𝑡)𝑑𝑊, ולכן סכימה )אינטגרל( על הרבה גאוסים  )מאחר וחסרי קורלציה(

∫ושונות   0בעל תוחלת   גאוסי ייתן   𝑔2(𝑡)ושונות   𝑔2(𝜏)𝑑𝜏
𝑡

0
 . 

את מהות תהליך הדיפוזיה  אם כן, בהנחה ומקדם הידפוזיה הוא פונקציה עולה כלשהי, אנו מבינים, 

𝑑𝑥𝑡שתואר במשוואה הסטוכסטית   = 𝑓(𝑥𝑡 , 𝑦)𝑑𝑡 + 𝑔(𝑡)𝑑𝑊 –   יש כאן מעבר מסיגנל𝑥0    לכיוון

 מתווסף כל הזמו רעש הולך וגובר. כאשר  𝑦סיגנל  

 

Figure 1  – מתוך הישר  בכיוונו  הדיפוזיה הליךת ,SGMSE+M 

'בן בריסון יתר  ז לנ משוואת שלנו נראה ממש כמו  הדיפוסיבי אם כן, אנו רואים כי התהליך  

(Overdamped Langevin Equation :) 

𝑑𝑥𝑡 = −
𝐷

𝑘𝐵𝑇
(∇𝑥𝑡𝑈)𝑑𝑡 + √2𝐷𝑑𝑊𝑡 

הוא פוטנציאל בעל תלות מרחבית )ובהתאמה הגדריאנט שלו הוא השדה אשר גורם   𝑈כאשר  

היא הטמפרטורה )אשר   𝑇קבוע בולצמן ו  𝑘𝐵מקדם הדיפוזיה,   𝐷לסחיפה בדומה לתהליך אצלנו(,  

היא   –, ובעצם פרופורציונית ל"משך החיים" של הדיפוזיה 𝛾למעשה פרופורציונית אצלנו להופכי ל 

. במערכות קרות המעבר מהיר  𝑦ל  𝑥0אשר נותנת את סדר גודל הזמן אשר לוקח לתהליך לעבור מ

 רוך יותר וכך מספיק להצטבר עוד ועוד רעש בזמן זה(. וחלק, בעוד שבמערכות חמות הזמן א 

נוכל  שלנו( הדיפוסיבי  )בין משוואת לנז'בן הזו לבין התהליך כדי לקבל ממש שקילות בין המשוואות  

𝑈להגדיר פוטנציאל הרמוני   = 𝑈𝑡(𝑥𝑡 − 𝑦)
 : , עבורו אכן יתקבל אלמנט סחיפה של 2

−
𝐷

𝑘𝐵𝑇
(∇𝑥𝑡𝑈) = −2

𝐷

𝑘𝐵𝑇
𝑈𝑡(𝑥𝑡 − 𝑦) =

2𝐷

𝑘𝐵𝑇
𝑈𝑡(𝑦 − 𝑥𝑡) 

𝑓(𝑥𝑡המקביל לאלמנט סחיפה   , 𝑦) = 𝛾(𝑦 − 𝑥𝑡)  החלק הזמני של הפוטנציאל  עבור בחירה נכונה של

 יתקבל מקדם הסחיפה. אכן זיה  ומקדם הדיפ הטמפטורורה כך שלאחר הצבת הביטוי לו

תהליך הפיזיקלי של תנועה  לאחר שהבנו היטב כיצד התהליך הדיפוסיבי שלנו שקול לחלוטין ל

בראונית המושפעת מפוטנציאל כלשהו ורעש מצטבר  ומתואר באמצעות משוואות לנז'בן, נוכל  

 להתליך ההפוך:   SDE( כדי לקבל את ה Itto’s Lemma)להשתמש בלמה של איטו 

𝑑𝑥𝑡 = [−𝑓(𝑥𝑡 , 𝑦) + 𝑔
2(𝑡)𝛻𝑥𝑡 log 𝑝(𝑥𝑡|𝑦)]𝑑𝑡 + 𝑔(𝑡)𝑑𝑊𝑡 

ואליו מתווסף   𝑦המורכב מאלמנט סחיפה הדוחף את הסיגנל לכיוון   forwardהליך הבאופן מקביל לת

ומתווסף אלמנט   ,𝑦מחוסר אלמנט הסחיפה באופן שדוחף את הסיגנל הרחק מ רעש, בתהליך ההפוך 

אשר דוחף את הסיגנל לערך   Gradient Ascentדיפוזיה הסתברותי אשר ניתן לחשב אליו כעל מעין 

כזכור, בגאוסיאן הערך הכי סביר הוא התוחלת, ואצלנו תוחלת הרעש   , בעל הסיכוי המירבי.הכי סביר



הגדלת ההסתברות אכן משמעה התכנוסת לערך "מנוקה הרעש", בו אנו  ולכן למעשה  0היא  

 מעוניינים. 

הוא  , הוא אלמנט שאינו הכרחי מבחינה מתמטית אך Inverse SDE  ,𝑔(𝑡)𝑑𝑊האלמנט האקראי ב

מהווה רעש דוחף לרשת אשר תלמד את הגודל הרללונטי  מועיל בבחינה הפרקטית מפני שהוא 

 לבעייה שלנו, כפי שיפורט בהמשך. 

 

Figure 2  – מתוך וההופכי  הישר  בכיוונו  הדיפוזיה הליךת ,SGMSE+ 

אינו סקלארי כי עם אבסטרקסט   𝑥𝑡צורה טריוויאלית למדי למקרה בו הסיגנל  בניתן להכליל זאת  

המציין   3בעומק  לדוגמה תמונה, שהיא אובייקט דו מימדי מרחבית, עם מימד נוסף   – טנזורי כלשהו 

דומה קונספטואלית(, או מקטע  או בכל ייצוג   RGBאת עוצמתו של כל אחד מצבעי היסוד )בפריסת 

המייצג את   2בעומק  יהיה בעל מימד זמן, מימד תדר ומימד נוסף   STFTאודיו, אשר לאחר התמרת 

 החלק הממשי והמדומה של ההתמרה.

אותם מקרים )נפוצים למדי( שאינם סקלאריים, כל שיידרש מאיתנו הוא להגדיר  לטפל בעל מנת 

את מטריצת הקורלציה. לשם הפשטות, בכל   – בצורה רב מימדית את הרעש הגאוסי, ובאופן ספציפי 

, נתייחס לכל הקומפוננטות כאילו היו כל אחת גאוסית בפני עצמה ושוות  המודלים אשר יוזכרו להלן

מטריצה אלכסונית שכל האיברים שעל  התפלגות באופן בלתי תלוי. כלומר, מטריצת הקורלציה היא 

 אלכסונה זהים )או במילים אחרות, מטריצות יחידה כפול סקלאר מסויים(. 

הוא פשוט אפס, תהליך הדיפוזיה   𝑦במצב בו סיגנל היעד   למה מעניין אותנו להשתמש בדיפוזיה?

ולהתייחס  רעש גאוסי לבן,    "סתם "בעל תוחלת אפס. ניתן לדגום סיגנל מתוך  שואף בזמן לרעש גאוסי 

את אותו  אליו כאילו הוא היה סיגנל שעבר בתהליך הדיפוזי והגיע למצב זה. בצורת הסתכלות זו,  

(,  Inerse SDE"סתם" רעש שדגמנו מהתפלגות פשוטה, נוכל להעביר בתהליך הדיפוזיה ההפוך )ב

 . 𝑥0  "אמיתי" ולכאורה נוכל להתכנס חזרה לסיגנל 

של דוגמאות חדשות באמצעות העברת  ( Generation)אם כן, תהליך הדיפוזיה מאפשר לנו גנרציה 

רעש התחלתי שיידגם אקראית בתהליך הדיפוזיה ההפוך, זאת בהנחה ואנו אכן יודעים לעבור בתהיך  

 הדיפוזיה ההפוך, כפי שיבואר בהמשך. 

)שיפור    denoisingו enhancementתהליך הדיפוזיה יוכל לשמש אותנו גם למשימות יתר על כן, 

 כלשהו ואותו נעביר בתהליך הדיפוזיה.  𝑦איכות וביטול רעשים(, כאשר נתחיל מסיגנל מעוות ומורעש  



 

Figure 3 –  פתרון המשוואה הדיפרנציאלית האקראית ההופכית, מתוךBased Generative Modeling Through SDEs-Score 

, ולכן  𝑥0הסיגנל  )המדידה(, אך אין לנו את  𝑦שיפור איכות, יש לנו את הסיגנל  במהלך משימת גנרציה/

𝑥𝑡∇את אלמנט הדיפוזיה  ישירות לחשב  לא ניתן  log(𝑝𝑡(𝑥𝑡|𝑥0, 𝑦))  הדרך לעשות זאת תהיה .

𝑠𝜃(𝑥𝑡באמצעות אימון רשת   , 𝑦, 𝑡)   אשר תקבל את הסיגנל בצעד הזמן הנוכחי של הדיפוזיה𝑥𝑡  את ,

אותו גרדיאנט לוג ההסתברות  את    , ותשערך𝑦ואת המדידה ההתחלתית   𝑡צעד הזמן הנוכחי  

 המותנית. 

𝑥𝑡∇לעשות, הוא להבין כיצד מחשבים את  כעת, כל שנותר לנו  log(𝑝𝑡(𝑥𝑡|𝑥0, 𝑦))   האלמנט(

 𝑥0כאשר נתון לנו גם הסיגנל ה"נקי"  ( הדיפרנציאלית האקראית ההופכית ההסתברותי במשוואה

סטנדרטי בין מוצא הרשת לערך זה,    Loss)וזהו אכן המצב במהלך אימון המודל( כדי שנוכל להגדיר  

 Scoreוכך ללמד את הרשת את פונקציית הציון )תרגום מילולי ודי גרוע לעניות דעתי למונח 

Function .) 

הוא איזשהו מ"א גאוסי סביב תוחלת ידועה כלשהי )התלויה   𝑥𝑡בפני עצמו,   𝑡לכל  למעשה, ראינו כי 

מניחים  בעצם אנחנו   כלומרחסרת קורלציה בין הקומפוננטות,  𝜎2(𝑡)ועם שונות    (𝑦וביעד   𝑥0ב

,𝑝𝑡(𝑥𝑡|𝑥0ההתפלגות היא  ש 𝑦) = 𝑁(𝜇(𝑥0, 𝑦, 𝑡), 𝜎
2(𝑡)𝐼) מחד:  ,, ולכן 

log(𝑝𝑡(𝑥𝑡|𝑥0, 𝑦)) = log (|2𝜋𝜎(𝑡)𝐼|
−
1
2𝑒

−
‖𝑥𝑡−𝜇(𝑥0,𝑦,𝑡)‖2

2

2𝜎2(𝑡) )

= log (|2𝜋𝜎(𝑡)𝐼|−
1
2) −

‖𝑥𝑡 − 𝜇(𝑥0, 𝑦, 𝑡)‖2
2

2𝜎2(𝑡)
 

⇒ ∇𝑥𝑡 log(𝑝𝑡(𝑥𝑡|𝑥0, 𝑦)) = −
𝑥𝑡 − 𝜇(𝑥0, 𝑦, 𝑡)

𝜎2(𝑡)
 

𝑥𝑡לומר ש )כאמור( אפשר   , ומאידך = 𝜇(𝑥0, 𝑦, 𝑡) + 𝜎(𝑡)𝜀𝑡 , :ולקבל 

∇𝑥𝑡 log(𝑝𝑡(𝑥𝑡|𝑥0, 𝑦)) = −
𝑥𝑡 − 𝜇(𝑥0, 𝑦, 𝑡)

𝜎2(𝑡)
= −

𝜇(𝑥0, 𝑦, 𝑡) + 𝜎(𝑡)𝜀𝑡 − 𝜇(𝑥0, 𝑦, 𝑡)

𝜎2(𝑡)
= −

𝜀𝑡
𝜎(𝑡)

 

 

 

 



 ( תהיה: Lossל כאשר בחירת הפרמטרים האופטימלית )מינימזציה 

𝜃 = argmin
𝜃

𝐸𝑡,(𝑥0,𝑦),𝑥𝑡|(𝑥0,𝑦) [‖𝑠𝜃(𝑥𝑡, 𝑦, 𝑡) − ∇𝑥𝑡 log(𝑝𝑡(𝑥𝑡|𝑥0, 𝑦))‖2
2
]

= argmin
𝜃

𝐸𝑡,(𝑥0,𝑦),𝜀𝑡,𝑥𝑡|(𝑥0,𝑦) [‖𝑠𝜃(𝑥𝑡, 𝑦, 𝑡) +
𝜀𝑡
𝜎(𝑡)

‖
2

2

]

= argmin
𝜃

𝐸𝑡,(𝑥0,𝑦),𝜀𝑡,𝑥𝑡|(𝑥0,𝑦) [
1

𝜎2(𝑡)
‖𝑠𝜃(𝑥𝑡, 𝑦, 𝑡)𝜎(𝑡) + 𝜀𝑡‖2

2]

= argmin
𝜃

𝐸𝑡,(𝑥0,𝑦),𝜀𝑡,𝑥𝑡|(𝑥0,𝑦)[‖𝑠𝜃(𝑥𝑡, 𝑦, 𝑡)𝜎(𝑡) + 𝜀𝑡‖2
2] 

 : generation/enhancementהאופן בו משתמשים במודל הגנרטיבי הדיפוזי למשימות אם כן, זהו 

o  :אימון 

( מהדאטא,  0אופציונאלי, אחרת יוגדר כ  – 𝑦)וסיגנל יעד   𝑥0סיגנל נקי  הגרלת  •

,0]מהתחום  באופן אחיד   𝑡צעד זמן  הגרלת  𝑇0]  רעש  והגרלת𝜀𝑡 ∼ 𝑁(0,1) 

 𝑥𝑡  הסיגנל בצעד הזמן הנוכחי  חישוב ובאמצעותה  𝜎(𝑡)חישוב סטיית התקן   •

,Loss  ‖𝑠𝜃(𝑥𝑡מזעור ה • 𝑦, 𝑡)𝜎(𝑡) + 𝜀𝑡‖2
 סטנדרטי(   optimizer)באמצעות  2

o  :שימוש 

 ( generationל 0, או כenhancementסיגנל הבעייתי )ל כ 𝑦היעד   סיגנלאיתחול   •

𝜀𝑇0, הגרלת  𝜎(𝑇0)חישוב   • ∼ 𝑁(0,1)   וחישוב𝑥𝑇 = 𝑦 + 𝜎(𝑇)𝜀𝑇0 

משוואת הדיפוזיה ההופכית, כאשר לצורך החלק הדיפוסיבי  ב 𝑥𝑇0העברת   •

𝑠𝜃(𝑥𝑡משתמשים ברשת   , 𝑦, 𝑡) לפני כן  אשר אומנה 

 𝑥0החזרת   •

התחום המקסימלי של הזמן באמצעות  אנחנו מרשים לעצמנו לחסום את גינה כאמור, הסיבה שב

כלשהו היא שבפועל האקספוננט הדועך מספיק קרוב לאפס עוד בזמן סופי כלשהו   𝑇0קבוע זמן סופי  

 , ואין צורך לחכות ממש לאינסוף. 𝛾  למנט הסחיפההפרופורציוני להופכי לקבוע 

𝑡כמו כן, ב  → כדי למנוע את  מטעמים נומריים )ועל כן, גם כן,    0שואפת ל  𝜎(𝑡)סטיית התקן   0

𝑠𝜃(𝑥𝑡המצבים באימון בהם הרשת מאומנת למזער את   , 𝑦, 𝑡)𝜎(𝑡) + 𝜀𝑡  להוציא   תידרש ולשם כך היא

מסויים, ואת קבוע   𝑡𝜀(, בפועל אנו נמנעים מלרדת מתחת לקבוע זמן  פלט השואף לאינסוף בגודלו 

𝑡𝜀]אנו מגרילים בתחום   𝑡הזמן   , 𝑇0] . 

במימוש ממוחשב איננו יכולים לעבוד עם משוואות דיפרנציאליות בזמן רציף ממש, והן  בנוסף, כמובן, 

עוברות דיסקרטיזציה לזמן בדיד כלשהו. את המעבר במשוואה הדיפרנציאלית האקראית ההופכית  

של   100ל   30למספר בין  מקיימים בפועל במספר סופי של צעדי זמן, כאשר מקובל לקצוץ את הרצף  

 צעדי זמן דיסקרטיים. 

אנו   (  סטיית התקןמקדם הדיפוזיה )ובהתאמה את לשם השלמת התמונה המלאה, נציין כי את 

 מגדירים באופן הבא: 

𝑔(𝑡) ≔ 𝜎𝑚𝑖𝑛 (
𝜎𝑚𝑎𝑥
𝜎𝑚𝑖𝑛

)
𝑡

√2 log (
𝜎𝑚𝑎𝑥
𝜎𝑚𝑖𝑛

) ⇒ 𝜎2(𝑡) =
𝜎𝑚𝑖𝑛
2 log (

𝜎𝑚𝑎𝑥
𝜎𝑚𝑖𝑛

)

𝛾 + log (
𝜎𝑚𝑎𝑥
𝜎𝑚𝑖𝑛

)
((
𝜎𝑚𝑎𝑥
𝜎𝑚𝑖𝑛

)
2𝑡

− 𝑒−2𝛾𝑡) 

המודל  התיאור הנ"ל שפירטנו ללמודל גנרטיבי דיפזוי הוא התיאור בצורתו הרציפה, התואם את  

 . Based Generative Modeling Through SDEs-Scoreהנזכר במאמר 

 



 לפורמולציה שפורטה לעיל. שהיא שקולה   DDPMבשם  בדידה פורמולציה יש לציין כי ישנה דרך 

בצורה   , (לאחר הנחתתובדיד )וסופי( של צעדי זמן רעש גאוסי לסיגנל ) בשיטה זו, מוסיפים במספר 

כדי לחזור צעד זמן אחד  המקבילה דיסקרטית לצורת ההסתכלות הרציפה, וכן בדומה בכיוון ההפוך, 

המינימום של ההתפלגות המותנית בכיוון ההפוך, מה שבאמצעות   ת, הרי זה למעשה מציאבכל פעם

 .זוהי הסתכלות מרקובית על המודל. הוא פשוט למדי חוק בייס 

Based Generative -Scoreשקולה לשיטת הפורמולציה של  DDPMכאמור שיטת פורמולציה זו של  

Modeling Through SDEs    על  שפורטה היטב לעיל, ולכן אין עוד טעם לפרט יתר על המידה

הפורמולציה הזו בפועל. עם זאת, כדי להמחיש בכל זאת במעט את דרך ההסתכלות, כן נכתוב את  

 המשוואות הרלוונטיות: 

𝑞(𝑥𝑡|𝑥𝑡−1) = 𝑁(√1 − 𝛽𝑡𝑥𝑡−1, 𝛽𝑡𝐼) ⇒ 𝑞(𝑥1:𝑇|𝑥0) =∏𝑞(𝑥𝑡|𝑥𝑡−1)

𝑇

𝑡=1

 

𝑞(𝑥𝑡−1|𝑥𝑡 , 𝑥0) = 𝑁 (
√𝛼̅𝑡−1𝛽𝑡𝑥0

1 − 𝛼̅𝑡
+
√𝛼𝑡(1 − 𝛼̅𝑡−1)

1
− 𝛼̅𝑡𝑥𝑡, 𝛽̅𝑡𝐼) 

𝑝𝜃(𝑥𝑡−1|𝑥𝑡) = 𝑁(𝜇𝜃(𝑥𝑡 , 𝑡), Σ𝜃(𝑥𝑡 , 𝑡)) ⇒ 𝑝𝜃(𝑥0:𝑇|𝑥𝑇) = 𝑝(𝑥𝑇)∏𝑝𝜃(𝑥𝑡−1|𝑥𝑡)

𝑇

𝑡=1

 

בסך הכל מצווספים רעשים באופן בלתי תלוי כך   forwardבתהליך המה שרשום כאן למעשה הוא ש

שיש כאן שרשרשת מרקוב של התפלגויות גאוסיות במשותף )כל צמד סמוכות(, בכיוון ההפוך  

 𝑥0( קל לחשב את ההתפלגות המותנית )גאוסית גם כן( כאשר ידוע הערך ההתחלתי  backward)ב

(, אך בפועל )במהלך השימוש במודל( אין את אותו ערך אמיתי )הוא מה שרוצים  ”ground truth”)ה

בכיוון ההפוך משתמשים במודל הסתברותי כאשר  לייצר כאשר מאתחלים את המודל מרעש(, ועל כן 

 ( אשר תלמד את אותם פרמטרים של ההתפלגות הגאוסית. 𝜃תאומן רשת )פרמטריה סומנו ב 

מ"א גאוסיים במשותף לפי המ"א המוגדר כאחד המותנה בשני הוא  של   התכונה כאן משמשת אותנו 

שעבר הנחתה לרעש   𝑥𝑡−1התקבל מצירוף לינארי בין   𝑥𝑡גאוסי גם כן, מה רלוונטי לנו מפני שכאמור  

  לב גאוסיים במשותף, ומתק 𝑥𝑡ו  𝑥𝑡−1שנכפל בסטיית תקן כלשהי, כך שאכן   𝜀𝑡−1י  ט נומרלי סטנדר

)לאמן את הרשת(   𝜃כך שכל שנותר הוא למצוא את  הם גאוסיים,  𝑞(𝑥𝑡|𝑥𝑡−1)  והן  𝑝𝜃(𝑥𝑡−1|𝑥𝑡)שהן  

 . לעילכפי שכבר פורט 𝑝𝜃(𝑥𝑡−1|𝑥𝑡)כדי ללמוד את ההתפלגות המותנית בכיוון ההפוך  

 : תוך שימוש ברשת המאומנת בצורה זו באופן זה ניתן ליצור תמונות חדשות 

 

Figure 4  –  יצירת תמונה חדשה באמצעות איתחול המערכת מרעש באמצעות מודל זה, מתוךDDPM 

המשוואות דלעיל )בפני עצמן( אינן מכירות באופציה להתכנסות בזמנים גבוהים לרעש סביב תוחלת  

 (, אך קל מאוד לבצע את ההכללה הנדרשת לשם כך ולכן לא טרחנו לפרט זאת. 𝑦)כי אם   0שאינה  

 



 אימון הרשת ולשימוש בה לדגימה במודל זה: הבה נתבונן באלגוריתם ל

 

Figure 5   –  אלגוריתמים לאימון הרשת ולדגימה באמצעות מודל זה, מתוךDDPM 

שימוש   – ים הם טכניים בלבד כעת קל למדי לראות כי האלגוריתמים אכן שקולים, כאשר ההבדל

לכתחילה על סט  ואימון מ  )בדומה לסטיית התקן(, 𝛾ביטוי המוגדר באמצעות  במקום ב 𝛼𝑡  בפרמטר

בדיד של זמנים )במקום הגרלת זמן מתחום רציף, ואז שימוש בפועל רק בקוונטות בדידות שלו כמו  

 כאן(. 

  



 גישות לפתרון
יצירת מודלים  בפרק הקודם הסברנו מהי למידת מכונה וכיצד ניתן להשתמש בכלי למידה עמוקה ל 

 גנרטיבים עמוקים. 

Based Generative -Scoreמאמר באופן ספציפי, הצגנו את המודל הדיפוזי כפי שהוא מוצג ב 

Modeling Through SDEsוכן בפורמולציה בדידה ב ,DDPM .) 

  שתמש במודל זההניתן ל , והדגמנו היאך המודל מסיר רעשים אדיטיביים בת"ס בסיגנל כיצד ראינו 

יצירת דוגמה חדשה )מהתפלגות הדאטא( על ידי איתחול המערכת מרעש והסרתו אדיטיבית  לצורך  

 . באופן רפטטיבי 

עם זאת, מקרה אלמנטרי בו הרעש המתווסף לסיגנל אינו בת"ס בסיגנל הוא המקרה של הדהוד  

, שם  (visionסיגנל אודיו )או עיוות האמצעות קרנל המייצג תנועה או עיוותים בעדשת המצלמה ב 

𝑥הוא   𝑥הרעש האדיטיבי המתווסף לסיגנל   ∗ (ℎ − 𝛿)  :שהרי 

𝑥 ∗ (ℎ − 𝛿) + 𝑥 = 𝑥 ∗ ℎ − 𝑥 ∗ 𝛿 + 𝑥 = 𝑥 ∗ ℎ − 𝑥 + 𝑥 ∗ ℎ = 𝑥 ∗ ℎ 

במודל  לא נוכל להשתמש , כך שלכאורה 𝑥וקל לראות כי "רעש אדיטיבי" זה תלוי מאוד בסיגנל  

 . נידרש לבצע תחילה התאמות מסויימותהגנרטיבי הדיפוזי באופן ישיר כדי לבטל, אלא 

בפרק זה נציג שלוש גישות שונות הקיימות בספרות לפתרון, ובפרק הבא נציג את הגישה אשר אנו  

 מציעים. 

אודיו המיוצג במישור התדר )לאחר התמרת  סיגנל ב מטפלות שתי הגישות הראשונות אשר יצויינו 

STFT טנזוריאלית הנוחה  מופיעה בצורה (, והגישה השלישית נועדה לטפל בתמונה )אשר מלכתחילה

 לנו(. 

  



 SGMSE+ –התייחסות להדהוד כאל רעש אדיטיבי 

לאמן ולהשתמש במודל הגנרטיבי הדיפוזי על דאטא מהודהד ולהתייחס אל ההדהוד  זה מוצע   במאמר

 פשוט כאל רעש סטנדרטי אדיטיבי, אף שזה לא המצב. 

  test setמדדים שונים אשר חושבו על  זה עובד די טוב. הבה נציג טבלת  באופן אולי קצת מפתיע, 

  –  WSJ0-REVERB)שניהם מה   training setעל ידי מודל זה אשר אומן על   dereverberationשעבר 

שהודהדו באופן מלאכותי באמצעות תגובות להלם שגו'נרטו באמצעות   WSJ0הקלטות מה

pyroomacoustics) : 

Method POLQA PESQ ESTOI SI-SDR SI-SIR SI-SAR 

Mixture 1.76 ± 0.29 1.36 ± 0.19 0.46 ± 0.12 -7.3 ± 5.5 -7.5 ± 5.4 - 

Conv-TasNet 2.41 ± 0.52 1.84 ± 0.42 0.73 ± 0.10 1.6 ± 5.3 12.1 ± 5.1 1.9 ± 5.4 

TCN+SA+S 2.92 ± 0.33 2.29 ± 0.36 0.79 ± 0.05 -4.4 ± 5.3 -2.3 ± 5.2 -0.6 ± 5.1 

GaGNet 2.62 ± 0.47 1.98 ± 0.46 0.73 ± 0.08 -0.6 ± 4.9 6.1 ± 3.9 0.4 ± 5.1 

SGMSE 1.79 ± 0.28 1.35 ± 0.15 0.57 ± 0.07 -7.4 ± 5.8 -1.1 ± 7.0 -6.2 ± 5.5 

SGMSE+ 3.24 ± 0.46 2.66 ± 0.48 0.84 ± 0.07 1.6 ± 7.8 9.4 ± 10.2 2.3 ± 7.2 

Table  1 –    ביצועי משימת ביטול הדהוד של המודל המוצע במאמר בהשוואה למספר מודלים נוספים, מתוךSGMSE+ 

זה "מנצח" )מה שאומר שעוד נכונּה לנו עבודה רבה  מודל כמעט בכל המדדים ניתן לראות כי אכן 

 (. להתעלות על ביצועיו במשימתנו 

משיג במשימת ביטול הדהוד ביצועים  אכן כשחושבים על זה, ניתן למוצא היגיון רב בכך שהמודל  

  – denoising, שהיא בפועל משימת enhancementדומים לביצועי מודל זה במשימת שיפור איכות ) 

שניות    0.4כי ההדהוד של ההקלטות המהודהדות עליהן אומן המודל הם בין  משהפחתת רעשים(. 

 חדר(.   של, תגובת הלם  RIR)  Room Impulse Responseסדר הגודל ההגיוני עבור   –לשנייה אחת 

אחת  ה "דורסות" , ההגעות מזמנים שונים  )כאשר קצב הדגימה סביר(  אלו כה ארוכים במשכי הדהוד 

הסיגנל עצמו בכל רגע נתון,  את רעותהּ באופן שמדעיך לאפס את הקורלציה בין "רעש ההדהוד" לבין 

נתייחס אליו  ובאופן זה אכן ההדהוד מתפקד כרעש אדיטיבי חס"ק )חס"ק אמפירית ולכן תיאורטית 

( עליו נבחן מודל זה כמוה  dereverberation)אף כבת"ס( בסיגנל, ומתקבל שמשימת ביטול ההדהוד 

 ( אליו תואם לחלוטין המודל הדיפוזי, כך שהתוצאות הגיוניות. denoising)הפחתת רעשים כמשימת 

למודל שלנו את העיקרון הכללי של שימוש בדיפוזיה לאודיו עם ניתוח  ממודל זה נרצה לקחת עימנו  

כאמור, במודל זה מתקבל כי היא   –לשיערוך ואת חשיבות ההתפלגות הפראיורית  ,  STFTבמישור ה

 נותנת ביצועים לחלוטין לא רעים ללא אף התחשבות במידול ההדהוד. 

  



 yBUDD –התייחסות אליה בדיעבד ושל התגובה להלם  מקורבמידול 

𝑠𝜃(𝑥𝑡הבה נניח כי יש לנו רשת   , 𝑡)  אשר אומנה כמודל דיפוזי סטנדרטי על משימתdenoising   ,כלומר

𝑥𝑡∇הרשת אומנה לחזות את   log(𝑝𝑡(𝑥𝑡)) . לאחר האימון שלה, נתאים את השימוש בה לצורך  כעת ,

 דיפוזי. באמצעות מודל גנרטיבי ול ההדהוד  טבי

במשוואה הדיפרנציאלית האקראית ההפוכה המתארת את   𝑦דהדת  מעבר ההקלטה המהולשם 

𝑥𝑡∇בדיפוזיה, אנו זקוקים ל  backwardתהליך ה log(𝑝𝑡(𝑥𝑡|𝑦, ℎ))   שהוא האלמנט הדיפוסיבי

 במשוואה. 

 ופוסטריורי: על מנת לפצל את גרדיאנט לוג הסתברות זו לחלק פראויורי  שתמש בחוק בייס ניתן לה

∇𝑥𝑡 log(𝑝𝑡(𝑥𝑡|𝑦, ℎ)) = ∇𝑥𝑡 log(𝑝𝑡(𝑥𝑡)) + ∇𝑥𝑡 log(𝑝𝑡(𝑦|𝑥𝑡, ℎ)) 

𝑥𝑡∇החלק הראשון,   log(𝑝𝑡(𝑥𝑡))  הוא הגודל אשר הרשת ,𝑠𝜃(𝑥𝑡 , 𝑡)  .במהלך ביטול  אומנה לחזות

 ההדהוד הרשת כבר מאומנת, כך שחלק זה טופל. 

)וזאת   𝑥0את    one-step-estimation, ניתן לכאורה לשערך ב 𝑥𝑡מתוך   עבור לאלמנט השני.נכעת 

מפני שכפי שרעיוני במבוא תיאורטי למודלים גנרטיבים דיפיוזיים, אותו גדריאנט לוג הפילו הוא  

 הרעש אשר התווסף לחלק הדטרמיניסטי(: למעשה 

𝑥0 = 𝑥𝑡 − 𝜎
2(𝑡)𝑠𝜃(𝑥𝑡, 𝑡) 

 כבר מאומן(, ועל כן:  𝑠𝜃)כאשר המודל   𝑥0לכאורה שקולה לידיעת   𝑥𝑡כלומר, ידיעת  

∇𝑥𝑡 log(𝑝𝑡(𝑦|𝑥𝑡 , ℎ)) ≈ ∇𝑥𝑡 log(𝑝𝑡(𝑦|𝑥0, ℎ)) 

𝑥0היא למעשה   –  𝑥0הגרסה המהודהדת של   – 𝑦ההקלטה   ∗ ℎ  דא עקא, אין לנו את .𝑥0   ממש אלא

 סביב הקונבלוציה )עם שונות כלשהי(:  מתפלגת גאוסית  𝑦ש , ולכן נקרב ונאמר 𝑥0רק את  

𝑝𝑡(𝑦|𝑥0, ℎ) ≈ 𝑝𝑡(𝑦|𝑥0 ∗ ℎ) = 𝑁(𝑆𝑐𝑜𝑚𝑝(𝑥̂0 ∗ ℎ), 𝜂
2𝐼) 

והעלאת הערך המוחלט בחזקת    STFTמשמעו התמרת  𝑆𝑐𝑜𝑚𝑝כאשר האופרטור  
2

3
)כאשר הפאזה   

 נשארת כמות שהיא, וזאת במטרה להגביר תדרים חלשים(. 

 אם כן, גרדיאנט לוג הפילוג הריהו )בקירוב(: 

∇𝑥𝑡 log(𝑝𝑡(𝑦|𝑥0 ∗ ℎ)) ≈ −𝜁(𝑡)∇𝑥𝑡𝐶(𝑦, 𝑦̂) 

 מוגדרת באופן הבא:  𝐶והפונקציה   מתייחס לשונות  𝜁(𝑡)כאשר  

𝐶(𝑦, 𝑦̂) ≔
1

𝑀
∑ ∑ ‖[𝑆𝑐𝑜𝑚𝑝(𝑦)]𝑚,𝑘 − [𝑆𝑐𝑜𝑚𝑝

(𝑦̂)]
𝑚,𝑘
‖
2

2
𝐾

𝑘𝑘=0

𝑀

𝑚=0

 

הייתה בעיה  )אחרת זו  ℎאשר דורשת טיפול היא שאין לנו את התגוב להלם  כעת, בעיה נוספת 

פשטני ניתן לפתור על ידי  של ביטול הדהוד כאשר התגובה להלם נתונה, שבאופן פשוטה הרבה יותר  

של השגיאה או באמצעות אלגוריתם סטנדרטי לחלוקת פולינומים, וישנו מאמר אחר אשר   MSEמזעור 

תוך שימוש במודל דיפוזי בצורה דומה לשיטה המוצגת פה כאשר שם הם    Informedמטפל בבעיה ה

 עצמו(.  ℎאינם נדרשים להמשךף התהליך משום שיש להם את  



וננציאלית, ולכן תיאור מקורב לתגובה  פהיא בעלת מעטפת דועכת אקסכידוע, תגובה להלם אופיינית  

כאקפוננט דועך  תגובה להלם זו השל (  STFTה)במישור להלם יהיה באמצעות הצגה של כל פס תדר  

מהירות הקול ומקדמי הבליעה הם תלויי  זאת לפסי התדר השונים משום ש בפני עצמו )הגיוני לפצל 

𝜓. אם כן, ניתן לתאר תגובה להלם באמצעות אוסף פרמטרים  תדר(  = {𝜙, (𝜔𝑏 , 𝛼𝑏)𝑏=1
𝐵 , כאשר  {

𝜔𝑏)באמצעות הפרמטרים   , 𝛼𝑏)𝑏=1
𝐵  מוגדר ייצוג משוערך בתדר לתגובה להלם באמצעות אקפוננט

 דועך: 

𝐴𝑛,𝑏
′ = 𝜔𝑏𝑒

−𝛼𝑏𝑛 

𝐴לפי    ייצוג זה עובר החלקה = exp(lerp(log(𝐴′)))   הסימון(lerp   ,)משמעו אינטרפולציה לינארית

, ולסיום עובר  פאזות(טנזורי של )אין הכוונה לפאזה סקלארית אלא לאוסף  𝜙מקבל את הפאזה  

ימנע צרות נומריות( ולבסוף מתווסף אליו  מינימום פאזה )מה ש למרחב תגובות ההלם בעלות הטלה 

 הגעה הראשית(. העבור )  0בזמן   דלתא 

כך שאת הקונבלוציה )בתדר(,  𝐻̃(𝜓)אפשר להגדיר באופן הנ"ל   𝜓אם כן, באמצעות סט פרמטרים  

𝑆𝑐𝑜𝑚𝑝לתגובה להלם המשוערכת    𝑥0בין הסיגנל המשוערך  
−1 (𝐻̃(𝜓))   נוכל לחשב באמצעות הנוסחה

 המקורבת לקונבלוציה בתדר )המזניחה השפעת תדרים קרובים(: 

[𝑆𝑐𝑜𝑚𝑝(𝑦̂)]𝑚,𝑘 = [𝑆𝑐𝑜𝑚𝑝 (𝑥0 ∗ 𝑆𝑐𝑜𝑚𝑝
−1 (𝐻̃(𝜓)))]

𝑚,𝑘
≈ [𝐴𝜓(𝑥0)]𝑚,𝑘

≔∑[𝑆𝑐𝑜𝑚𝑝(𝑥̂0)]𝑛,𝑘 ⋅ [𝐻̃
(𝜓)]

𝑚−𝑛,𝑘

𝑁

𝑛=0

 

 . הבה נסכם את שקיבלנו 

, ואנו מעוניינים לחסר ממנו את  𝑥𝑡זמן נתון בדיפוזיה, יש לנו את הסינגל   צעד בכל  •

∇𝑥𝑡 log(𝑝𝑡(𝑥𝑡|𝑦, ℎ))  אל  כדי להתקדם𝑥𝑡−Δ𝑡 . 

𝑠𝜃(𝑥𝑡באמצעות מוצא הרשת המאומנת מראש   • , 𝑡)  נסמן זאת ב(𝑠 )  נוכל לשערך את𝑥0  ,

 לפי האיטריה הקודמת.  𝜓נאתחל  

𝑥𝑡∇הביטוי   • log(𝑝𝑡(𝑥𝑡|𝑦, ℎ))  .מורכב מסכום של שני ביטויים 

𝑥𝑡∇,  השני את  log(𝑝𝑡(𝑦|𝑥𝑡, ℎ))  ,  לביטוי: אנו יודעים לקרב 

∇𝑥𝑡 log(𝑝𝑡(𝑦|𝑥𝑡 , ℎ)) ≈ −𝜁(𝑡)∇𝑥𝑡𝐶 (𝑦, 𝐴𝜓(𝑥0)) 

𝐶  סטנדרטי MSEמסוג  Lossאם כן, נגדיר  (𝑦, 𝐴𝜓(𝑥0))  פלוס איזה רגולרי(  זציה על𝜓)  ,

ותה  א, ולאחר  𝜓ונעדכן באופן זה את   𝜓נזגור אותו לפי  במהלך כמות מסויימת של צעדים 

( ונקבל את השיערוך  𝜁(𝑡))ונכפול פי    𝑥𝑡, נגזור אותו פעם אחת לפי  םכמות של צעדי

𝑥𝑡∇ל  log(𝑝𝑡(𝑦|𝑥𝑡, ℎ))  נכנה אותו ,𝑔. 

𝑥𝑡∇את השיערוך לאלמנט הראשון ב  • log(𝑝𝑡(𝑥𝑡|𝑦, ℎ)) –     כלומר∇𝑥𝑡 log(𝑝𝑡(𝑥𝑡)) –  

חיסור של  , ואם כן, צעד הדיפוזיה שלנו כעת יהא  𝑠  באמעות מוצא המערכתשיערכנו כבר 

𝑠הסכום   + 𝑔 עד כדי הגודל הרלוונטי הנובע מסטיית התקן( מ(𝑥𝑡   לקבל𝑥𝑡−Δ𝑡 . 

 

 

 

 



 קוד של האלגוריתם: - דרת בפסאודווניתן לסכם זאת בצורה מס 

 

Figure 6  –  פסאודו קוד של האגלוריתם, מתוךBUDDy 

 בתיאור סכמטי של אלגוריתם זה: או, בצורה פחות מילולית, 

 

Figure 7  –מתוך, האגלוריתם של סכמה BUDDy 

ועל כן לא    , ליתר דיוקSGMSE+ (MSGMSE+ )ביצועי מודל זה אינם עולים על ביצועי המודל בפועל, 

, לשם  supervisedבניגוד לנ"ל )מודלים  זאת יש לציין כי  עם  את הקוראים בפירוט המדדים. נלאה

  BUDDyמודל ה מהדאטא(, 𝑥0לכל הקלטה   𝑦אימון המודל נדרשים לצמד הקלטה גרסה מהודהדת  

הטובים ביותר )נכון ליום  ומבין מודלים אילו הוא אכן משיג את הביצועים   unsupervisedהוא מודל 

 פרסום המאמר המציג את האלגרויתם הזה, לפי כותביו(. 

בתגובה להלם אף אם  ממודל זה נרצה לקחת עימנו למודל שלנו את יתרון הפוטנציאלי שיש בשימוש 

)ולא ידועה( לצורך שיפור איכות סיגנל האאוטפוט, וזאת באמצעות מידול  משוערכת מהמודל  

  השפעותו כתגובה להלם. 



 BlindDPS –פונג בין קרנל ותמונה  -פינג

 .של תמונה( טשטוש)ביטול  deblurringמודל זה עוסק בבעיית 

מיוצג  וזת או רעידות המצלמה במהלך הצילום, לדוגמה( )דבר הנובע מתזהטשטוש בתמונות 

התמונה המטושטשת. אם כן,  עם התמונה ה"נקייה" נותן את קונבלוציה , שלאחר באמצעות קרנל 

הן משימות שקולות, ובהתאמה את פתרון זה מתחום   dereverberationו  deblurringמשימת 

זו   visionדי בקלות )תוך טיפול מתאים בקונבלוציה, כאשר ב  audioנוכל ליישם לתחום ה visionה

הקונבלוציה היא בזמן וקונבלוציה בתדר היא רק   audioקונבלוציה ישירות במרחב התמונה, בעוד שב

 קירוב(. 

יל, כאשר ההבדל הוא בכך  אשר הוצג לע  BUDDyאלגוריתם זה מציג אלגוריתם דומה לאלגוריתם ה

מציגים במפורש את הקרנל,  להסתפק באובייקט מקורב לתגובה להלם )שם(, כאן שבמקום  

 סימטרי לתמונה( הוא עובר גם כן בדיפזויה בפני עצמה. ובהתאמה )באופן 

פוטנציאלית "משיגים" גם את הקרנל נוסף על התמונה הנקייה,   –ראשית  : באופן זה, הרווח כפול

בגלל שהקרנל המשוערך מייצג הרבה יותר טוב את הקרנל האמיתי )ביחס לייצוטג פשני   – ושנית 

צעדי הלמידה של התמונה באמצעותו  בתקווה גם המאופיין באמצעות סט פרמטרים מצומצם בלבד(, 

 יהיו יעילים ומועילים הרבה יותר, וכך אף איכות התמונה תעלה. 

 כמפורט לקמן. נסביר כל צעד וצעד. אם כן, כעת הפיתוח ההסתברותי הרלוונטי יפותח 

 מבייס: 

∇𝑥𝑡 log(𝑝𝑡(𝑥𝑡 , 𝑘𝑡|𝑦)) = ∇𝑥𝑡 log(𝑝𝑡(𝑥𝑡 , 𝑘𝑡)) + ∇𝑥𝑡 log(𝑝𝑡(𝑦|𝑥𝑡 , 𝑘𝑡)) 

 התמונה והקרנל בלתי תלויים: 

= ∇𝑥𝑡 log(𝑝𝑡(𝑥𝑡)) + ∇𝑥𝑡 log(𝑝𝑡(𝑘𝑡)) + ∇𝑥𝑡 log(𝑝𝑡(𝑦|𝑥𝑡 , 𝑘𝑡))

= ∇𝑥𝑡 log(𝑝𝑡(𝑥𝑡)) + 0 + ∇𝑥𝑡 log(𝑝𝑡(𝑦|𝑥𝑡 , 𝑘𝑡)) 

 וכן את הקרנל כפי שיפורט להלן:  𝑥0את   𝑥𝑡באמצעות הרשתות אשר אמנו מראש ניתן לשערך מ 

= ∇𝑥𝑡 log(𝑝𝑡(𝑥𝑡)) + ∇𝑥𝑡 log (𝑝𝑡 (𝑦|𝑥0(𝑥𝑡), 𝑘̂0(𝑘𝑡)))

≈ ∇𝑥𝑡 log(𝑝𝑡(𝑥𝑡)) + ∇𝑥𝑡 log (𝑝𝑡 (𝑦|𝑥0(𝑥𝑡) ∗ 𝑘̂0(𝑘𝑡))) 

 בדומה, מהסימטריה )ברמה המתמטית, כמובן לא באופי( בין התמונה והקרנל: 

∇𝑘𝑡 log(𝑝𝑡(𝑥𝑡 , 𝑘𝑡|𝑦)) ≈ ∇𝑘𝑡 log(𝑝𝑡(𝑘𝑡)) + ∇𝑘𝑡 log (𝑝𝑡 (𝑦|𝑥0(𝑥𝑡) ∗ 𝑘̂0(𝑘𝑡))) 

𝑥𝑡∇במאמר זה, חישוב ה  log(𝑝𝑡(𝑥𝑡 , 𝑘𝑡|𝑦))  מבוצע במהלך ה deblurring  באמצעות הרשת    אגופ

𝑠𝜃
𝑥(𝑥𝑡 , 𝑡) יורי  א אשר אומנה מראש ללמוד את הרכיב הפר∇𝑥𝑡 log(𝑝𝑡(𝑥𝑡))   ובאמצעותה שוערך

𝑥0(𝑥𝑡),  סחה שכבר נזכרה לעיל ו לפי הנ : 

𝑥0(𝑥𝑡) = 𝑥𝑡 − 𝜎
2(𝑡)𝑠𝜃

𝑥(𝑥𝑡 , 𝑡) 

𝑠𝜃באמצעות הרשת   – קורית אצל הקרנל דומה  אופרציה 
𝑘(𝑘𝑡, 𝑡)   אשר אומנה מראש ללמוד את הרכיב

𝑥𝑡∇הפראיורי   log(𝑝𝑡(𝑘𝑡))   ישוערך𝑘̂0(𝑘𝑡). 



𝑥0(𝑥𝑡)מתפלג גאוסית סביב קונבלוציית הקירובים   𝑦כעת, לו נניח ש  ∗ 𝑘̂0(𝑘𝑡)  נוכל בקלות לקבל ,

logש  הדיפוזיה( )בדומה לפיתוח הסטנדרטי של מודל  (𝑝𝑡 (𝑦|𝑥0(𝑥𝑡) ∗ 𝑘̂0(𝑘𝑡)))   הרי הוא למעשה

 פשוט.  MSE Lossכ

 הבה נסכם את שקיבלנו. 

מן  , ואנו מעוניינים לחסר 𝑘𝑡והקרנל   𝑥𝑡  מונהתהבכל צעד זמן נתון בדיפוזיה, יש לנו את  •

𝑥𝑡∇את   התמונה log(𝑝𝑡(𝑥𝑡 , 𝑘𝑡|𝑦))   כדי להתקדם אל𝑥𝑡−Δ𝑡   ומן הקרנל את

∇𝑘𝑡 log(𝑝𝑡(𝑥𝑡, 𝑘𝑡|𝑦))   כדי להתקדם אל𝑘𝑡−Δ𝑡 . 

𝑠𝜃באמצעות מוצא הרשת המאומנת מראש   •
𝑥(𝑥𝑡 , 𝑡)  נסמן זאת ב(𝑠𝑥  נוכל לשערך את )𝑥0  ,

𝑠𝜃ובדומה, באמצעות מוצא הרשת המאומנת מראש  
𝑘(𝑥𝑡 , 𝑡)  נסמן זאת ב(𝑠𝑘  נוכל לשערך )

 . 𝑘̂0את  

𝑦‖לפי   Lossנגדיר  • − 𝑥0 ∗ 𝑘̂0‖2
2

 ונוסיף איזו רגולריזציה על הקרנל(.  

  𝑘𝑡−Δ𝑡ואת   𝑥𝑡−Δ𝑡בכדי לקבל את    Loss וכן את הגרדיאנטים של ה 𝑘𝑥ו 𝑠𝑥נחסר את אותם   •

 בהתאמה. 

 קוד של האלגוריתם: - ניתן לסכם זאת בצורה מסודרת בפסאודו

 

Figure 8  –  מתוך, האגלוריתם של קוד פסאודו BlindDPS 

אאכן משביע רצון. עם זאת, אנו מתעניינים ביישום  בתמונות  deblurringביצועי שיטה זו במשימשת 

באודיו כזכור, ולכן לא נלאה   dereverberationלבעיית כללות מסויימות( השיטה זו )ומקבילותיה, תוך 

 . visionאת הקוראים במדדים מן התחום המקביל של 

ממודל זה נרצה לקחת עימנו למודל שלנו את העיקרון שימוש בדיפוזיה כפולה על הקרנל )תגבוה  

להלם( נוסף על התמונה )הסיגנל(, אשר פוטנציאלית יש בה כדי תרומה אדירה )של זיהוי מערכת,  

system recognition ביטול ההדהוד(. , נוסף על 

  



 מן הספרות סיכום השיטות 

 שלוש שיטות שונות. בפרק זה ראינו 

)עם העלאת הערך הוחלט   STFT, ראינו שלהתייחסות לסיגנל במישור ה+SGMSEבשיטה הראשונה, 

להגברת תדרים חלשים( היא אכן שיטה יעילה, כאשר הפילוג הפראיורי הנלמד בה אכן   0.5בחזקת  

 מועיל מאוד לשיפור איכות הסיגנל. 

לכאורה, מאחר ואנחנו אכן מצליחים לקבל אומדן טוב של הסיגנל הנקי, נוכל להפעיל אלגוריתם  

 לזיהוי מערכת ולחלץ משם את התגובה להלם, שאולי בתורה תועיל לנו לשיערוך הסיגנל. 

, ראינו כי אכן שיערוך של התגובה להלם )כזיהוי מערכת( ולבסוף )בסוף כל  BUDDyבשיטה השנייה, ב

איטרציה( שימוש בו )בחלק הפוסטריורי( לשיפור שיערוך הסיגנל הוא שיטה מועילה שאכן מציגה את  

 .unsupervisedהתוצאה הטובה ביותר מבין האלגוריתמים ה

, מוצע למעשה לקיים עד  BlindDPSכדי להזרים אינפורמציה נוספת למערכת, בשיטה השלישית, 

הסוף את הסימטריה )המתמטית( בין הסיגנל )התמונה( והתגובה להלם )הקרנל(, וכך, באמצעות  

שיפור איכות התגובה להלם באמצעות הדיפוזיה על התגובות להלם, נרוויח אינפורמציה על אופיין של  

ותר את איכות הסיגנל,  תגובות להלם )מן הרשת של דיפוזיה זו(, אשר תוכל להועיל ולשפר אף י

 כאשר בנוסף נרוויח גם את התוגבה להלם של המערכת האיכות טובה מאוד. 

בפרק הבא נציג את המודל שלנו, המתבסס ולקוח השראות משלושת המודלים, ואשר מתוך מידולו  

מתוך הקלטה   הסיגנל הנקי  לשיערוך של המערכת במקביל   ך שיערואף  אפשר ת את ההדהוד מ

 מהוהדת. 

  



 השיטה הנבחרת

 תיאור רעיוני

  𝑥0ן הסיגנל הנקי על הסיגנל אשר תתחיל מ  –זו, אנו מציעים לרוץ במקביל על שתי דיפוזיות בשיטה 

ותשאף   ℎ0, ועל התגובה להלם אשר תתחיל מן התגובה להלם  𝑦ותשאף אל הסיגנל המהודהד  

 .𝛿(𝑡)ל 

בתחילת  הן  בין הסיגנל והתגובה להלם אמורה להתפלג סביב ההקלטה המהוהדהת כך, הקונבלוציה 

באופן שמעלה תקוות באשר ליכולת שלנו לשמר את הקשר בין התגובה  הדיפוזיה,  תהליכי  והן בסיום

באים לידי ביטוי בקונבלוציה שלהם הנתונה להו בדמות ההקלטה  להלם והסיגנל )כפי שהםפ 

 . המהודהדת( 

משוואת הדיפוזיה ההופכית(  שתי הדיפוזיות תצומדנה, כאשר ההסתברות אשר הלוג שלה ייגזר )ב

תהיה ההסתברות המשותפת, ובניגוד למודלים מהספרות אשר תוארו בפרק הקודם, כאן הרשת  

ולא רק את החלק   – וסטריורי לרבות החלק הפ – ההסתברות בכללותה  גתלמד את לו  ה מלכתחיל

 . enhancementעליו יולבש בדיעבד החלק הפוסטריורי רק במהלך ה  ראיוריהפ

בלא צורך להוסיף עליה לאחר האימון אף רכיבים נוספים, אנו   באופן זה, בהיות הרשת דיפוזיה מלאה

 היבטים:  בשנימקווים להרוויח 

משימת  ב עוד העומס החישובי המהותי יוטל בעיקרו  –  inferenceחיסכון חישובי במהלך  .1

 האימון. 

כאשר רשת זו )אשר נועדה לטפל בהקלטות מהודהדות( לומדת את כל הרכיבים, מרגע   .2

מהסוג  משימות נוספות אימון המודל הרי זו כרשת רגילה, וניתן להשתמש בה באופן ישיר ל

 . , לדוגמה(inpaintingשרשתות דיפוזיה משמשות להן )

להשתמש ברשת יחידה ומאוחדת אשר תקל את הסיגנל והן את התגבוה להלם  בנוסף, אנו מציעים 

)של הסיגנל והתוגבה    score functionsאת שתי הלהחזיר בצעד הזמן הנוכחי בדיפזויה, ותלמד 

ל אחת  כהרשתות האחראיות על במשותף. באופן זה, אנו מאמינים שההיכרות ההדדית של להלם( 

 ת הביצועים. אתועיל לשיערוך ותשפר   את חברתהּ score functionsמן ה

  



 מוסכמות מתמטיות 

 נקבל על עצמנו טרמינולוגיה מתמטית מסויימת. ראשית, הבה 

אחרת, כוונתו   , כל עוד לא מצויין במפורש" לסיגנל "בתדר כאשר אנו אומרים "מתמירים" או מתייחסים  

העלאה של הערך  להיות על ידינו  נבחרהולאחריה הפעלת טרנספורמציה אשר   STFTלהתמרת 

𝛼, כאשר מטעמי אופטימיזיציה כוונתנו ל 𝛽וכפל פי   𝛼החלוחלט בחזקת   = 𝛽ו  0.5 = , למעט  0.15

𝛼בנספח המתמטי שם   = 𝛽 =  את התמרה זו במלואה.  𝒯נסמן ב  . מטעמי פשטות פיתוחית 1

בהתאמה, כאשר אנו אומרים "נתמיר חזרה לזמן" או כל ביטוי דומה, הכוונה קודם היא להפעלת  

הטרנספורמציה ההופכית )כפל פי  
1

𝛽
עלאת הערך המוחלט בחזקת  ואחר כך ה 

1

𝛼
( ולאחר מכן הפעלת  

 את התמרה הופכית זון במלואה.  𝒯−1נסמן ב  .ISTFTהתמרת 

 . (𝑥𝑡  ,ℎ𝑡  ,𝑥0  ,ℎ0  ,𝑦מתוארים באותיות קטנות )  סיגנלים במישור הזמן  

נסמן את הסיגנלים באות   – כנ"ל והפעלת הטרנספורמציה  STFTלאחר התמרת  – במישור התדר 

 (. 𝑋𝑡  ,𝐻𝑡  ,𝑋0  ,𝐻0  ,𝑌) גדולה  

 הלוונטי בדיפוזיה(. ( מתייחס לסיגנל )בצעד הזמן 𝑥𝑡  ,𝑥0  ,𝑋𝑡  ,𝑋0)  𝑥סימון באות  

 ( מתייחס לתגובה להלם )בצעד הזמן הלוונטי בדיפוזיהℎ  (ℎ𝑡  ,ℎ0  ,𝑋𝑡  ,𝐻0 .)סימון באות  

𝜀  (𝜀𝑡סימון באות  
𝑋  ,𝜀𝑡

𝐻 שלו   עליון ה באינדקס הכוונה לרעש בתדר/בזמן לפי הסימון ( עבור רעשים

 )לרוב הכוונה תהיה לרעש בתדר(. 

 הוא ההקלטה המהודהדת, אשר עליה אנו מפעילים את אלגוריתם ביטול ההדהוד שלנו.  𝑦הסיגנל  

 ציין קונבלוציה בזמן )הסימון הסטנדרטי(. בין סיגנלים בזמן כדי ל ∗אנו נשתמש באופרטור האונארי  

סיגנלים בתדר כדי לציין התמרה חזרה לזמן, קונבלוציה בזמן  בין   ⊛  האונארי אנו נשתמש באופרטור

𝐶וחזרה לתדר. כך לדוגמה,   = 𝐴⊛ 𝐵  משמעו התמרת ,𝐴  ל( לזמן𝑎  התמרת ,)𝐵  ל( לזמן𝑏  חישוב ,)

𝑐הקונבלוציה   = 𝑎 ∗ 𝑏 לקבלת  לתדר  הולסיום התמרה חזר𝐶.   :או, בכתיב מתמטי 

𝐴⊛ 𝐵 = 𝒯[𝒯−1[𝐴] ∗ 𝒯−1[𝐵]] 

  



 פיתוח מתמטי

 כלומר: מתפלגים כל אחד נורמלית באופן בלתי,  ℎ𝑡ו  𝑥𝑡ש  הבה נניח

𝑋𝑡 ∼ 𝑁ℂ(𝜇𝑋(𝑋0, 𝑌, 𝑡), 𝜎𝑋
2(𝑡)𝐼)  

𝐻𝑡 ∼ 𝑁ℂ(𝜇𝐻(𝐻0, 𝑡), 𝜎𝐻
2(𝑡)𝐼)  

 כאשר: 

𝜇𝑋(𝑋0, 𝑌, 𝑡) = 𝑒
−𝛾𝑡𝑋0 + (1 − 𝑒

−𝛾𝑡)𝑌 

𝜇𝐻(𝐻0, 𝑡) = 𝑒
−𝛾𝑡𝐻0 + (1 − 𝑒

−𝛾𝑡)𝒯[𝛿(𝑡)] 

 מבייס:  סיק מכך על הפילוג המשותף. כעת, הבה נו

log(𝑝𝑡(𝑋𝑡 , 𝐻𝑡|𝑋0, 𝐻0, 𝑌)) = log(𝑝𝑡(𝑋𝑡 , 𝑋𝑡⊛𝐻𝑡|𝑋0, 𝐻0, 𝑌))

= log(𝑝𝑡(𝑋𝑡|𝑋0, 𝐻0, 𝑌)) + log(𝑝𝑡(𝑋𝑡⊛𝐻𝑡|𝑋𝑡 , 𝑋0, 𝐻0, 𝑌))

= log(𝑝𝑡(𝑋𝑡|𝑋0, 𝑌)) + log(𝑝𝑡(𝑋𝑡⊛𝐻𝑡|𝑋𝑡 , 𝐻0, 𝑌)) 

,log(𝑝𝑡(𝑋𝑡|𝑋0האלמנט הפראיורי   𝑌)) :הוא פשוט 

log(𝑝𝑡(𝑋𝑡|𝑋0, 𝑌)) = log(|2𝜋𝜎𝑋(𝑡)𝐼|
−
1
2𝑒

−
‖𝑋𝑡−𝜇𝑋(𝑋0,𝑌,𝑡)‖2

2

2𝜎𝑋
2(𝑡) )

= log (|2𝜋𝜎𝑋(𝑡)𝐼|
−
1
2) −

‖𝑋𝑡 − 𝜇𝑋(𝑋0, 𝑌, 𝑡)‖2
2

2𝜎𝑋
2(𝑡)

 

 ולכן: 

∇𝑋𝑡 log(𝑝𝑡(𝑋𝑡|𝑋0, 𝑌)) = −
𝑋𝑡 − 𝜇𝑋(𝑋0, 𝑌, 𝑡)

𝜎𝑋
2(𝑡)

= −
𝜇𝑋(𝑋0, 𝑌, 𝑡) + 𝜎𝑋(𝑡)𝜀𝑡

𝑋 − 𝜇𝑋(𝑋0, 𝑌, 𝑡)

𝜎𝑋
2(𝑡)

= −
𝜀𝑡
𝑋

𝜎𝑋(𝑡)
 

 למעשה:   נההאלמנט הפוסטריורי, מאידך, מעט יותר מסובך. נשים לב לכך שהתוחלת המותנית הי

𝐸𝐻𝑡|(𝐻0,𝑌)[𝑋𝑡⊛𝐻𝑡|𝑋0, 𝐻0, 𝑌] = 𝑋𝑡⊛𝐸𝐻𝑡|(𝐻0,𝑌)[ℎ𝑡|𝑥𝑡 , ℎ0, 𝑦] = 𝑋𝑡⊛𝐸𝐻𝑡|(𝐻0,𝑌)[ℎ𝑡|ℎ0, 𝑦]

= 𝑋𝑡⊛𝜇𝐻(𝐻0, 𝑡) 

 : ולכן השגיאה היא

𝜀𝑡
𝑋𝑡⊛𝐻𝑡|𝑋𝑡 = 𝑋𝑡⊛𝐻𝑡 − 𝑋𝑡⊛𝜇𝐻(𝐻0, 𝑡) = 𝑋𝑡⊛ (𝐻𝑡 − 𝜇𝐻(𝐻0, 𝑡)) = 𝜎𝐻(𝑡)𝑋𝑡⊛𝜀𝑡

𝐻 

 

 

 

 

 



 . )הקוואריאנס(יותר מסובך הוא השונות  מעט  החלק ה

)אנו נדרשים לקירוב הזה כי אין לנו כוונה להפוך מטריצת ענק ואז    לבן מספיק  𝑥𝑡לו נשקר ונטען ש 

 : הרכיב הקורלטיבי הוא נקבל שעוד לכפול בה ולגזור(, 

∑𝑥𝑡(𝑛
′)𝑥𝑡(𝑛

′ − 𝑛 + 𝑘)

𝑛′

= ‖𝑥𝑡‖2
2𝛿𝑘,𝑛 

היא אכן לא ניתנת  הוא כמובן שגוי ביסודו, אך השגיאה יחסית קטנה ואנו נושאים תקווה כי קירוב זה 

 להזנחה.

נניח   כעת  גאוסית סאופן חס"ק בין הקומפוננטות.מתפלגת  𝐻𝑡הנחנו שבתדר התגובה להלם   ,כזכור

 שמתקיים: , כלומר זה נכון בקירוב שגם בזמן   בנוסף

𝐸ℎ𝑡|(ℎ0,𝑦)[(ℎ𝑡 − 𝜇ℎ(ℎ0, 𝑡))(𝑛)(ℎ𝑡 − 𝜇ℎ(ℎ0, 𝑡))(𝑘)|ℎ0, 𝑦] ≈ 𝜎ℎ
2(𝑡)𝛿𝑛,𝑘 

זו הנחה סבירה למדי. ה"רעש" הזה של ההתפלגות על התגובות להלם, הוא למעשה רעש דוחף  

שתתווסף   – באופן עשיר יותר. יש היגיון לכך גם בזמן הנועד לאפשר התפתחות התגובות להלם 

שספקטוגרמת הבליעה תשתנה   – הפרעה חדשה הגורמת לשינוי בהזחר בזמן מסויים, וכן בתדר 

𝜎ℎבין השונות בזמן  . היחס בזמן מסוים 
2(𝑡)   לשונות בתדר𝜎𝐻

2(𝑡)  .הוא קבוע כמובן מפרסבל 

 . יש לציין ששני קירובים אילו הם הקירובים היחידים אשר אנו לוקחים במודל זה

𝜎ℎהיא אכן   ℎ𝑡, בהנחה ואכן השונות של  אם כן 
2(𝑡)𝐼 קונבלוציה  שונות נצפה כי  , אזי𝑥𝑡 ∗ ℎ𝑡   בהינתן

𝑥𝑡   ,וכן, כמובן(ℎ0  ו𝑦 )  תהיה )חשוב לזכור–  𝑡 הזמן  פרמטר  , לא ההוא אינדקס הזמן בתהליך הדיפוזי

 (: בתוך הסיגנל! 

𝐶𝑥𝑡∗ℎ𝑡|𝑥𝑡,ℎ0,𝑦(𝑛, 𝑘)

= 𝐸ℎ𝑡|(ℎ0,𝑦)[∑ 𝑥𝑡(𝑛
′)(ℎ𝑡 − 𝜇ℎ(ℎ0, 𝑡))(𝑛 − 𝑛

′)𝑛′ ⋅ ∑ 𝑥𝑡(𝑘
′)(ℎ𝑡 − 𝜇ℎ(ℎ0, 𝑡))(𝑘 − 𝑘

′)𝑘′ |𝑥𝑡 , ℎ0, 𝑦]

= 𝐸ℎ𝑡|(ℎ0,𝑦)[∑ ∑ 𝑥𝑡(𝑛
′)(ℎ𝑡 − 𝜇ℎ(ℎ0, 𝑡))(𝑛 − 𝑛

′) ⋅ 𝑥𝑡(𝑘
′)(ℎ𝑡 − 𝜇ℎ(ℎ0, 𝑡))(𝑘 − 𝑘

′)𝑘′𝑛′ |𝑥𝑡 , ℎ0, 𝑦]

=∑∑𝑥𝑡(𝑛
′)𝑥𝑡(𝑘

′) ⋅ 𝐸ℎ𝑡|(ℎ0,𝑦)[(ℎ𝑡 − 𝜇ℎ(ℎ0, 𝑡))(𝑛 − 𝑛
′)(ℎ𝑡 − 𝜇ℎ(ℎ0, 𝑡))(𝑘 − 𝑘

′)|ℎ0, 𝑦]

𝑘′𝑛′

 

=∑∑𝑥𝑡(𝑛
′)𝑥𝑡(𝑘

′) ⋅ 𝜎ℎ
2(𝑡)𝛿𝑛−𝑛′,𝑘−𝑘′

𝑘′𝑛′

= 𝜎ℎ
2(𝑡) ⋅∑𝑥𝑡(𝑛

′)𝑥𝑡(𝑛
′ − 𝑛 + 𝑘)

𝑛′

 

𝑥𝑡כלומר, תחת ההנחות דלעיל, קיבלנו שהשונות של   ∗ ℎ𝑡|𝑥𝑡 , ℎ0, 𝑦   היא‖𝑥𝑡‖2
2𝜎ℎ

2(𝑡)𝐼  לכן נטען ,

,𝑋𝑡⊛𝐻𝑡|𝑋0)בדומה( שבתדר הפילוג   𝐻0, 𝑌 עם התוחלת שחישבנו קודם( הוא בעל שונות  גאוסי  ה(

‖𝑥𝑡‖2
2𝜎𝐻

2(𝑡)𝐼 .מנימוק דומה לנימוקים דלעיל , 

זמן אשר אנו מתמירים פורייה לקבלת הטור   binהיא לזכור שכל )גם קודם( דרך נוספת לנמק זאת 

, הדבר שקול לכפל ווקטור הסיגנל במטריצת ההתמרה, כך שהקורלציה  STFTהרלוונטי בתמונת ה

תיכפל משמאל במטריצה ומימין בצמוד ההרמיטי לו, ומאחר ומלכתחילה הקורלציה היא מטריצת  

יחידה, המטריצות הצמודות האחת לשנייה שבשתי צידיה תתקזזנה ושוב נישאר עם מטריצת יחידה.  

האנליזה והסינתזה המכפלה אכן תיתן מטריצת יחידה, אך יש   לכאורה, מתנאי פורטנוף על חלונות 

 לבחון זאת בעיון יתר. 

 



מתנהג הפילוג של הקונבלוציה המותנית )לאחר התנייה, זהו צ"ל של גאוסים   כיצדכעת, משהסקנו 

 scoreולקבל את ה 𝑋𝑡במשותף ולכן זה עדיין גאוסי, עם התוחלת והשונות שקירבנו(, נרצה לגזור לפי  

function    לדיפוזיה על𝑋𝑡לגזור לפי  כן  , ו𝐻𝑡 ולקבל את את הscore function   לדיפוזיה על𝐻𝑡: 

log(𝑝𝑡(𝑋𝑡⊛𝐻𝑡|𝑋𝑡 , 𝐻0, 𝑌)) = log(|2𝜋‖𝑥𝑡‖2
2𝜎𝐻

2(𝑡)𝐼|
−
1
2𝑒

−
‖𝑋𝑡⊛(𝐻𝑡−𝜇𝐻(𝐻0,𝑡))‖2

2

2‖𝑥𝑡‖2
2𝜎𝐻

2 (𝑡) )

= log (|2𝜋‖𝑥𝑡‖2
2𝜎𝐻

2(𝑡)𝐼|
−
1
2) −

‖𝑋𝑡⊛ (𝐻𝑡 − 𝜇𝐻(𝐻0, 𝑡))‖2
2

2‖𝑥𝑡‖2
2𝜎𝐻

2(𝑡)
 

𝐻𝑡ניזכר בכך ש  − 𝜇𝐻(𝐻0, 𝑡) = 𝜎𝐻(𝑡)𝜀𝑡
𝐻. 

,  של ציר זמן וציר תדר   STFTמימדית -צריך לזכור שכל אחד מהנ"ל הוא גודל טנזורי )תמונה דו כמו כן, 

מטריצת היחידה הנ"ל  לממשי והמדומה( ולכן   channelsשני ה – , וציר שלישי מימדים 𝑑נניח סה"כ  

2𝑑היא ממימד   × 2𝑑 .כמובן, דטרמיננטה של מטריצה אלכסונית היא מכפלת האיברים על האלכסון . 

 נציב את שתי האמירות הנ"ל: 

log(𝑝𝑡(𝑋𝑡⊛𝐻𝑡|𝑋𝑡 , 𝐻0, 𝑌)) = log((2𝜋‖𝑥𝑡‖2
2𝜎𝐻

2(𝑡))
−
1
2
⋅2𝑑
) −

‖𝑋𝑡⊛𝜎𝐻(𝑡)𝜀𝑡
𝐻‖2

2

2‖𝑥𝑡‖2
2𝜎𝐻

2(𝑡)

= −𝑑 log (2𝜋𝜎𝐻
2(𝑡)) − 2𝑑 log(‖𝑥𝑡‖2) −

‖𝑋𝑡⊛𝜀𝑡
𝐻‖2

2

2‖𝑥𝑡‖2
2  

 לסיגנל אותו צריכה ללמוד הרשת הוא:   score functionשה אם כן, נקבל 

𝑆𝑒𝑥𝑝𝑒𝑐𝑡𝑒𝑑
𝑋 = ∇𝑋𝑡 log(𝑝𝑡(𝑋𝑡 , 𝐻𝑡|𝑋0, 𝐻0, 𝑌)) = −

𝜀𝑡
𝑋

𝜎𝑋(𝑡)
− ∇𝑋𝑡 (2𝑑 log(‖𝑥𝑡‖2) +

‖𝑋𝑡⊛𝜀𝑡
𝐻‖2

2

2‖𝑥𝑡‖2
2 ) 

 : אותו צריכה ללמוד הרשת הוא לתגובה להלם  score functionה ובדומה

𝑆𝑒𝑥𝑝𝑒𝑐𝑡𝑒𝑑
𝐻 = ∇𝐻𝑡 log(𝑝𝑡(𝑋𝑡 , 𝐻𝑡|𝑋0, 𝐻0, 𝑌)) = −

𝜀𝑡
𝐻

𝜎𝐻(𝑡)
− ∇𝑋𝑡 (2𝑑 log(‖ℎ𝑡‖2) +

‖𝐻𝑡⊛𝜀𝑡
𝑋‖2

2

2‖ℎ𝑡‖2
2 ) 

בחלק של   א ביטוח מפורט לכך ניתן למצותת ביטוי סגור לגרדיאנט שבימין הביטוי,  כעת, ניתן ל

 . הרחבת הפיתוח המתמטי 

כדי לגזור זאת בקלות, כפי שניתן לראות   pytorchעם זאת, אין צורך בכך, שהרי ניתן להשתמש ב

 . מקטע הבאבקוד שב

, כל שנותר הוא ללמד את הרשת את אותם  score functionsל  ”ground truth”ה כעת, משחישבנו את 

 : Lossעל ידי מינימזציה ל   ,ערכים 

𝜃 = argmin
𝜃

𝐸𝑡,(𝑥0,ℎ0,𝑦),𝑥𝑡|(𝑥0,𝑦),ℎ𝑡|ℎ0 [‖𝑠𝜃
𝑋(𝑥𝑡, 𝑦, 𝑡) − 𝑆𝑒𝑥𝑝𝑒𝑐𝑡𝑒𝑑

𝑋 ‖
2

2

+ ‖𝑠𝜃
𝐻(𝑥𝑡 , 𝑦, 𝑡) − 𝑆𝑒𝑥𝑝𝑒𝑐𝑡𝑒𝑑

𝐻 ‖
2

2
] 

  



 הרחבת הפיתוח המתמטי 

 .𝜓̃(𝑚)ב חלון הסינתזה  את ו,  את חלון האנליזה 𝜓(𝑚)ב  נסמן

כפי  והתגובה להלם )בהתאמה(,   של הסיגנל  STFTהמתייחסים להתמרות   𝐻𝑡ו  𝑋𝑡,  לעיל פי שצויין  כ

 . ℎ[𝑛]ב ו 𝑥[𝑛]ב  ם בדיפוזיה. בזמן נסמן אות 𝑡שהוא בצעד הזמן ה 

𝑋𝑡שאנחנו כותבים  כ
𝑙𝑘𝑟האינדקסים  ת יו, משמעו𝑙  ,𝑘  ו𝑟 הזמן, התדר והחלק הממשי או   בהתאמה: ן, ה

 (. למדומה  1לממשי,   0המדומה ) 

𝑋𝑡∇אנו מתעניינים בפיתוח ביטוי לגראדיאנט   (2𝑑 log(‖𝑥𝑡‖2) +
‖𝑋𝑡⊛𝜀𝑡

𝐻‖
2

2

2‖𝑥𝑡‖2
2 ) . 

ריבוע הנורמה היא פשוט הסיגנל  הגרדיאנט של הרכיב השמאלי הוא טריוויאלי משום שנגזרת של 

ה זה לא  גם גרדיאנט של מנ ( ומפרסבל הנורמה בזמן שווה לנורמה בתדר עד כדי קבוע. 2)כפול  

 נשמור אותם לסוף.  משהו חדש. 

𝑋𝑡‖𝑋𝑡⊛𝐻𝑡‖2∇בגראדינט מהצורה   – הבה נתמקד בחלק הפחות טריוויאלי לבינתיים, 
 𝐻𝑡  )כאשר  2

𝑋𝑡𝐻𝑡∇ש במובן  𝑋𝑡בלתי תלוי ב  = 0 .) 

 והגדרת קונבלוציה:  ISTFTהגדרות התמרות 

𝑥[𝑛] =∑ ∑ 𝑋𝑡
𝑙𝑥𝑘𝑥𝜓̃[𝑛 − 𝑙𝑥𝑅]𝑒

𝑖
2𝜋
𝑁
𝑘𝑥(𝑛−𝑙𝑥𝑅)

𝑁−1

𝑘𝑥=0𝑙𝑥

 

ℎ[𝑛] =∑ ∑ 𝐻𝑡
𝑙ℎ𝑘ℎ𝜓̃[𝑛 − 𝑙ℎ𝑅]𝑒

𝑖
2𝜋
𝑁
𝑘ℎ(𝑛−𝑙ℎ𝑅)

𝑁−1

𝑘ℎ=0𝑙ℎ

 

(𝑥 ∗ ℎ)[𝑛] =∑𝑥[𝑚]ℎ[𝑛 − 𝑚]

𝑚

 

 נוכל לשים לב לכך שמתקיים: 

⇒ (𝑥 ∗ ℎ)[𝑛] =∑∑ ∑ 𝑋𝑡
𝑙𝑥𝑘𝑥𝜓̃[𝑚

𝑁−1

𝑘𝑥=0𝑙𝑥𝑚

− 𝑙𝑥𝑅]𝑒
𝑖
2𝜋
𝑁
𝑘𝑥(𝑚−𝑙𝑥𝑅)∑ ∑ 𝑋𝑡

𝑙ℎ𝑘ℎ𝜓̃[𝑛 − 𝑚 − 𝑙ℎ𝑅]𝑒
𝑖
2𝜋
𝑁
𝑘ℎ(𝑛−𝑚−𝑙ℎ𝑅)

𝑁−1

𝑘ℎ=0𝑙ℎ

 

=∑∑ ∑ ∑ ∑ 𝑋𝑡
𝑙𝑥𝑘𝑥𝐻𝑡

𝑙ℎ𝑘ℎ𝜓̃[𝑚 − 𝑙𝑥𝑅]𝜓̃[𝑛 − 𝑚 − 𝑙ℎ𝑅]𝑒
𝑖
2𝜋
𝑁
[𝑘𝑥(𝑚−𝑙𝑥𝑅)+𝑘ℎ(𝑛−𝑚−𝑙ℎ𝑅)]

𝑁−1

𝑘ℎ=0𝑙ℎ

𝑁−1

𝑘𝑥=0𝑙𝑥𝑚

 

 

 

 

 



 ולכן: 

(𝑋𝑡⊛𝐻𝑡)
𝑙′𝑘′ =∑(𝑥 ∗ ℎ)[𝑛]𝜓[𝑛 − 𝑙′𝑅]𝑒−𝑖

2𝜋
𝑁
𝑘′(𝑛−𝑙′𝑅)

𝑛

 

=∑∑∑ ∑ ∑ ∑ 𝑋𝑡
𝑙𝑥𝑘𝑥𝐻𝑡

𝑙ℎ𝑘ℎ𝜓̃[𝑚 − 𝑙𝑥𝑅]𝜓̃[𝑛 − 𝑚 − 𝑙ℎ𝑅]𝜓[𝑛

𝑁−1

𝑘ℎ=0𝑙ℎ

𝑁−1

𝑘𝑥=0𝑙𝑥𝑚𝑛

− 𝑙′𝑅]𝑒𝑖
2𝜋
𝑁 [

𝑘𝑥(𝑚−𝑙𝑥𝑅)+𝑘ℎ(𝑛−𝑚−𝑙ℎ𝑅)−𝑘
′(𝑛−𝑙′𝑅)] 

=∑∑∑ ∑ ∑ ∑ 𝑋𝑡
𝑙𝑥𝑘𝑥𝐻𝑡

𝑙ℎ𝑘ℎ𝜓̃[𝑚 − 𝑙𝑥𝑅]𝜓̃[𝑛 − 𝑚 − 𝑙ℎ𝑅]𝜓[𝑛

𝑁−1

𝑘ℎ=0𝑙ℎ

𝑁−1

𝑘𝑥=0𝑙𝑥𝑚𝑛

− 𝑙′𝑅]𝑒𝑖
2𝜋
𝑁 [

𝑘𝑥(𝑚−𝑙𝑥𝑅)+𝑘ℎ(𝑛−𝑚−𝑙ℎ𝑅)−𝑘
′(𝑛−𝑙′𝑅)]

 

 נתבונן בנפרד בחלק הממשי ובחלק המדומה של ביטוי זה.  – הבה נחלק למקרים 

 נתחיל מן החלק הממשי: 

(𝑋𝑡⊛𝐻𝑡)
𝑙′𝑘′0 = 𝑅𝑒{(𝑋𝑡⊛𝐻𝑡)

𝑙′𝑘′}

=∑∑∑ ∑ ∑ ∑ 𝑅𝑒 {𝑋𝑡
𝑙𝑥𝑘𝑥𝐻𝑡

𝑙ℎ𝑘ℎ𝑒𝑖
2𝜋
𝑁 [

𝑘𝑥(𝑚−𝑙𝑥𝑅)+𝑘ℎ(𝑛−𝑚−𝑙ℎ𝑅)−𝑘
′(𝑛−𝑙′𝑅)]}

𝑁−1

𝑘ℎ=0𝑙ℎ

𝑁−1

𝑘𝑥=0𝑙𝑥𝑚𝑛

⋅ 𝜓̃[𝑚 − 𝑙𝑥𝑅]𝜓̃[𝑛 −𝑚 − 𝑙ℎ𝑅]𝜓[𝑛 − 𝑙
′𝑅] 

Φנסמן  
𝑙𝑥𝑙ℎ𝑙

′
𝑘𝑥𝑘ℎ𝑘

′

(𝑚, 𝑛) =
2𝜋

𝑁
[𝑘𝑥(𝑚 − 𝑙𝑥𝑅) + 𝑘ℎ(𝑛 − 𝑚 − 𝑙ℎ𝑅) − 𝑘

′(𝑛 − 𝑙′𝑅)] :לכן , 

𝑅𝑒 {𝑋𝑡
𝑙𝑥𝑘𝑥𝐻𝑡

𝑙ℎ𝑘ℎ𝑒𝑖
2𝜋
𝑁 [

𝑘𝑥(𝑚−𝑙𝑥𝑅)+𝑘ℎ(𝑛−𝑚−𝑙ℎ𝑅)−𝑘
′(𝑛−𝑙′𝑅)]} 

= (𝑋𝑡
𝑙𝑥𝑘𝑥0𝐻𝑡

𝑙ℎ𝑘ℎ0 − 𝑋𝑡
𝑙𝑥𝑘𝑥1𝐻𝑡

𝑙ℎ𝑘ℎ1) cos (Φ
𝑙𝑥𝑙ℎ𝑙

′
𝑘𝑥𝑘ℎ𝑘

′

(𝑚, 𝑛))

− (𝑋𝑡
𝑙𝑥𝑘𝑥0𝐻𝑡

𝑙ℎ𝑘ℎ1 + 𝑋𝑡
𝑙𝑥𝑘𝑥1𝐻𝑡

𝑙ℎ𝑘ℎ0) sin (Φ
𝑙𝑥𝑙ℎ𝑙

′
𝑘𝑥𝑘ℎ𝑘

′

(𝑚, 𝑛)) 

 ונקבל שמתקיים: 

𝜕𝑅𝑒 {𝑋𝑡
𝑙𝑥𝑘𝑥𝐻𝑡

𝑙ℎ𝑘ℎ𝑒𝑖
2𝜋
𝑁 [

𝑘𝑥(𝑚−𝑙𝑥𝑅)+𝑘ℎ(𝑛−𝑚−𝑙ℎ𝑅)−𝑘
′(𝑛−𝑙′𝑅)]}

𝜕𝑋𝑡
𝑙𝑘𝑟  

= 𝛿𝑙𝑥𝑙𝛿𝑘𝑥𝑘 [(−1)
𝑟𝐻𝑡

𝑙ℎ𝑘ℎ𝑟 cos (Φ
𝑙𝑥𝑙ℎ𝑙

′
𝑘𝑥𝑘ℎ𝑘

′

(𝑚, 𝑛)) − 𝐻𝑡
𝑙ℎ𝑘ℎ(1−𝑟) sin (Φ

𝑙𝑥𝑙ℎ𝑙
′

𝑘𝑥𝑘ℎ𝑘
′

(𝑚, 𝑛))] 

⇒
𝜕(𝑋𝑡⊛𝐻𝑡)

𝑙′𝑘′0

𝜕𝑋𝑡
𝑙𝑘𝑟  

=∑∑∑ ∑ [(−1)𝑟𝐻𝑡
𝑙ℎ𝑘ℎ𝑟 cos (Φ

𝑙𝑥𝑙ℎ𝑙
′

𝑘𝑥𝑘ℎ𝑘
′

(𝑚, 𝑛)) − 𝐻𝑡
𝑙ℎ𝑘ℎ(1−𝑟) sin (Φ

𝑙𝑥𝑙ℎ𝑙
′

𝑘𝑥𝑘ℎ𝑘
′

(𝑚, 𝑛))]

𝑁−1

𝑘ℎ=0𝑙ℎ𝑚𝑛

⋅ 𝜓̃[𝑚 − 𝑙𝑅]𝜓̃[𝑛 − 𝑚 − 𝑙ℎ𝑅]𝜓[𝑛 − 𝑙
′𝑅] 



 בדומה: 

𝐼𝑚 {𝑋𝑡
𝑙𝑥𝑘𝑥𝐻𝑡

𝑙ℎ𝑘ℎ𝑒𝑖
2𝜋
𝑁 [

𝑘𝑥(𝑚−𝑙𝑥𝑅)+𝑘ℎ(𝑛−𝑚−𝑙ℎ𝑅)−𝑘
′(𝑛−𝑙′𝑅)]} 

= (𝑋𝑡
𝑙𝑥𝑘𝑥0𝐻𝑡

𝑙ℎ𝑘ℎ0 − 𝑋𝑡
𝑙𝑥𝑘𝑥1𝐻𝑡

𝑙ℎ𝑘ℎ1) sin (Φ
𝑙𝑥𝑙ℎ𝑙

′
𝑘𝑥𝑘ℎ𝑘

′

(𝑚, 𝑛))

+ (𝑋𝑡
𝑙𝑥𝑘𝑥0𝐻𝑡

𝑙ℎ𝑘ℎ1 + 𝑋𝑡
𝑙𝑥𝑘𝑥1𝐻𝑡

𝑙ℎ𝑘ℎ0) cos (Φ
𝑙𝑥𝑙ℎ𝑙

′
𝑘𝑥𝑘ℎ𝑘

′

(𝑚, 𝑛)) 

 ונקבל שמתקיים: 

𝜕𝐼𝑚 {𝑋𝑡
𝑙𝑥𝑘𝑥𝐻𝑡

𝑙ℎ𝑘ℎ𝑒𝑖
2𝜋
𝑁 [

𝑘𝑥(𝑚−𝑙𝑥𝑅)+𝑘ℎ(𝑛−𝑚−𝑙ℎ𝑅)−𝑘
′(𝑛−𝑙′𝑅)]}

𝜕𝑋𝑡
𝑙𝑘𝑟  

= 𝛿𝑙𝑥𝑙𝛿𝑘𝑥𝑘 [(−1)
𝑟𝐻𝑡

𝑙ℎ𝑘ℎ𝑟 sin (Φ
𝑙𝑥𝑙ℎ𝑙

′
𝑘𝑥𝑘ℎ𝑘

′

(𝑚, 𝑛)) + 𝐻𝑡
𝑙ℎ𝑘ℎ(1−𝑟) cos (Φ

𝑙𝑥𝑙ℎ𝑙
′

𝑘𝑥𝑘ℎ𝑘
′

(𝑚, 𝑛))] 

⇒
𝜕(𝑥𝑡 ∗ ℎ𝑡)

𝑙′𝑘′1

𝜕𝑥𝑡
𝑙𝑘𝑟  

=∑∑∑ ∑ [(−1)𝑟𝐻𝑡
𝑙ℎ𝑘ℎ𝑟 sin (Φ

𝑙𝑥𝑙ℎ𝑙
′

𝑘𝑥𝑘ℎ𝑘
′

(𝑚, 𝑛)) + 𝐻𝑡
𝑙ℎ𝑘ℎ(1−𝑟) cos (Φ

𝑙𝑥𝑙ℎ𝑙
′

𝑘𝑥𝑘ℎ𝑘
′

(𝑚, 𝑛))]

𝑁−1

𝑘ℎ=0𝑙ℎ𝑚𝑛

⋅ 𝜓̃[𝑚 − 𝑙𝑅]𝜓̃[𝑛 − 𝑚 − 𝑙ℎ𝑅]𝜓[𝑛 − 𝑙
′𝑅] 

 סה"כ נוכל להגדיר את הפונקציה )הדטרמיניסטית לחלוטין( הבאה: 

𝑓𝑙𝑘𝑟
𝑙′𝑘′𝑟′(𝐻𝑡)

=∑∑∑ ∑ [{
(−1)𝑟𝐻𝑡

𝑙ℎ𝑘ℎ𝑟 cos (Φ
𝑙𝑥𝑙ℎ𝑙

′
𝑘𝑥𝑘ℎ𝑘

′

(𝑚, 𝑛)) − 𝐻𝑡
𝑙ℎ𝑘ℎ(1−𝑟) sin (Φ

𝑙𝑥𝑙ℎ𝑙
′

𝑘𝑥𝑘ℎ𝑘
′

(𝑚, 𝑛)) 𝑟′ = 0

(−1)𝑟𝐻𝑡
𝑙ℎ𝑘ℎ𝑟 sin (Φ

𝑙𝑥𝑙ℎ𝑙
′

𝑘𝑥𝑘ℎ𝑘
′

(𝑚, 𝑛)) + 𝐻𝑡
𝑙ℎ𝑘ℎ(1−𝑟) cos (Φ

𝑙𝑥𝑙ℎ𝑙
′

𝑘𝑥𝑘ℎ𝑘
′

(𝑚, 𝑛)) 𝑟′ = 1
]

𝑁−1

𝑘ℎ=0𝑙ℎ𝑚𝑛

⋅ 𝜓̃[𝑚 − 𝑙𝑅]𝜓̃[𝑛 − 𝑚 − 𝑙ℎ𝑅]𝜓[𝑛 − 𝑙
′𝑅] 

=∑∑∑ ∑

[
 
 
 
 
 

{
 
 

 
 𝑅𝑒 {((−1)𝑟𝐻𝑡

𝑙ℎ𝑘ℎ𝑟 + 𝑖𝐻𝑡
𝑙ℎ𝑘ℎ(1−𝑟)) 𝑒

𝑖Φ
𝑙𝑥𝑙ℎ𝑙

′
𝑘𝑥𝑘ℎ𝑘

′
(𝑚,𝑛)

} 𝑟′ = 0

𝐼𝑚 {((−1)𝑟𝐻𝑡
𝑙ℎ𝑘ℎ𝑟 + 𝑖𝐻𝑡

𝑙ℎ𝑘ℎ(1−𝑟)) 𝑒
𝑖Φ

𝑙𝑥𝑙ℎ𝑙
′

𝑘𝑥𝑘ℎ𝑘
′
(𝑚,𝑛)

} 𝑟′ = 1
]
 
 
 
 
 

𝑁−1

𝑘ℎ=0𝑙ℎ𝑚𝑛

⋅ 𝜓̃[𝑚 − 𝑙𝑅]𝜓̃[𝑛 − 𝑚 − 𝑙ℎ𝑅]𝜓[𝑛 − 𝑙
′𝑅] 

𝑓𝑙𝑘𝑟כאשר האוייבקט  
𝑙′𝑘′𝑟′(𝐻𝑡)  הוא למעשה

𝜕(𝑋𝑡∗𝐻𝑡)
𝑙′𝑘′𝑟′

𝜕𝑋𝑡
𝑙𝑘𝑟  (  באופן לא מפתיע, קיבלנו שהביטוי לא תלוי

 (. 𝐵𝑇ב

רימן, מה שאומר שלא עשיתי כמות עצומה של טעויות חישוב )או  -התוצאה אכן עומדת בתנאי קושי 

 חוק שני של שנרב(.  – לכל הפחות שמספר טעויות הסימן שלי הוא זוגי 

 נשים לב לכך ש: 

(−1)𝑟𝐻𝑡
𝑙ℎ𝑘ℎ𝑟 + 𝑖𝐻𝑡

𝑙ℎ𝑘ℎ(1−𝑟) = 𝑖𝑟 ⋅ (𝐻𝑡
𝑙ℎ𝑘ℎ0 + 𝑖𝐻𝑡

𝑙ℎ𝑘ℎ1) = 𝑖𝑟 ⋅ 𝐻𝑡
𝑙ℎ𝑘ℎ 



 לכן: ו

𝑓𝑙𝑘𝑟
𝑙′𝑘′𝑟′(𝐻𝑡) =∑∑∑ ∑

[
 
 
 
 
 

{
 
 

 
 𝑅𝑒 {𝑖𝑟𝐻𝑡

𝑙ℎ𝑘ℎ𝑒
𝑖Φ

𝑙𝑥𝑙ℎ𝑙
′

𝑘𝑥𝑘ℎ𝑘
′
(𝑚,𝑛)

} 𝑟′ = 0

𝐼𝑚 {𝑖𝑟𝐻𝑡
𝑙ℎ𝑘ℎ𝑒

𝑖Φ
𝑙𝑥𝑙ℎ𝑙

′
𝑘𝑥𝑘ℎ𝑘

′
(𝑚,𝑛)

} 𝑟′ = 1
]
 
 
 
 
 

𝑁−1

𝑘ℎ=0𝑙ℎ𝑚𝑛

⋅ 𝜓̃[𝑚 − 𝑙𝑅]𝜓̃[𝑛 −𝑚 − 𝑙ℎ𝑅]𝜓[𝑛 − 𝑙
′𝑅] 

𝑓𝑙𝑘𝑟בעצם נוכל באופן כללי לכתוב את הביטוי  
𝑙′𝑘′(𝐻𝑡)  ורק בסוף לקחת את החלק הממשי או המדומה

′𝑟)עבור   = ′𝑟או   0 = , בהתאמה(, משום שחלונות האנליזה והסינתזה ממשיים ולכן אפשר  1

 להכניס אותם פנימה. 

 אם כן: 

𝑓𝑙𝑘𝑟
𝑙′𝑘′(𝐻𝑡) =∑𝜓[𝑛 − 𝑙′𝑅]∑𝜓̃[𝑚 − 𝑙𝑅]∑𝜓̃[𝑛 −𝑚 − 𝑙ℎ𝑅] ∑ 𝑖𝑟 ⋅ 𝐻𝑡

𝑙ℎ𝑘ℎ ⋅ 𝑒
𝑖Φ

𝑙𝑙ℎ𝑙
′

𝑘𝑘ℎ𝑘
′𝑁−1

𝑘ℎ=0𝑙ℎ𝑚𝑛

 

= 𝑖𝑟 ⋅∑𝜓̃[𝑚 − 𝑙𝑅] ⋅ 𝑒𝑖
2𝜋
𝑁
𝑘(𝑚−𝑙𝑅)

𝑚

⋅∑𝜓[𝑛 − 𝑙′𝑅] ⋅ 𝑒−𝑖
2𝜋
𝑁
𝑘′(𝑛−𝑙′𝑅)

𝑛

⋅∑𝜓̃[𝑛 −𝑚 − 𝑙ℎ𝑅] ∑ 𝐻𝑡
𝑙ℎ𝑘ℎ ⋅ 𝑒𝑖

2𝜋
𝑁
𝑘ℎ(𝑛−𝑚−𝑙ℎ𝑅)

𝑁−1

𝑘ℎ=0𝑙ℎ

 

= 𝑖𝑟 ⋅∑𝜓̃[𝑚 − 𝑙𝑅] ⋅ 𝑒𝑖
2𝜋
𝑁
𝑘(𝑚−𝑙𝑅) ⋅∑𝜓[𝑛 − 𝑙′𝑅] ⋅ 𝑒−𝑖

2𝜋
𝑁
𝑘′(𝑛−𝑙′𝑅) ⋅ ℎ[𝑛 − 𝑚]

𝑛𝑚

 

𝑓𝑙𝑘𝑟בחישוב הביטוי  אנו מעוניינים  –  הבה ניזכר
𝑙′𝑘′(𝐻𝑡)  הנגזרתאת בצורה אלגנטית   לבטאכדי שנוכל : 

𝜕

𝜕𝑋𝑡
𝑙𝑘𝑟

‖𝑋𝑡⊛𝐻𝑡‖2
2

2
=

𝜕

𝜕𝑋𝑡
𝑙𝑘𝑟

1

2
∑ ((𝑋𝑡⊛𝐻𝑡)

𝑙′𝑘′𝑟′)
2

𝑙′𝑘′𝑟′

= ∑ (𝑋𝑡⊛𝐻𝑡)
𝑙′𝑘′𝑟′

𝜕(𝑋𝑡⊛𝐻𝑡)
𝑙′𝑘′𝑟′

𝜕𝑋𝑡
𝑙𝑘𝑟

𝑙′𝑘′𝑟′

= ∑ (𝑋𝑡⊛𝐻𝑡)
𝑙′𝑘′𝑟′𝑓𝑙𝑘𝑟

𝑙′𝑘′𝑟′(ℎ𝑡)

𝑙′𝑘′𝑟′

 

= 𝑅𝑒 {∑(𝑋𝑡⊛𝐻𝑡)
𝑙′𝑘′0𝑓𝑙𝑘𝑟

𝑙′𝑘′(𝐻𝑡)

𝑙′𝑘′

} + 𝐼𝑚 {∑(𝑋𝑡⊛𝐻𝑡)
𝑙′𝑘′1𝑓𝑙𝑘𝑟

𝑙′𝑘′(𝐻𝑡)

𝑙′𝑘′

} 

 

 

 

 

 



𝑓𝑙𝑘𝑟נציב את הביטוי ל 
𝑙′𝑘′(𝐻𝑡)  שחישבנו לעיל : 

∑(𝑋𝑡⊛𝐻𝑡)
𝑙′𝑘′𝑟′𝑓𝑙𝑘𝑟

𝑙′𝑘′(𝐻𝑡)

𝑙′𝑘′

 

=∑(𝑋𝑡⊛𝐻𝑡)
𝑙′𝑘′𝑟′𝑖𝑟

𝑙′𝑘′

⋅∑𝜓̃[𝑚 − 𝑙𝑅] ⋅ 𝑒𝑖
2𝜋
𝑁
𝑘(𝑚−𝑙𝑅) ⋅∑𝜓[𝑛 − 𝑙′𝑅] ⋅ 𝑒−𝑖

2𝜋
𝑁
𝑘′(𝑛−𝑙′𝑅) ⋅ ℎ[𝑛 − 𝑚]

𝑛𝑚

 

= 𝑖𝑟 ⋅∑𝜓̃[𝑚 − 𝑙𝑅] ⋅ 𝑒𝑖
2𝜋
𝑁
𝑘(𝑚−𝑙𝑅)

𝑚

⋅∑ℎ[𝑛 −𝑚] ⋅∑(𝑋𝑡⊛𝐻𝑡)
𝑙′𝑘′𝑟′𝜓[𝑛 − 𝑙′𝑅] ⋅ 𝑒−𝑖

2𝜋
𝑁
𝑘′(𝑛−𝑙′𝑅)

𝑙′𝑘′𝑛

 

𝑥𝑡)נסמן ב  ∗ ℎ𝑡)0 את הISTFT    של𝑅𝑒{𝑋𝑡⊛𝐻𝑡} ובדומה ב ,(𝑥𝑡 ∗ ℎ𝑡)1 את הISTFT   של

𝐼𝑚{𝑋𝑡⊛𝐻𝑡} . 

 : י נקבל, אז )וממשיים( חלונות אנליזה וסינתזה שווים  נבחר אם 

= 𝑖𝑟 ⋅∑𝜓̃[𝑚 − 𝑙𝑅] ⋅ 𝑒𝑖
2𝜋
𝑁
𝑘(𝑚−𝑙𝑅)

𝑚

⋅∑ℎ[𝑛 −𝑚] ⋅ (∑(𝑋𝑡⊛𝐻𝑡)
𝑙′𝑘′𝑟′𝜓̃[𝑛 − 𝑙′𝑅] ⋅ 𝑒𝑖

2𝜋
𝑁
𝑘′(𝑛−𝑙′𝑅)

𝑙′𝑘′

)

∗

𝑛

= 𝑖𝑟 ⋅∑𝜓̃[𝑚 − 𝑙𝑅] ⋅ 𝑒𝑖
2𝜋
𝑁
𝑘(𝑚−𝑙𝑅) ⋅∑ℎ[𝑛 −𝑚] ⋅ ((𝑥𝑡 ∗ ℎ𝑡)𝑟′[𝑛])

∗

𝑛𝑚

 

הן לאנליזה והן לסינתזה, אבל בשביל שהנ"ל יעבוד אנחנו חייבים   Hannמקובל )ונוח( לבחור בחלון 

גם בנוסף שהאורכים יהיו שווים, שזה לא טריוויאלי לרוב )אם כי עומד בתנאי ההכרחי לקיום תנאי  

 פורטנוף אם הם שווים למספר התדרים שלנו(. 

ℎ̃[𝑛]נגדיר   = ℎ[−𝑛]   ונקבל )תוך שימוש בשוויון בין חלונות האנליזנ והסינתזה, ממשייותם והעבודה

 ממשית(: בזמן היא ה להלם  ובהתגש

= 𝑖𝑟 ⋅∑𝜓̃[𝑚 − 𝑙𝑅] ⋅ 𝑒𝑖
2𝜋
𝑁
𝑘(𝑚−𝑙𝑅) ⋅∑ ℎ̃[𝑚 − 𝑛] ⋅ ((𝑥𝑡 ∗ ℎ𝑡)𝑟′[𝑛])

∗

𝑛𝑚

= 𝑖𝑟 ⋅ (∑𝜓[𝑚 − 𝑙𝑅] ⋅ 𝑒−𝑖
2𝜋
𝑁
𝑘(𝑚−𝑙𝑅) ⋅ (ℎ̃ ∗ (𝑥𝑡 ∗ ℎ𝑡)𝑟′)[𝑚]

𝑚

)

∗

= {
𝑖𝑟 ⋅ (𝐻̃ ⊛ 𝑅𝑒{𝑋𝑡⊛𝐻𝑡})

∗
𝑟′ = 0

𝑖𝑟 ⋅ (𝐻̃ ⊛ 𝐼𝑚{𝑋𝑡⊛𝐻𝑡})
∗

𝑟′ = 1
 

 

 

 

 



 וסה"כ נקבל שהנזגרת היא: 

𝜕

𝜕𝑋𝑡
𝑙𝑘𝑟

‖𝑋𝑡⊛𝐻𝑡‖2
2

2
= 𝑅𝑒 {∑(𝑋𝑡⊛𝐻𝑡)

𝑙′𝑘′0𝑓𝑙𝑘𝑟
𝑙′𝑘′(𝐻𝑡)

𝑙′𝑘′

} + 𝐼𝑚 {∑(𝑋𝑡⊛𝐻𝑡)
𝑙′𝑘′1𝑓𝑙𝑘𝑟

𝑙′𝑘′(𝐻𝑡)

𝑙′𝑘′

} 

= 𝑅𝑒{𝑖𝑟 ⋅ (𝐻̃ ⊛ 𝑅𝑒{𝑋𝑡⊛𝐻𝑡})
∗
} + 𝐼𝑚{𝑖𝑟 ⋅ (𝐻̃ ⊛ 𝐼𝑚{𝑋𝑡⊛𝐻𝑡})

∗
} 

 מאוד. זהו ביטוי אלגנטי 

𝑋𝑡∇כעת, הבה נחשב את הגרדיאנט  (2𝑑 log(‖𝑥𝑡‖2) +
‖𝑋𝑡⊛𝜀𝑡

𝐻‖
2

2

2‖𝑥𝑡‖2
2  בכללותו.  (

 נסמן:  כאמור לעיל )מספר רב מאוד של פעמים(, נורמה בזמן ובתדר שקולות עד כדי קבוע.

‖𝑥𝑡‖2
2 = 𝛼‖𝑋𝑡‖2

2 

 

 לכן: 

𝜕

𝜕𝑋𝑡
𝑙𝑘𝑟 (2𝑑 log(‖𝑥𝑡‖2) +

‖𝑋𝑡⊛ 𝜀𝑡
𝐻‖2

2

2‖𝑥𝑡‖2
2 )

=
𝜕

𝜕𝑋𝑡
𝑙𝑘𝑟 (2𝑑 log(𝛼‖𝑋𝑡‖2

2) + 𝛼−1
1

‖𝑋𝑡‖2
2

‖𝑋𝑡⊛𝜀𝑡
𝐻‖2

2

2
)

=
𝜕

𝜕𝑋𝑡
𝑙𝑘𝑟 (2𝑑 log(𝛼) + 2𝑑 log(‖𝑋𝑡‖2

2) + 𝛼−1
1

‖𝑋𝑡‖2
2

‖𝑋𝑡⊛𝜀𝑡
𝐻‖2

2

2
) 

=
2𝑑

‖𝑋𝑡‖2
2 ⋅
𝜕‖𝑋𝑡‖2

2

𝜕𝑋𝑡
𝑙𝑘𝑟 + 𝛼−1 (

𝜕

𝜕𝑋𝑡
𝑙𝑘𝑟

1

‖𝑋𝑡‖2
2 ⋅
‖𝑋𝑡⊛𝜀𝑡

𝐻‖2
2

2
+

1

‖𝑋𝑡‖2
2 ⋅

𝜕

𝜕𝑋𝑡
𝑙𝑘𝑟

‖𝑋𝑡⊛𝜀𝑡
𝐻‖2

2

2
) 

=
2𝑑

‖𝑋𝑡‖2
2 ⋅ 2𝑋𝑡

𝑙𝑘𝑟

+ 𝛼−1 (
−2𝑋𝑡

𝑙𝑘𝑟

‖𝑋𝑡‖2
4 ⋅

‖𝑋𝑡⊛ 𝜀𝑡
𝐻‖2

2

2
+

1

‖𝑋𝑡‖2
2

⋅ (𝑅𝑒 {𝑖𝑟 ⋅ (𝜀𝑡
𝐻̃⊛𝑅𝑒{𝑋𝑡⊛ 𝜀𝑡

𝐻})
∗
} + 𝐼𝑚 {𝑖𝑟 ⋅ (𝜀𝑡

𝐻̃⊛ 𝐼𝑚{𝑋𝑡⊛ 𝜀𝑡
𝐻})

∗
})) 

=
1

‖𝑋𝑡‖2
2 [(4𝑑 −

‖𝑋𝑡⊛𝜀𝑡
𝐻‖2

2

𝛼‖𝑋𝑡‖2
2 )𝑋𝑡

𝑙𝑘𝑟

+
𝑅𝑒 {𝑖𝑟 ⋅ (𝜀𝑡

𝐻̃⊛𝑅𝑒{𝑋𝑡⊛𝜀𝑡
𝐻})

∗
} + 𝐼𝑚 {𝑖𝑟 ⋅ (𝜀𝑡

𝐻̃⊛ 𝐼𝑚{𝑋𝑡⊛𝜀𝑡
𝐻})

∗
}

𝛼
] 

  



 score functionsקוד לחישוב ה - פסאודו
ניתן להשתמש  משום ש score functionsהגרדיאנטים בביטויים לבחישוב ידני של , אין צורך  כאמור

 . כדי לגזור זאת בקלות pytorchב

 : באותנו לחישוהפייתון המשמש קוד  להלן 

def compute_score(self, x, sigmas_x, z_x, h, sigmas_h, z_h): 

    score_x = z_x 

    score_h = z_h 

    if self.use_post: 

        with torch.enable_grad(): 

            x.detach().clone() 

            h.detach().clone() 

            z_x_in_time = self.to_audio(z_x).detach().clone() 

            z_h_in_time = self.to_audio(z_h).detach().clone() 

 

            x.requires_grad_(True) 

            h.requires_grad_(True) 

            z_x_in_time.requires_grad_(True) 

            z_h_in_time.requires_grad_(True) 

 

            x_t_in_time = self.to_audio(x) 

            conv_result_x = 

torch.nn.functional.conv1d(x_t_in_time.unsqueeze(0), 

z_h_in_time.unsqueeze(0), 

                                                       

padding=z_h_in_time.shape[1] - 1, groups=1) 

            h_t_in_time = self.to_audio(h) 

            conv_result_h = 

torch.nn.functional.conv1d(h_t_in_time.unsqueeze(0), 

z_x_in_time.unsqueeze(0), 

                                                       

padding=z_x_in_time.shape[1] - 1, groups=1) 

 

 

            loss_x = (torch.linalg.vector_norm(conv_result_x) / 

torch.linalg.vector_norm(x_t_in_time)) ** 2 / 2 

            loss_h = (torch.linalg.vector_norm(conv_result_h) / 

torch.linalg.vector_norm(h_t_in_time)) ** 2 / 2 

            if self.use_N: 

                N = x.numel() // x.shape[0] 

                loss_x += N * 

torch.log(torch.linalg.norm(x_t_in_time)) 

                loss_h +=  N * 

torch.log(torch.linalg.norm(h_t_in_time)) 

 

            loss_x.backward() 

            loss_h.backward() 

        score_x += x.grad * sigmas_x 

        score_h += h.grad * sigmas_h 

    return score_x, score_h 

 הקוד המלא יימצא בקישור: 

https://github.com/DvirPersky/DP_eng_final_project 

 

 

https://github.com/DvirPersky/DP_eng_final_project


 הארכיטקטורה והדאטא 

 : +SGMSEהבה נתבונן בארכיטקטורת הרשת המוצעת עבור אלגוריתם 

 

Figure 9  –מתוך, ארכיטקטורת הרשת SGMSE+ 

 . multi-resolutionעם    U-Netמדובר ברשת בארכיטקטורת  

מצעד הזמן הנוכחי בדיפוזיה והסיגנל   𝑋𝑡הסיגנל   נוסף על – ( לרשת inputsנכפיל את כמות הקלטים )

מצעד הזמן הנוכחי   𝐻𝑡ממנו אותחלה המערכת, תקבל הרשת גם את התגובה להלם   𝑌מהוהד  ה

בין  קונבלוציה  היא   ⊛  משמעות שהעקנקנו לאופרטור ה )כזכור, 𝑋𝑡⊛𝐻𝑡בדיפוזיה, ואת הקונבלוציה  

 הסיגנלים בעודם במישור הזמן, ואז החזרתם למישור התדר(. 

בהתאמה    (, נכפילchannels)שמונה לארבעה  (  channelsעם הכפלת כמות הקלטים משניים )ארבעה 

 את העומק של כל המסלול העליון ברשת. 

בכבות השונות בו   channels ולכן לא נכפיל את מספר המספיק,  המסלול התחתון עמוק לכאורה 

 )למעט הראשונה של הקלט, כאמור(. 

עבור   score functionה פלטים: שני   –  channelsהרשת כעת יהיה בעל ארבעה  ( output) פלט 

 עבור הדיפוזיה של התגובה להלם.  score functionהדיפוזיה של הסיגנל, וה

במשימת ביטול הדהוד, גם כאן נהדהד   +SGMSEכמו כן, בדומה ליצירת הדאטא עבור אימון המודל 

תגובות להלם אשר תיוצרנה באמצעות    עם  WSJ0-REVERBליצירת    WSJ0ההקלטות שבדאטא את 

pyroomacoustics   כאשר כהקלטה שניות לשנייה אחת(  0.4)משך הדהוד יוגרל בתחום שבין ,

תהודהד ההקלטה המקורית באמצעות תגובה להלם אשר תיוצר עבור חדר בעל פרטים זהים  "נקייה" 

ההגעות  , באופן שכעת 0.99%ג'ונרטה התגובה להלם הקודמת, אך כעת עם אחוז בליעה של  לחדר 

 . הראשיות של שתי ההקלטות תהיינה באותה העת

מאותה  אשר מעבירה  של   ם, כאן אנו נדרשים לשמור גם את התגובה להלםבניגוד למודל הקוד

הקלטה "נקייה" להקלטה המהודהדת, וזאת כדי לאמן את הרשתות ללמוד גם את התפלגות  

( את שתי התגובות להלם, נחלק ביניהן  STFT, לא FFTהתגובות להלם. לשם כך, נתמיר פורייה )

של התגובה  שבקבוע הזמן הראשון  כך אופי התגובה להלם  ונתמיר חזרה לזמן. באופן זה תישמר 

ה  ינה תהיהראשית עודנּ ות שההגע באופן לטות  ק היחס בין ההיישמר תופע דלתא, ובהתאמה להלם 

 . ים של הסיגנל  ןהראשו  בקבוע הזמן



 ו המוצעת על ידנ סיכום השיטה

על הסיגנל אשר תתחיל מן   – במקביל על שתי דיפוזיות  הצעתנו היא לבצע ריצהבסיכומו של דבר, 

, ועל התגובה להלם אשר תתחיל מן התגובה להלם  𝑦ותשאף אל הסיגנל המהודהד   𝑥0הסיגנל הנקי 

ℎ0  ותשאף ל𝛿(𝑡). 

  𝑋𝑡  ,𝐻𝑡  ,𝑋𝑡⊛𝐻𝑡קבל כקלט את  ת ש משותפת  𝑠𝜃רשת    תאומן score functionsלשם חישוב שתי ה

 .  score functionsכפלט את שתי ה ותשיב ,  𝑌ואת  

  נהחושבת אשר  score functionsל  ”ground truth”כך שה , Lossשתי הדיפוזיות תצומדנה דרך ה

  –אותן תלמד הרשת יוגדר כגריאנט לוג ההסתברות המשותפת בכללותה ואשר  במהלך האימון  

 ולא רק החלק הפראיורי:   –לרבות החלק הפוסטריורי 

(
𝑆𝑒𝑥𝑝𝑒𝑐𝑡𝑒𝑑
𝑋

𝑆𝑒𝑥𝑝𝑒𝑐𝑡𝑒𝑑
𝐻 ) = (

∇𝑋𝑡 log(𝑝𝑡(𝑋𝑡 , 𝐻𝑡|𝑋0, 𝐻0, 𝑌))

∇𝐻𝑡 log(𝑝𝑡(𝑋𝑡 , 𝐻𝑡|𝑋0, 𝐻0, 𝑌))
)

= −

(

 
 

𝜀𝑡
𝑋

𝜎𝑋(𝑡)
+ ∇𝑋𝑡 (2𝑑 log(‖𝑥𝑡‖2) +

‖𝑋𝑡⊛𝜀𝑡
𝐻‖2

2

2‖𝑥𝑡‖2
2 )

𝜀𝑡
𝐻

𝜎𝐻(𝑡)
+ ∇𝑋𝑡 (2𝑑 log(‖ℎ𝑡‖2) +

‖𝐻𝑡⊛𝜀𝑡
𝑋‖2

2

2‖ℎ𝑡‖2
2 )

)

 
 

 

 : ”ground truth”במהלך האימון תלמד הרשת את אותו 

𝜃 = argmin
𝜃

𝐸𝑡,(𝑥0,ℎ0,𝑦),𝑥𝑡|(𝑥0,𝑦),ℎ𝑡|ℎ0 [‖𝑠𝜃
𝑋(𝑥𝑡, 𝑦, 𝑡) − 𝑆𝑒𝑥𝑝𝑒𝑐𝑡𝑒𝑑

𝑋 ‖
2

2

+ ‖𝑠𝜃
𝐻(𝑥𝑡 , 𝑦, 𝑡) − 𝑆𝑒𝑥𝑝𝑒𝑐𝑡𝑒𝑑

𝐻 ‖
2

2
] 

  𝑦ההקלטה המהודהדת  מהרעשת התמרת ביטול הדהוד בפועל תאותחלנה דיפוזיות ובמהלך 

יוכנסו  לתגובה להלם, ובכל שלב בדגימה  𝛿(𝑡)לדיפוזיה על הסיגנל ומהעשת התמרת דלתא בזמן  

יבוצע   backwardהקלטים לרשת, היא תחזיר כפל את הגדלים הדרושים לשתי הדיפוזיות, וצעד ה

𝑡במקביל על שתיהן, עד להתכנסות בזמן   =   הסיגנל בדיפוזיה על  𝑥0להתמרת הסיגנל הנקי   0

 בתדיפוזיה על התגובה להלם.  ℎ0ולהתמרת התגובה להלם  

 

  



 מסקנותתוצאות ו

 תוצאות 

כוונתנו לריבוע   Cosine Similarityלעיתים ישנו חוסר בהירות בנידון. נבהיר כי בהתייחסנו למדד 

ואשר   1ל   0מדד הנע בין   –  )בין התגובה להלם ה"נכונה" למשוערכת( המכפלה הפנימית המנורמלת 

 אנו מעונינים למקסם. 

 המלמד את הרשת את הרכיב הפראיורי בלבד אל מול  Loss: עם ה אימנו את המודל ארבע פעמים

Loss המלמד גם את הפוסטריורי, וLoss הכולל את הLoss   על התגובה להלם𝐻𝑡   אל מולLoss   הכולל

 בפי עצמו ותו לא.  𝑋𝑡על הסיגנל   Lossאת ה

והמשך האימון   hyperparametersמשחק עם ה –טכנית לכאורה יש עוד מקום רב לאופטימיזציה 

 )שנאלצנו לקטוע באיבו(... 

ארבעת  כפי שבוצעה בידי  dereverberationמשימת הבאה מופיעים מספר מדדים על איכות  טבלהב

אשר   +SGMSEהמאמר מאפוקים, בהשוואה לביצועי המודל  100לים אשר אימנו בעצמנו עד המוד

 : על תוצאות הטבלהיופיע הסבר   הסיכום והמסקנותבחלק . אפוקים  160אומן )לדבריהם( עד 

Method POLQA PESQ ESTOI SI-SDR SI-SIR SI-SAR COS-SIM 

Mixture 1.76 ± 0.29 1.36 ± 0.19 0.46 ± 0.12 -7.3 ± 5.5 -7.5 ± 5.4 - - 

SGMSE+ 

from paper 

3.24 ± 0.46 2.66 ± 0.48 0.84 ± 0.07 1.6 ± 7.8 9.4 ± 10.2 2.3 ± 7.2 - 

SGMSE+ 

use_h=False 

use_post=False 

- 2.02 ± 0.38 0.74 ± 0.07 -3.3 ± 6.2 5.1 ± 8.5 -2.5 ± 5.9 0.0 ± 0.0 

SGMSE+ 

use_h=True 

use_post=False 

- 1.71 ± 0.32 0.67 ± 0.09 -5.5 ± 6.8 -0.4 ± 8.0 -3.7 ± 6.3 0.1 ± 0.1 

SGMSE+ 

use_h=False 

use_post=True 

- 2.10 ± 0.38 0.76  ±0.07  -2.5 ± 6.3 6.8 ± 8.2 -1.8 ± 6.0 0.0 ± 0.0 

SGMSE+ 

use_h=True 

use_post=True 

- 1.12 ± 0.05 0.41 ± 0.09 -20.7 ± 8.1 -1.1 ± 9.1 -20.6 ± 8.1 0.0 ± 0.0 

Table  2  – ב אפוקים 160אפוקים, בהשוואה לביצועי המודל אשר אומן על  100ביצועי המודלים שאימנו עדSGMSE+ 



 . המדדים  מן  חלקביצועי המודלים על על נציג היסטוגרמות מפורטות  כעת

 הן מופיעות: בכל אחת מרביעיות ההיסטוגרמות, זהו הסדר בו 

use_h=True 

use_post=False 

use=False 

use_post=False 

use_h=True 

use_post=True 

use_h=False 

use_post=True 

העמודה הימנית היא עבור מודלים המתחשבים גם ברכיב הפוסטריורי שעה שהשמאלית   – כלומר 

והשורה התחתונה היא עבור מודלים    היא עבור מודלים המתחשבים ברכיב הפראיורי בלבד,

 𝑋𝑡על    Lossהיא עבור מודלים המתחשבים ב  שעה שהשורה העליונה Lossב 𝐻𝑡המתחשבים גם ב 

 בלבד. 

פוגע בביצועי  המשמש לאופטימיזציה  Lossב 𝐻𝑡  כלילתכי  ESTOIבהיסטוגרמות על הניתן לראות  

פוגעת מאוד   וסטריורי הפאשר כלול בו הרכיב ים שהשימוש בביטוי  כמו כן, אנו רוא .שיערוך הסיגנל 

ה סטטיסטית  , חריגמערכת יעיל יותר כלול, ומועילה באופן זניח )יכול להיות שאיתחול  𝐻𝑡כאשר  

 לול. אינו כ  𝐻𝑡סבירה( כאשר  

ההיסטוגרמות על מדדי  גרפי בכפי שהיא באה לידי ביטוי   אותה התנהגותאת  ראה נבעמוד הבא 

 . SI-SDRוה  PESQה

 



 

 



מיתית  אנורמלת בין התגוה להלם ההמעניין מתרחש בהתבוננות על ריבוע המכפלה הפנימית המ

 והמשוערכת: 

 

אינה כלולה   𝐻𝑡בגדול את אותם ביצועים כאשר  שאנו שוב רואים    Cosine Similarityתבוננות על הבה

וגדר כך שהרשת תלמד  מ Lossכן כלולה אך ה 𝐻𝑡כאשר  ל(, ובייצועים משמעותיים יותר טובים )משמא 

 את הרכיב הפראיורי בלבד )למעלה(. 

מהסיבות שיפורטו לקמן  ו  לם,שיערוך של התגובה להאנחנו בכיוון ב 𝐻𝑡לא מפתיע שרק כאשר  

גם  מהותית פחותים שלנו העובדה שכעת ביצועי המודל ה א מרתיעל גם  הסיכום והמסקנות  בפסקת 

  Lossוה 𝐻𝑡את  המקורי כאשר דוחפים לו לרשת מודל המביצועי בהיבט של איכות התגובה להלם 

 של התגובה להלם  score functionאת הנטי לרשת ללמוד  וומוגדר גם על הגודל הרל 

  



 מסקנות וסיכום

 : תיאורטיים  שיטה זו אשר הצענו נהנית ממספר יתרונות 

העומס החישובי המהותי יוטל בעיקרו עוד במשימת   –  inferenceחיסכון חישובי במהלך  .1

 האימון. 

מאחר ורשת זו )אשר נועדה לטפל בהקלטות מהודהדות( לומדת את כל הרכיבים כך שמרגע   .2

אימון המודל הרי זו כרשת רגילה )ולא נדרשים עוד לבצע שום ופרציות לא טריוויאיליות  

במהלך הדגימה(, ניתן להשתמש בה באופן ישיר למשימות נוספות מהסוג שרשתות דיפוזיה  

 , לדוגמה(. inpaintingמשמשות להן )

 טבלת ביצועי המודלים. הבה נתבונן ב

ועם רכב פראיורי בלבד פחותים   𝐻𝑡אשר אנחנו אימנו בלא   כי ביצועי המודל  ניתן לראות שם ראשית, 

שעה שהם    אפוקים בלבד  100לאחר  אנו עצרנובמידת מה מהתוצאות אשר הם מציגים. עם זאת, 

  ESTOIהוון הזה. כך לדוגמה,  ים בכיגרפי המדדים מתכנס, ואכן אנו רואים כי  160עצרו רק לאחר 

  60רה אפוקים, כך ש נקודות לעש 0.033( בקצב של כ20)החלק מהאפוק הלינארית בקירוב  עולה 

הקלה  ההתמתנות  ) נקודות אל ציון המודל שלהם  0.2אכן יעלו את הציון ב אפוקים נוןספים לכאורה 

ל שאימנו לו אומן על כל הדאטא ולא על דאטא  יתרון הנוסף שהיה מקבל המוד ם הבעלייה תתקזז ע

 (. 20%מצומצם ב

ול למודל אשר תוצאותיו הוצגו במאמר, ולכן  מודל שאנחנו אימנו שקאם כן, הגענו למסקנה כי בפועל ה

 ו. השוות את יתר המודלים אליו לאנחנו יכולים להרשות לעצמנ

)בין היתר(  שיתוף הרשת והזנתה ן שמודלים אליו, המגמות הברור שאנו רואים הבהשוואה של יתר ה

אכן איפשרה, לראשונה, השגת התגובה להלם של   ( צעד הזמן הרלוונטי בדיפוזיהמ)  בתגובות להלם

באופן בינוני למדי, והמחיר בא  תגובה להלם זו שוערכה החדר מתוך אותה הקלטה מהודהדת, אך 

או   י יהיה להגדיל את הרשתת כדאכדי לפתור זא פגיעה בביצועי המודל על שיפור איכות הסיגנל. ב

רעיונות  בפסקת השיפורט , כפי  את המודל ת בלבל פחוול כדי להגדיל את קיבולהּ  לגמרי לפצל אותה

 . להמשך

כום הרכיבים הפראיורי והפוסטריורי )ולא רק  סהוגדר כך שהרשת תלמד את   Lossתר על כן, כאשר ה י

ת המודל,  ואאלו על תוצ מדדים אך הפגיעה אינה רק בביצועי  מהותית, הביצועים יורדים  הפראיורי(, 

ה שמעיד  , מבמהלך האימון   מאוד לא מונוטוני Lossהבאה לידי ביטוי ב יציבות  נצפית חוסר   אלא אף 

לכאורה מותיר  ו  ( Adam Optimizerהמידה העמוקה )אשר הופקד בידי בחלק של הלרצינית יה  בעיעל 

 . גופאשלנו  למוד א בלאו דווק היא  התקלה את התקווה לכך שבנו 

עוד לא אבד הכלח על המודל עצמו ויש לבחון אופטימיזציה  כי  אינדיקטורים אילו שצויינו לעיל משמעם 

  עליו מתבסס המודל(, ובכל מקרה שהכיוון  רעיונות להמשךבפסקת הגם כן טכנית )כפי שיבואר  

פני  ב ובה להלם באופן ששניהם יילמדו( על הסיגנל והתג  יכלשה  בצורה)דיפוזיה כפולה ומצומדת 

 . שמסוגל לנפק תוצאות   הוא כיוון נכוןעצמו 

  



 רעינות להמשך 

מאחר ואנו רואים בפועל ירידה בביצועי המודל על שיערוך סיגנלים )במקביל להצלחה   – ראשית 

 . ננסה להציע מספר הצעות לשיפור הביצועים –  בינונית בשיערוך התגובה להלם

( בלבד. יכול להיות שהמשך אימון יאפשר  epochsאפוקים )  100הופסקו לאחר כל האימונים  •

שלו    Lossבמיוחד זה נשמע רלוונטי עבור המודל שלנו אשר ראינו באימון שה  למדל להתכנס.

ת את  ת עוד לא תפסה כיוון ועוד מחפשמאוד רועש ולא יציב, מה שמעיד על כך שהרש

 עצמה. 

אינו מספיק ללמידת  הנוכחי ל להיות שקיבול הרשת  ו כי –הרחבת ארכיטקטורת הרשת   •

ת להלם,  בווהן על התפלגות מרחב הסיגנלים והן על התפלגות מרחב התג האינפורמציה 

במסלול התחתון   channelsלהגדיל את הרשת. אנו מציעים להכפיל את כמות ה ש יכך  ולשם 

במסלול העליון   channelsהמקביל את הכפלת כמות ה)באופן  multi-resolution U-Netשב

 ברשת(, מתוך תקקווה שהדבר יפתור את הבעיה. 

"מבלבלים"  מוננטות השונות לאורך השכבות השונות ברשת פיכול להיות שהקשרים בין הקו  •

כדאי לבחון את   את המודל במהלך האימון, בלומדו שני גדלים שונים למדי.יותר מדי 

 scoreלשתי רשתות נפרדות )אשר תחשב כל אחת את החלוקת הרשת  האופציה של 

function    לדיפוזיה שלה(, כאשר( עדיין ניתן להכניס לשתיהן את אותם קלטיםinputs  )

, מתוך מטרה להדק  Lossרק דרך הבאופן ישיר  בוצע  אשר יצימוד משותפים, זאת בנוסף ל

 את הקשר בין הדיפוזיות אך בלא להקשות יותר מדי על משימת האימון הטכנית. 

שלו   trainכי אם חלק ה WSJ0סט הוא עליו עבדנו הוא לא בדיוק -הדאטאכמו כן, מן הראוי לציין ש

קהטנה זו של הדאטא  הנותרים לאימון. השפעת  80%לאימון ו  10%לוולידציה,   10%אשר חילקנו  

סביר להניח שהיא די זניחה )מפאת אחוז הדאטא שנחסך מהאימון בסופו של דבר, שהוא רק  

 זאת.  ת לכשיתאפשר הדבר כדאי לבחון אף אחמישית מהדאטא( אך 

 . hyperparametersנמליץ תחילה על אופטימיזציה נוספת על הכעת, בהנחה והמודל אכן עבד, 

 את כיווני המשך המחקר הבלתי תלויים הבאים: לאחר מכן, כדאי לבחון 

 , במטרה לשפר את ביצועי המודל. multi-channelהקלטות שהן  של המודל ל הכללה .1

נוספות שניתן לעשות באמצעות מודלים גנרטיבים  בחינת שימוש במודל מאומן למשימושת  .2

 . inpaintingדיפוזיים, דוגמת 

)או על  באמצעות מודל זה   אימון מודל נפרד אשר יאומן על התגובות להלם אשר תשוערכנה  .3

לאחר מכן בשימוש בתגובות להלם    domain shiftסט של תגובות להלם, בתקווה שה-א דאט

שישערך המודל לא יהיה מהותי שהרי במודל שלנו מאומן לשערך תגבוה להלם מאותה  

ו/או הרכבו,   , ויחזיר סט של פרמטרים על תווך ההדהוד, כדוגמת: מזג האוויר התפלגות(

 (... 𝑇60פרמטרים סטטיסטיים כלליים )כמו  מיקומם ואיפיונם,  – אובייקטים תווך 
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